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À mes parents.



N’ABANDONNE JAMAIS ! ! !

Quand les choses vont vraiment mal comme elles savent si bien le faire
quelquefois,

Quand la route sur laquelle tu chemines péniblement semble s’achever au sommet
d’une colline,

Quand les fonds sont bas et que les dettes culminent,
Tu voudrais sourire, et tu dois pousser des soupirs, quand le souci te pousse dans

la déprime,

Repose-toi si tu veux... mais n’abandonne pas.

La vie est si étrange avec ses revers et ses détours comme chacun de nous a pu
l’apprendre un jour, et beaucoup qui ont été abattus par un échec auraient pu

réussir s’ils avaient persévéré...

N’abandonne pas même si tout semble aller lentement, car un autre
souffle peut apporter la réussite.

Le succès n’est que l’envers de l’échec et tu ne peux jamais savoir à quelle distance
se trouve le but, qui peut être très proche alors qu’il te semble si lointain.

Aussi,continue la lutte au plus fort du combat car c’est quand tout te
semble perdu que tu ne dois pas abandonner.

Auteur inconnu (Traduction d’un poème, anglais).
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1Introduction générale

1.1 Modernisation des transports en commun, de-
sign et confort

Depuis quelques années plusieurs collectivités locales ont adopté une nouvelle
politique de transport, en incitant les citoyens à emprunter les moyens de transport
en commun pour se déplacer en ville et reconquérir les centres historiques. Ainsi est
réapparu le tramway synonyme de transport moderne, efficace, confortable, rapide
et silencieux. Cependant, ce nouveau mode de vie, imposé par le mouvement de
sensibilisation vis-à-vis de l’environnement et la nécessité de réduire les émissions
polluantes en ville, entraîne aussi des inconvénients que d’avantages. Malheureuse-
ment, cet accroissement du trafic ferroviaire dans les villes induit une nuisance sonore
qui nuit à la santé psychique et à la tranquillité des habitants. Par conséquent, le
bruit revient en tête des préoccupations des autorités.

Le bruit généré se compose de plusieurs types dont le plus prépondérant est
le bruit de roulement causé principalement par le contact roue/rail. Plusieurs re-
cherches ont été consacrées, notamment à l’utilisation de nouveaux modes de trans-
ports innovant par leurs systèmes de roulement et/ou de guidage, afin de diminuer
cette source de nuisance. Avec cette ère de renouveau, on observe la naissance de
nouveaux moyens de transport dits "guidés". On entend en général par guidage,
les moyens qui permettent d’imposer une trajectoire sans action des conducteurs.
Le moyen de guidage le plus répandu est la combinaison de la voie ferrée et de la
roue en acier. Cette solution est utilisée sur le tramway classique qui avait presque
disparu en France dans les années 1960 et qui est revenu sur la scène urbaine au
milieu des années 80.

Plus récemment, on assiste à une innovation technique importante orientée vers
des systèmes hybrides, en tirant parti des avantages du tramway sans en subir les
contraintes (nuisances sonores, etc.) ; ainsi est né le tramway sur pneumatiques. Ce
nouveau mode de transport utilise des roues ou galets de guidage, distincts des roues
porteuses, et coopérant avec des barres de guidage latérales ou un rail de guidage
central.
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1.2 Transport en commun hybride

1.2.1 Les avantages

Le tramway sur pneumatiques est un mode de transport en commun hybride
(BHNS) situé entre le tramway, avec lequel il partage le guidage et l’alimentation
électrique, et l’autobus et le trolleybus, avec lesquels il partage le roulement sur
pneumatiques. Le véhicule ne roule pas sur des rails mais sur une chaussée ; le rail
lui sert de guidage. Devant le succès du tramway et l’effet de mode, les concepteurs
ont diversifié les modèles de tramway sur pneumatiques pour satisfaire les utilisateurs
des transports en commun (design, confort et discrétion) sans pour autant porter
atteinte aux normes de sécurité.

Il dispose de deux principaux atouts : le coût d’investissement qui est inférieur
à celui d’un tramway classique et pour certains types de véhicules la possibilité de
débrayage. Étant équipée d’un groupe électrogène, la rame peut quitter ponctuelle-
ment sa trajectoire en mode trolleybus ou autobus en cas d’accident, pour éviter un
encombrement ou pour circuler en mode routier. Les rames peuvent s’affranchir alors
de guidage et de ligne de contact aérienne (LAC). Circulant sur pneus, ces rames
sont capables de franchir des pentes inaccessibles au tramway classique sans surcoûts
et sans adaptations techniques particulières (infrastructure). Un autre avantage an-
noncé du tramway sur pneus est sa meilleure adhérence au sol qui lui procure une
meilleure accélération et un freinage plus efficace. Enfin, son petit gabarit lui permet
de s’insérer plus aisément dans les villes aux rues étroites.

1.2.2 Les modes de guidage

Un tramway sur pneumatiques peut être guidé soit par un galet suivant un rail
central, soit par une cellule optique suivant un trait tracé sur son chemin (guidage
optique). En général on peut distinguer trois catégories :

– guidage optique à l’aide d’une caméra installée à l’avant de la rame qui repère
un marquage peint sur la chaussée ;

– guidage par rail central débrayable (exemple : le système de Nancy ou Caen) ;
– guidage par rail central non débrayable (exemple : la nouvelle ligne de Clermont-

Ferrand).

1.2.3 La naissance du Translohr

Un système différent est exploité à Clermont-Ferrand, le Translohr, développé
par la société Lohr Industrie. C’est un tramway sur pneumatiques à propulsion élec-
trique alimenté par ligne aérienne de contact (LAC) mais il peut également recevoir
un système de batteries pour circuler dans des zones où les câbles d’alimentation sont
indésirables. Le véhicule consiste en un ensemble articulé de 2 (STE2) à 5 éléments
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(a)

(b)

Fig. 1.1 – (a) Les différents modules d’un Translohr : ME, MP et MI représentent
respectivement les modules extrêmes, passagers et intermédiaires. (b) Poids à vide
par essieu et par couple de galets.

(STE5), avec une cabine de conduite à chaque extrémité, figure 1.1(a). Le confort
est garanti grâce à la discrétion des systèmes de roulement et de guidage par rail
central, figure 1.1(b). Pour limiter les nuisances sonores, les galets sont recouverts
d’un bandage composite sensible à l’apparition d’usures. Les essieux, au nombre de
3 à 6, sont situés entre les modules (système de boggie-pneu). Sa longueur peut alors
varier de 18m, pour un STE2, jusqu’à 50m soit deux STE3 couplés.

Un Translohr STE4, par exemple, figure 1.1(a) est composé de :

– 2 modules d’extrémité en acier pour mieux absorber et amortir les chocs. Ils
sont portés par les essieux moteurs avec les guidages ;

– 3 modules passagers (MP) en aluminium et matériaux composites, ce qui per-
met une réduction du poids de l’ensemble. Ils sont soit boulonnés aux modules
d’extrémités d’un côté et articulés au module d’intercirculation (MI), soit arti-
culés des deux côtés aux modules d’intercirculations. Ils comprennent un essieu
porteur et son guidage ;

– 2 modules d’intercirculation (MI) ;
– 4 essieux dont 2 essieux extrêmes moteurs (EEM). Le poids à vide d’un essieu

moteur est de 6.2 tonnes alors qu’un essieu non moteur (EI) pèse 4.2 tonnes.
Il est plus léger que son équivalent sur rail (7 tonnes par essieu), figure 1.1(b).
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1.3 Le Translohr, bus ou tramway ?

1.3.1 Historique

Le Translohr s’inscrit dans la nouvelle génération des tramways sur pneuma-
tiques. Le confort est garanti grâce à la discrétion de son système de roulement :
seuls les pneus absorbent la charge exercée sur le rail, qui devient ainsi un rail de gui-
dage non porteur. Chaque essieu supporte deux roues pneumatiques et un système
de guidage par rail central non débrayable, figure 1.2(a). Ce système est directe-
ment inspiré du monorail Larmanjat, dont une ligne fut mise en service entre Le
Raincy et Montfermeil en 1868. Son moteur principal est électrique et l’alimentation
se fait par lignes aériennes (LAC) de traction électrique (caténaire et pantographe).
L’utilisation de pneus procure une traction supérieure au rail, le Translohr peut ainsi
franchir des pentes de 13% (8% testé et confirmé à Clermont-Ferrand). Bien que le
Translohr puisse être considéré comme un bus guidé, il ressemble beaucoup à un
tramway classique.

La première ligne utilisant le Translohr est à Clermont-Ferrand. Le parc est com-
posé de 20 rames STE4, de couleur "fleur de lave". D’autres villes utilisent également
le Translohr comme Padoue, L’Aquila et la ligne pour relier Venise à Mestre, sur
le continent. Dernièrement, le 6 décembre 2006, Lohr Industrie a inauguré l’infra-
structure de la ligne chinoise de 8 km de la zone de développement économique de
Tianjin. Elle utilisera 8 rames identiques à celles de Clermont-Ferrand.

1.3.2 Transport sur voies réservées (TVR)

De par l’usage de pneumatiques et l’appellation "tram", le concept du Translohr
s’approche du transports sur voies réservées (TVR) du constructeur Bombardier.
En réalité, en plus du guidage, figure 1.3, de nombreuses différences les opposent.
Les TVR de Nancy (à perches) ou Caen (à pantographe) sont des véhicules routiers,
immatriculés comme des autobus, et dont le guidage est optionnel. Ils sont bimode,
munis de moteurs diesel et d’un système de direction. Il en résulte qu’il leur est
impossible, contrairement au Translohr :

• de circuler en unités multiples (plusieurs rames accouplées) comme des tram-
ways ;
• d’être rallongés, leur longueur étant tributaire de la législation routière ;
• d’être réversibles : ils doivent disposer de boucles de retournement à chaque

terminus.

À l’inverse, le Translohr est un véhicule ferroviaire :
• il est réversible et peut ainsi circuler dans les deux sens ; bidirectionnel car il

possède une cabine de conduite à chaque extrémité ;
• il n’est pas immatriculé ;
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(a)

(b) (c)

Fig. 1.2 – Système de roulement composé de deux pneumatiques et un système de
guidage. (b) Un couple de galets en V : 1− la fusée, 2− la bande de roulement, 3−
le mentonnet et 4− caoutchouc du rail. (c) Le patin de retour de courant : essieu
intermédiaire.
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Fig. 1.3 – Guidage Translohr, à gauche, et TVR à droite.

• son guidage est permanent et n’est pas bimode (si ce n’est les batteries) ;
• il peut circuler en unités multiples ou être rallongé (gamme évolutive) ;
• le Translohr n’est pas enterré. Il roule sur la chaussée de la voirie urbaine et

non sur des pistes de roulements spécifiques. Cela contraint à le confondre
avec des véhicules routiers.

1.4 Système de guidage

1.4.1 Le principe de fonctionnement

Le Translohr est guidé par un rail central. Chaque essieu est orienté par un bras
et deux galets directeurs (GD), qui enserrent le rail en V, situés vers l’avant dans
le sens de la marche. Un deuxième jeu de galets suiveurs (GS) est fixé à l’arrière de
chaque essieu, figure 1.2(a). Le dispositif de guidage prévoit l’inversion des galets
directeurs et suiveurs pour permettre au véhicule, bidirectionnel, de circuler dans
les deux sens. Ainsi, le vérin limiteur de débattement permet d’activer le couple
de galets situé en avant de l’essieu (GD) dans le sens de la marche, en solidarisant
dispositif de guidage et essieu, et de laisser un jeu latéral à l’organe de guidage situé
en arrière (GS). Ce système de vérins est piloté par le réseau de conduite. La seule
fonction surveillée par le système est l’état des vérins des limiteurs de débattement.
Un dysfonctionnement des vérins ne met pas en cause la sécurité du système. Tout
au plus, ce dysfonctionnement engendre une usure plus rapide des bandages. Dans
ce cas de figure, le chauffeur est informé du dysfonctionnement.

Les galets sont inclinés à 45◦ ce qui permet de réduire la charge verticale sur
les galets et de transmettre les efforts sur le rail par roulement des galets et non
par frottement des mentonnets, figure 1.2(b). En fonctionnement normal, il existe
toujours un jeu entre les mentonnets, en acier traité, et le rail. Tous les efforts
latéraux (vent, force centrifuge, etc.) sont donc repris par les pneus. Seuls les efforts
nécessaires à l’orientation des essieux sont repris par le guidage.

Les galets sont portés par une fusée et par des roulements. Les supports des ga-
lets, des essieux intermédiaires, portent les patins de retour de courant, figure 1.2(c).
Cependant, les essieux extrêmes sont équipés de patins de mise qui servent égale-
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ment de chasse-pierres. Chaque galet (en fer) est recouvert d’un bandage composite,
figure 1.2(b), jouant le rôle de séparateur entre ce dernier et le rail. Positionné ainsi,
le bandage permet de minimiser les nuisances sonores qui peuvent être provoquées
naturellement par le contact fer/fer (galet sans bandage et le rail).

1.4.2 La problématique industrielle

Comme le guidage se fait par roulement du bandage sur le rail. Le galet devient
une pièce d’usure. L’apparition de défauts (trous, éclatement, etc.) peut être causée
par la présence de pièces métalliques, cailloux et autres objets sur le rail, ainsi
que par la fréquence de roulement et de freinage normal ou brusque. Une usure
anormale du bandage ne met pas en cause la sécurité du système puisque les galets
gardent le contact avec le rail mais elle détériore le confort des usagers. Dans un
état de fonctionnement normal, galets avec bandage sans défaut, le niveau acoustique
engendré est faible. Cependant, dans le cas d’usure du bandage le mentonnet roule
dans le fond de l’ornière et le guidage induit ainsi des nuisances sonores indésirables
(contact acier/fer). Ce changement du niveau acoustique engendré sera ressenti tout
de suite par le chauffeur et les usagers car il est supérieur à la normale. L’effort
dynamique résultant de la circulation du tramway, dans ce fonctionnement extrême,
peut éventuellement créer la fatigue et l’usure de l’organe lui même, le galet. Le
paragraphe suivant présente les différents types d’usures pouvant surgir. L’usure sera
dans un premier temps contrôlée visuellement tous les jours au dépôt. Automatiser
ce processus de surveillance garantira à la fois la disponibilité du tramway et le
confort des usagers à moindre coûts. C’est l’objectif du projet SYSCOGA.

1.5 Le projet SYSCOGA : SYStème de COntrôle
des GAlets

1.5.1 La sûreté de fonctionnement

Le système de guidage est un système dynamique pouvant évoluer sous deux
modes de fonctionnement, normal (sans défaut) et anormal (avec défaut). Ce der-
nier mode de fonctionnement correspond, dans notre cas, à l’existence de défauts
sur le bandage des galets de guidage et l’état sous lequel évolue le système de-
vient générateur de nuisances ou de défaillances. Cela induit un changement dans le
comportement, niveau acoustique, du système de guidage et voire même une panne
générale du tramway. Écouter les bruits lors du passage du tramway pour détecter
des signes révélateurs de défauts ou contrôler visuellement l’état des galets de gui-
dage serait une tâche coûteuse en temps et en argent. Le parc de Clermont Ferrand
se compose de 20 rames STE5 dont chacune à 10 couples de galets. Au total 400
galets donc 400 bandages à contrôler, au minimum, 3 fois par jours, donc 3 équipes
de techniciens en permanence.
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L’opérateur humain intervient souvent dans la surveillance de ce type de sys-
tèmes dynamiques. Cependant, du fait de la complexité et de la qualité de service
requises dans ces systèmes industriels, l’intervention de l’opérateur humain est sus-
ceptible d’engendrer des erreurs. Il est alors indispensable d’automatiser le processus
de surveillance et de mettre en oeuvre des techniques plus fiables pour détecter de
façon précise l’apparition d’un signe de défaillance. Ainsi leur continuité de fonction-
nement est assurée par la mise en place d’un processus de maintenance préventive et
corrective. En particulier la maintenance préventive des installations industrielles a
été la source, pendant la dernière décennie, du développement de procédures de sur-
veillance et diagnostic permettant d’alerter l’exploitant, à un stade plus ou moins
précoce, sur l’existence d’une anomalie source potentielle d’une rupture ou d’un
accident grave. L’intégration d’un tel processus préserve hautement la sûreté de
fonctionnement : la disponibilité, fiabilité et maintenabilité (DFM). En effet, la fia-
bilité et la sûreté de leur fonctionnement permettent en partie d’assurer la sécurité
des personnes côtoyant le système, la qualité du service et la rentabilité des instal-
lations. Malheureusement, l’utilisation de nouveaux procédés industriels de plus en
plus complexes rend cette tâche de plus en plus difficile.

Pour atteindre cette finalité et assurer la sûreté de fonctionnement du nouveau
tramway Translohr, un problème particulier nous a été soumis par le Syndicat Mixte
des Transports en Commun de l’agglomération clermontoise (SMTC).

Le comportement du système de guidage repose partiellement1 sur l’état des
galets de guidage. L’existence d’un défaut sur les galets (bandage) n’implique pas
nécessairement une défaillance, cependant leur maintenance permet d’identifier les
défauts dès leur apparition avant de causer des dommages irréversibles, sinon l’état
du système de guidage peut s’aggraver et paralyser tout le système (arrêt de fonc-
tionnement). La disponibilité du tramway et le confort des usagers reposent sur
l’état du système de guidage. Ainsi, sa maintenabilité et la réduction du bruit né-
cessitent la surveillance du matériel roulant, pneus et galets de guidage, qui doit
être effectuée régulièrement. Le sujet de thèse est ainsi défini à partir de ces besoins
industriels. Il s’agit d’automatiser le processus de surveillance de l’état des galets
(bandage) de guidage pour garantir la disponibilité du tramway en minimisant les
coûts de maintenance à savoir, le nombre d’interventions pour le changement des
galets défectueux et par conséquent la réduction des périodes d’immobilisation pour
la maintenance.

1.5.2 Le détecteur SysCoGa

Le système de surveillance automatique, nommé détecteur SysCoGa : Système
de Contrôle des Galets, est développé dans le cadre d’un partenariat industriel entre
le Laboratoire d’Informatique, de Modélisation et d’Optimisation des Systèmes (LI-
MOS2, UMR CNRS 6158), le Syndicat Mixte des Transport en Commun de l’ag-
glomération clermontoise (SMTC), LOHR Industrie3 et la société Signal Dévelop-

1les galets représentent des composantes de l’ensemble de système de guidage
2http ://www.isima.fr/limos/
3http ://www.lohr.fr/transport-public-tech.htm
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pement4(SD). Un planning prévisionnel du déroulement du projet est présenté dans
l’annexe A.

Chaque type de défaut se manifeste dans une bande de fréquence bien définie,
basses fréquences pour un défaut structurel et hautes fréquences pour un défaut
local. La société SD a proposé d’enregistrer pour chaque passage du tramway l’ac-
célération du rail en espérant que cette différence du comportement vibratoire d’un
galet, avec défaut local, structurel ou sans défaut, sera ressentie au niveau de l’ac-
célération. Pour chaque défaut (trous, usure patatoïde, etc.) une base de données
est construite et composée à partir d’un ensemble d’observations recueillies lors des
campagnes d’essais effectuées sur la piste de la société Lohr Industrie (chapitre 3).
Les bases de données sont utilisées par la suite dans l’étape de diagnostic par recon-
naissance de formes (RdF). Toutefois, l’expérience acquise par la société SD montre
que la principale difficulté pour élaborer une méthode par apprentissage réside dans
la définition des paramètres pris en compte, qui doivent être pertinents et stables,
et en s’intéressant notamment à plusieurs gammes de fréquences. Pertinents, car
ils doivent réagir à la présence d’un défaut et stables, car ils doivent peu évoluer
pour un même défaut vu plusieurs fois dans des contextes plus ou moins différents
(emplacements sur le tramway).

Le projet SYSCOGA, tel qu’il est défini dans le premier cahier des charges (Juin
2003), se divise en une étape d’acquisition et de paramétrisation des signaux suivie
d’une étape de diagnostic d’état des galets. La première partie devait être assurée
complètement par la société SD et la deuxième partie a fait l’objet de ce travail de
thèse. Le détecteur SYSCOGA sera lié à une sous station de maintenance de manière
à envoyer en continu et pour chaque passage du tramway les signaux enregistrés, la
date et l’heure. L’envoi du numéro de la rame est assuré par un système d’identi-
fication présenté en annexe, figure B.3. L’application finale doit fournir un rapport
d’état des couples de galets. La décision - arrêt total du tramway ou changement
des galets usés - sera prise par un expert ou un technicien. Ce premier cahier des
charges a été ensuite complété et enrichi en 2006.

1.5.3 Classes de défauts

Un ensemble de campagnes d’essais sur site nous a permis, dans un premier
temps, d’étudier la faisabilité du projet SYSCOGA, de trouver la bonne configura-
tion matérielle pour l’acquisition des signaux et enfin de définir les classes de défauts
à considérer. Vu la nouveauté du système de guidage et la méconnaissance des types
d’usures pouvant surgir, un ensemble de défauts ont été élaborés manuellement
(tournevis, chalumeau, ...) par les techniciens de la société Lohr. Au fur et à me-
sure de l’avancement du projet SYSCOGA et des campagnes d’essais, leur nombre
a diminué et leur forme5 s’est progressivement définie. Six campagnes d’essais au
total ont été effectuées. Dans chacune d’elle une nouvelle installation matérielle a
été testée : accéléromètres, cellules photoélectriques (type et nombre), carte d’ac-

4http ://www.signal-developpement.fr/
5La forme signifie ici la nature de l’usure et la manière dont elle est générée manuellement ou

mécaniquement.
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quisition, etc. Le chapitre 3 résume les différents composants matériels utilisés pour
l’enregistrement des signaux vibratoires.

Deux types principaux de défauts peuvent être distingués. Le premier type cor-
respond aux défauts structuraux des galets qui produisent des vibrations à basses
fréquences (ou à grandes échelles). Ces structures basses fréquences additionnent
les effets des défauts liés à une déformation de la structure du galet, une erreur de
fixation du galet, un mauvais calibrage et les effets d’instabilité dynamique du cha-
riot de guidage. Le second type produit des vibrations à hautes fréquences (petites
échelles) et est caractérisé par les défauts surfaciques locaux. Parmi l’ensemble des
défauts testés durant les campagnes d’essais on peut citer :

(i) Les défauts locaux :

– les trous fig. 1.5(a) ;
– l’usure aléatoire : déchirure du bandage fig. 1.5(f), 50% d’usures + trous,
corps étrangers + impacts et usure patatoïde (usure aléatoires) fig. 1.5(c) ;

– l’usure parallèle : 25% d’usures, 50% d’usures, 75% d’usures figure 1.5(g),
100% d’usures avec un peu de bandage et 100% d’usures sans bandage, fi-
gure 1.5(h).

(ii) Les défauts structuraux :

– l’absence du patin, figure 1.4(a) ;
– la pression nulle sur le vérin d’appui de guidage ;
– l’ajout de 20 g au niveau de l’équilibrage du galet, figure 1.4(b) ;
– etc.

D’autres types de défauts peuvent être considérés. Ils peuvent être dus par
exemple à une mauvaise fixation du galet, aux fissures internes du galet6 ou même
liés à la dynamique du tramway. Cependant, seuls les défauts sur le bandage, défauts
locaux, sont considérés et étudiés ici.

6Ce défaut n’est pas testé expérimentalement et peut être lié par exemple à un défaut de
fabrication.
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(a) (b)
Fig. 1.4 – (a) Absence du patin avant. (b) Masse sur le galet.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Fig. 1.5 – (a) Bandage avec trous (SYSCOGA-III). (b) Bandage avec trous
(SYSCOGA-V). (c) Bandage avec usure patatoïde (SYSCOGA-III). (d) Bandage
avec usure patatoïde (SYSCOGA-V). (e)Arrachement interne du bandage. (f)Usure
maxi aléatoire. (g) Usure parallèle du bandage à 75%. (h) Usure parallèle à 100%
sans bandage.
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1.6 Organisation de la thèse

L’étude concerne la détection de défauts ou l’usure des galets de guidage (ban-
dage). Plusieurs techniques de détection de défauts peuvent être utilisées, on peut
citer la thermographie infrarouge, la détection ultrasonore et l’analyse des vibra-
tions mécaniques. La maintenance par analyse vibratoire est largement utilisée pour
le diagnostic des installations industrielles, notamment le diagnostic des roulements
des machines tournantes. Elle fait appel à de nombreux outils de traitement du signal
tels que la transformée de Fourier (l’analyse du spectre et du cepstre), la transfor-
mée temps-fréquence, la transformation de Hilbert (pour la recherche de modulations
d’amplitude et/ou de fréquence), ainsi que le calcul d’indicateurs scalaires tels que
la valeur efficace, le facteur de crête et le Kurtosis. Pour notre application, la détec-
tion de défaut du bandage repose sur l’analyse des vibrations enregistrées avec des
accéléromètres mis en place pour le diagnostic. Ces vibrations sont des processus
non déterministes mais leurs propriétés statistiques varient dans le temps de façon
périodique (ou quasi-périodique). Cependant, la propriété de cyclostationnarité (ou
quasi-cyclostationnarité) des vibrations est négligée dans la majorité des démarches
de diagnostic. De même, dans notre approche, le caractère cyclostationnaire des
galets n’est pas pris en compte. Il est également envisageable d’élargir nos investiga-
tions à d’autres sources d’informations telles que acoustiques. Sans connaissance a
priori sur le système de guidage, nous nous plaçons dans une approche sans modèle
utilisant des méthodes de reconnaissance de formes (RdF).

Dans ce premier chapitre nous avons défini, le cadre de notre travail ainsi que
la formulation du problème posé. Aprés avoir introduit la notion des transports
en commun hybride, nous avons passé une grosse partie de ce chapitre à présenter
le tramway sur pneumatiques (le Translohr), détailler son système de guidage, ses
composantes et son fonctionnement. Nous avons décrit, dans la troisième partie, la
problématique posée par les industriels. Les différents types d’usure pris en compte
dans ce travail ont été aussi exposés. Nous avons défini deux types d’usure dont
chacun regroupe un ensemble de classes d’usures. Chaque type d’usure a un com-
portement fréquentiel qui le caractérise. L’exploitation de cette différence pourra
nous fournir des données que nous pourrons utiliser dans l’étape de diagnostic par
reconnaissance de forme. Par convention, nous substituons le terme "défaut" au
terme "usure" dans la suite du document.

Après avoir introduit les aspects techniques et théoriques de notre travail, la
suite du mémoire comporte cinq chapitres :

• Le deuxième chapitre est consacré à la démarche du diagnostic par reconnais-
sance des formes (RdF). Sa définition, sa formulation et ses principes sont
décrits. Les différentes phases pour construire un système par RdF sont aussi
illustrées. La dernière phase du processus de diagnostic par RdF consiste
en une étape de classification. Pour notre application, nous avons adopté la
classification supervisée étant donné que les classes de défauts sont connues
préalablement (classes étiquetées). Nous exposons un ensemble d’approches
de discrimination non-paramétrique les plus utilisées dans la littérature. Nous
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comparons les résultats obtenus à l’aide des méthodes testées sur nos signaux
dans le chapitre 6 ;

• Le troisième chapitre décrit le système d’acquisition utilisé pour l’enregis-
trement des signaux vibratoires. La première partie du chapitre détaille la
configuration matérielle de base utilisée. Les conditions d’intégration sur site
sont aussi exposées. Deux installations de la version finale du détecteur SYS-
COGA ont été testées et sont présentées dans la deuxième partie. La troi-
sième partie du chapitre est consacrée à l’étude de faisabilité du projet. Les
premiers tests d’essai, les premières analyses et les problèmes rencontrés du-
rant le déroulement du projet sont alors évoqués. La quatrième partie donne
un descriptif détaillé des signaux vibratoires acquis avec les deux installa-
tions matérielles. Comme mentionné dans le deuxième chapitre, le système
de guidage du Translohr se compose de 8 couples de galets. Le signal issu du
système d’acquisition présente alors l’information superposée des huit couples
de galets. Pour obtenir la position exacte de chaque couple de galets sur le
signal complet, une segmentation temporelle s’impose et fera l’objet de cette
dernière partie du chapitre ;

• Le chapitre 4 présente un état de l’art des méthodes temps-fréquences les
plus répandues dans la littérature et les plus adaptées pour l’analyse des si-
gnaux non stationnaires. Nous proposons ensuite une présentation détaillée
de l’approche choisie, à savoir la transformée en ondelettes continue (TOC),
et ses propriétés. Un ensemble d’arguments sont présentés afin de valider
notre choix pour la TOC. Une étude du scalogramme obtenu à l’aide de la
TOC permet de spécifier la bande d’échelles (fréquences) utiles pour notre
étude. En conséquence, un découpage fréquentiel et temporel est utilisé. La
dernière partie du chapitre propose une première tentative de classification
qui repose sur la segmentation des scalogrammes à l’aide de techniques de
segmentation d’images. Pour la segmentation, nous avons utilisé la méthode
de binarisation d’images à niveau de gris par la méthode d’OTSU. La der-
nière partie du chapitre présente les résultats obtenus, ses avantages et ses
inconvénients ;

• Le chapitre 5 aborde le problème de la réduction de dimension en classi-
fication supervisée. Deux approches peuvent être utilisées. La sélection de
variables et l’extraction de caractéristiques. La première comporte principa-
lement deux étapes : un algorithme de recherche et un critère d’évaluation
mesurant la pertinence des sous-ensembles de variables choisies parmi l’en-
semble des variables d’origine. L’extraction de caractéristiques consiste en une
projection des variables initiales dans un espace de dimension plus réduite.
Nous nous intéressons plus particulièrement aux méthodes d’extraction de
caractéristiques à partir des représentations temps-échelle. Nous présentons,
dans les deux premières parties du chapitre, ces deux méthodes. La dernière
partie présente l’application de la décomposition en valeurs singulières sur les
matrices temps-échelle. Nous exposons par la suite, quelques résultats obte-
nus sur des signaux issus de l’installation sur la voie et de l’installation sur
l’appareil de voie (ADV) ;
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• Nous commençons, dans le dernier chapitre, par introduire les méthodes uti-
lisées pour la classification supervisée. Nous présentons la démarche générale
du projet SYSCOGA. Nous décrivons, par la suite, les différents modules
intervenant dans la conception de notre système de diagnostic automatique
de l’état des galets de guidage. Ce système constitue un cadre d’application
des différentes approches choisies et exposées dans les chapitres 3, 4 et 5.
Pour mieux répondre aux besoins de l’exploitant, plusieurs techniques de
classification et plusieurs voies ont été explorées. Une comparaison de leurs
performances est donnée et les résultats obtenus sont largement interprétés et
discutés. Nous avons essayé d’étudier le comportement de chaque défaut afin
de définir les vraies classes de défauts. Ce travail peut être considéré comme
une ouverture vers d’éventuelles travaux sur ce nouveau système de guidage
et, pourquoi pas, vers d’autres types de tramways ;
À la fin de ce mémoire, nous concluons ces travaux de recherche, en don-
nant quelques pistes pour améliorer notre méthode et nous dressons quelques
perspectives scientifiques.
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2Diagnostic par reconnaissance
des formes

Si les faits sont correctement observés, il doit y avoir des
moyens de les expliquer et de les coordonner entre eux. [Bullard
1965]

Ce présent chapitre est consacré à l’élaboration d’un système de diagnostic par
reconnaissance de forme correspondant à la nature de nos données. Néanmoins,
avant de discuter plus particulièrement du système de diagnostic de l’état des galets
de guidage il semble intéressant, dans un premier temps, de décrire l’architecture
globale d’un système de surveillance. Quel que soit le système considéré, dans une
démarche de surveillance, trois principales problématiques s’imposent :

– quelles sont les informations pertinentes pour juger l’état du système ?
– comment expliquer la situation à partir de ces informations a priori ?
– si nécessaire, comment remédier à cette situation ?

La première partie du chapitre illustre la stratégie de surveillance qui peut être
mise en place pour répondre aux besoins industriels. La deuxième partie du cha-
pitre introduit la notion de diagnostic et passe en revue les différentes approches de
diagnostic afin de se positionner par rapport à ce qu’on trouve dans la littérature
scientifique. Celle qui s’applique le mieux à notre problématique repose sur l’ap-
proche sans modèle et sera amplement détaillée dans la partie 2.2. Les différentes
étapes de diagnostic ainsi que l’ensemble des approches qui peuvent être adoptées
dans chacune d’elles sont aussi exposées.

2.1 L’architecture globale d’un système de surveillance

2.1.1 Systèmes de surveillance

La surveillance automatique s’inscrit dans un processus global de conduite et
de supervision. La figure 2.1 présente l’architecture générale d’un système de sur-
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Fig. 2.1 – L’architecture globale d’un systéme de surveillance. L’état (1) représente
un arrêt momentané du tramway avec une reprise presque immédiate. Par contre
dans l’état (2), la situation est plus grave et nécessite un retrait du tramway de la
circulation.

veillance. On y retrouve les trois grandes fonctions - "Voir", "Comprendre" et "Agir"
- nécessaires à une bonne surveillance telle que résumée dans [83]. Les deux tâches
essentielles en diagnostic sont donc l’observation des symptômes de défaillance ainsi
que l’identification de la cause de défaillance à l’aide d’un raisonnement logique fondé
sur des observations acquises sur le système. À partir des informations disponibles
sur son état de fonctionnement, l’objectif est de détecter, localiser et identifier les
défaillances qui peuvent affecter sa sûreté de fonctionnement. Généralement, sur un
procédé global, on distingue trois familles principales de défauts : sur le procédé, sur
les actionneurs ou sur les capteurs. Une bonne procédure de surveillance doit être
capable de traiter un défaut affectant aussi bien le système physique proprement
dit, que l’un de ses organes de conduite (actionneurs, capteurs).

Dans la plupart des cas, la surveillance se base sur des systèmes de traitement
d’alarmes. Des valeurs de seuil sont définies préalablement par des experts du pro-
cédé selon des critères de sécurité fixés par l’exploitant. Ce système de traitement
d’alarmes est l’outil de base pour aider l’opérateur dans sa tâche de surveillance.
Il reste cependant à l’opérateur à analyser la situation et à prendre une décision
adaptée. Son efficacité et sa performance à répondre à une alarme dépendent de son
expérience. Cependant, un tel système de surveillance ne permet pas de gérer le ca-
ractère évolutif d’un état normal ou anormal du système. L’utilisation d’un système
de surveillance basé sur des techniques plus évoluées permettra de pallier ces limites.
Dernièrement, la surveillance et la maintenance des équipements industriels ont fait
appel à des techniques de diagnostic de plus en plus sophistiquées. Il existe plusieurs
procédures de diagnostic [280]. Le choix d’une approche est lié à la connaissance que
l’on souhaite acquérir sur le système, mais aussi à la complexité de ce système.
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Dans ce travail de thèse nous traitons la surveillance des composants, les ga-
lets de guidage, et nous nous focalisons dans la suite sur les composantes "Voir"
et "Comprendre". On s’intéresse donc aux deux étapes élémentaires : la perception
et le diagnostic, qui seront décrites dans les paragraphes suivants. Le système de
diagnostic et d’aide à la décision conçu dans le cadre du projet SYSCOGA fournit à
l’utilisateur les informations sur l’état des galets de guidage, à chaque instant, avec
une possibilité d’interagir par une interface Homme-Machine (IHM). Cet outil sera
utilisé par la suite comme support pour la maintenance et la prise de décisions. En
présence de défaillance et en se basant sur le rapport d’état des galets, le technicien
peut intervenir et réaliser une maintenance corrective hors-ligne pour le remplace-
ment des galets défectueux s’il juge que l’état des galets est dégradé. Les différents
degrés d’usure réelle seront fixés par l’exploitant, la société de Transport en Commun
de l’agglomération Clermontoise (la T2C), lors des prochaines campagnes d’essais
planifiées sur site à Clermont-Ferrand. Le suivi et la maintenance de l’installation
matérielle - défauts sur les capteurs - seront assurés par la société SD. Toutefois, les
défauts sur les actionneurs ne sont pas considérés dans la suite de cette étude.

2.1.2 La perception

L’étape de perception constitue la source principale des informations sur le sys-
tème. Elle se compose de deux phases. Une phase d’acquisition des données qui
consiste à déterminer la configuration matérielle (le type, le nombre de capteurs à
utiliser et la période d’échantillonnage, etc.) nécessaire pour le recueil des signaux
sur le système étudié. Les signaux acquis doivent fournir l’information utile afin de
juger de l’état de fonctionnement dans lequel se trouve le système. Cette première
phase est suivie d’une phase de conditionnement des signaux (filtrage, débruitage,
...).

Cette première étape constitue l’étape d’acquisition des signaux vibratoires. Elle
est réalisée par la société SD et sera détaillée dans le chapitre 3. Les résultats de
cette étape de perception représentent l’information a priori sur le fonctionnement
du système étudié et seront utilisés par le module de diagnostic. Ces informations
représentent la matière première, leur pertinence conditionne la pertinence du diag-
nostic.

2.1.3 Le diagnostic

La définition donnée par les instances nationales et internationales de normalisa-
tion [AFNOR. Maintenance - Concepts et définitions des activités de maintenance,
Norme NF X 60-010. 1994] du terme diagnostic en automatique est "l’identification
de la cause probable de la (ou des) défaillance(s) à l’aide d’un raisonnement logique
fondé sur un ensemble d’informations provenant d’une inspection, d’un contrôle ou
d’un test". À l’origine, le diagnostic se limitait aux applications industrielles à haut
niveau de risque comme le nucléaire ou l’aéronautique [59, 67], ainsi qu’aux secteurs
d’activité de pointe tels que l’industrie de l’armement ou l’aérospatial [123]. Les pre-
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miers travaux concernant le thème du diagnostic datent du début des années 1970,
résumés notamment dans les articles de synthèse [182, 122, 207], ainsi que dans des
ouvrages synthétiques tels que [38, 280].

Dans un système de surveillance, le diagnostic représente la composante princi-
pale et consiste à localiser et à identifier les éléments défectueux ou à déterminer si
l’état courant du système est normal ou anormal à partir des descripteurs générés
par le module de perception. Le diagnostic est constitué, dans la plupart des cas, de
plusieurs étapes, figure 2.1 [90] :

– la détection consiste à identifier le mode de fonctionnement du système phy-
sique. En se basant sur une connaissance préalable des modes de fonctionne-
ment normaux et anormaux du système, elle permet de décider s’il est en bon
ou en mauvais état [46] ;

– la localisation consiste à déterminer de manière plus approfondie les compo-
sants défaillants ou la cause probable de la défaillance (fault isolation). Les
principaux travaux dans ce domaine sont ceux de Reiter [226] et de De Kleer
et Williams [144] ;

– l’identification des défauts a pour but de déterminer le type (classe, taille, ...)
d’un défaut (classification).

D’une manière générale, fournir un diagnostic sur système consiste à faire une
comparaison entre l’information mesurée, lors du fonctionnement réel du système,
et la connaissance a priori de ses modes de fonctionnement. En se basant sur les ré-
sultats obtenus de cette comparaison, l’utilisateur peut intervenir et mettre en place
les actions correctrices nécessaires à un retour à la normale. Une bonne approche
de diagnostic doit être capable de détecter les défauts de faible amplitude avant que
ceux-ci ne se propagent dans tout le système et n’entraînent des pannes. Elle doit,
en outre, éviter ou diminuer la fréquence des fausses alarmes qui occasionneraient
des arrêts inutiles du système.

2.1.4 Quelques approches pour le diagnostic

Deux grandes familles de procédures sont définies dans la littérature. Les mé-
thodes de diagnostic à base de modèles analytiques reposent sur le suivi des para-
mètres et des grandeurs de la machine, au moyen d’algorithmes d’observation. Le
principal avantage de ces méthodes réside dans l’intégration d’une connaissance a
priori du système et donc un filtrage de l’information. Les méthodes sans modèle,
basées sur l’extraction d’informations, exploitent le traitement des signaux mesu-
rés. Les signaux mesurables tels que la vitesse, les vibrations, les émissions sonores,
etc. peuvent fournir des informations significatives sur les défauts. À partir de ces
grandeurs caractéristiques du fonctionnement, la mise en oeuvre de méthodes déci-
sionnelles permet de concevoir des systèmes de surveillance et/ou de diagnostic. Les
performances de ces méthodes sont étroitement liées à la pertinence des indicateurs
de défauts retenus et à la finesse d’analyse des mesures (la perception).

Dans ce qui suit, nous passons en revue quelques approches utilisées pour le
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diagnostic. Le domaine est très vaste, le but n’est pas de faire une synthèse exhaustive
mais de montrer les différentes possibilités qui s’offrent au concepteur de système
de diagnostic. Plusieurs méthodes sont proposées dans la littérature pour établir un
diagnostic sur l’état de fonctionnement d’un système donné. Le choix d’une méthode
par rapport à une autre dépend fortement de la connaissance a priori du système
ainsi que du type de la représentation retenue pour ses modes de fonctionnement.
Elles peuvent être classées comme suit :

1. les méthodes basées sur des modèles analytiques ou mathématiques qui peuvent
être issus de différents domaines :
– traitement du signal : séries temporelles, analyse spectrale, analyse temps-

fréquence, etc.
– automatique : observateurs, filtrage de Kalman, etc.

2. les méthodes symboliques : les systèmes experts, graphes causaux, etc.
3. les méthodes basées sur la reconnaissance des formes : approches statistiques,

approches floues.

Quand les observations issues du système sont de type numérique et que l’on dis-
pose d’un modèle mathématique du système, l’approche par modèle mathématique
est privilégiée pour le diagnostic. La modélisation se base sur une bonne connais-
sance du comportement entrée/sortie du procédé. Cette connaissance est généra-
lement exprimée sous forme de lois physiques, c’est ce qu’on appelle un modèle
de connaissance ou modèle interne. Différentes approches de diagnostic ont été dé-
veloppées par la communauté de l’automatique [98, 122]. Le point commun entre
toutes ces approches est la nécessité d’avoir une bonne connaissance du système
pour construire un modèle et pour trouver des relations de redondance analytique.
Dans ce type de modèle, un diagnostic peut être défini littéralement comme un état
plausible du système physique et habituellement décomposé en deux étapes. L’étape
de détection produit des symptômes. L’étape de localisation des défauts collecte les
symptômes des tests de détection et fournit les diagnostics possibles. Parmi les dif-
férentes méthodes utilisant des modèles mathématiques, on trouve principalement
l’espace de parité, les observateurs et l’estimation paramétrique. Pour plus de détails
sur ces approches, le lecteur peut consulter les références suivantes [20, 74, 86].

Lorsque le mode de représentation de la connaissance est de type symbolique,
l’approche par système expert est particulièrement adaptée [46]. Ce type d’approche
est adapté aux problèmes nécessitant la manipulation d’une quantité d’information
importante de données non homogènes et/ou contextuelles. Pour des applications
industrielles on pourra se référer à [9]. En revanche, lorsqu’on ne peut construire
un modèle mathématique correspondant aux divers modes de fonctionnement du
procédé à surveiller ou si sa complexité le rend inexploitable, les méthodes basées
sur la reconnaissance des formes sont les plus adaptées. Par conséquent, l’approche
par reconnaissance de formes sert à la conception d’un système de diagnostic en lui
procurant les moyens d’appréhender la connaissance a priori incomplète des modes
de fonctionnement.

L’ensemble des méthodes citées ci-dessus permettent de générer l’information
pertinente (paramètres, vecteur formes, règles, ...) pour l’élaboration des signatures
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de chaque état de fonctionnement (avec ou sans défaut). Cependant, la complexité,
la méconnaissance, la nouveauté du système étudié dans ce travail ainsi que les
contraintes imposées par les industriels ne permettent pas la modélisation du sys-
tème physique. Nous pensons par conséquent qu’une approche de surveillance et de
diagnostic par reconnaissance de formes (RdF) [28, 74] est la plus adaptée. Nous
utiliserons simplement une base de données composée à partir d’un ensemble d’ob-
servations recueillies lors des campagnes d’essais effectuées sur la piste d’essais de la
société Lohr Industrie à Duppigheim (Strasbourg) et décrite dans le chapitre 3.

2.2 Système de diagnostic par reconnaissance des
formes

Rappelons que sur des problèmes complexes, la modélisation du procédé est sou-
vent difficile à mettre en oeuvre. On privilégie alors l’approche par reconnaissance
de formes. Celle-ci sera présentée comme une solution alternative à l’approche de
diagnostic par modèle puisque les modes de fonctionnement sont modélisés mais
pas de manière analytique. On ne dispose pas de modèle issu de considérations sur
les comportements du système ou de ses composantes, mais d’une base de données
composée à partir d’un ensemble de mesures (individus) de ses modes de fonction-
nement [74, 28, 35, 34]. En fonction de l’application considérée, un individu est un
ensemble de mesures réalisées sur un système physique ou un ensemble d’informa-
tions collectées lors de l’observation d’un phénomène. Dans la suite, un individu est
représenté par le terme "forme".

2.2.1 Les approches de reconnaissance de formes

La reconnaissance de formes se base sur la définition d’algorithmes permettant de
classer des formes en les comparant à des formes-types. Elle intervient dans de nom-
breux domaines tels que la reconnaissance vocale, la reconnaissance de caractères,
l’automatisation industrielle, le diagnostic médical, la classification de documents,
etc. De manière générale on distingue deux types de reconnaissance des formes :

– les approches syntaxiques, structurelles et la mise en correspondance des formes
(Template Matching) utilisent les hypothèses sur les distributions des don-
nées à l’intérieur des classes. Les procédures de classification, dans ce cas, sont
construites à l’aide d’hypothèses probabilistes (Ex. classement Bayesien). Elles
se basent sur une représentation des formes à l’aide de grammaires et néces-
sitent des moyens de calculs importants. De ce fait, ce type d’approche n’est
pas approprié aux applications en temps réel [2] ;

– la reconnaissance de formes statistique, contrairement à la précédente, s’ap-
puie sur une représentation numérique des formes en se basant sur des mé-
thodes paramétriques ou non paramétriques. Les méthodes non paramétriques
ne posent pratiquement aucune hypothèse sur la forme des distributions (Ex.
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K-plus proches voisins [93]). Parmi les méthodes les plus utilisées, on cite les
méthodes connexionnistes qui constituent un sous-ensemble des méthodes sta-
tistiques [116, 181]. Un état de l’art concernant les méthodes statistiques a été
proposé dans [2]. C’est l’approche statistique qui sera utilisée et développée
dans la suite du document.

2.2.2 Principe et formulation

On considère N formes, chacune définie par un ensemble de p paramètres regrou-
pées dans un vecteur appelé vecteur forme x. L’espace Rp défini par ces paramètres
est appelé l’espace de représentation. Les formes-types ou prototypes constituent des
points représentatifs de l’espace de représentation. Dans le cas réel, les observations
sont bruitées et sont rarement confondues avec l’un des prototypes. Cela signifie que
chaque forme-type est représentée par une zone géométrique désignée par le terme
"classe" en reconnaissance de formes.

Le principe est qu’on observe des formes deM classes différentes, Ω = {ωi, i = 1, ...,M}.
L’ensemble Ω définit "l’espace de décision". L’objectif est de construire des fron-
tières réalisant une partition de façon à affecter un nouveau vecteur forme à l’une
des classes ω1, ..., ωM . Cette association désigne l’opération de classement ou discri-
mination.

En diagnostic, l’ensemble des données issues du système de perception sert à
construire le vecteur forme. La notion d’état de fonctionnement du procédé permet
de construire l’ensemble d’apprentissage, celui-ci est composé de vecteurs formes
associés à chaque mode de fonctionnement ou classe.

De nombreux travaux [26, 103, 247], ont permis de montrer l’intérêt de ce type
d’approche dans plusieurs domaines d’applications. Le domaine industriel est devenu
l’un des premiers champs d’application pour le diagnostic par reconnaissance des
formes [277, 35, 194].

2.3 Construction d’un système de reconnaissance
de formes

Un système de reconnaissance de formes se décompose généralement en cinq
étapes séquentielles [218], figure 2.2. La qualité de chaque étape du processus dépend
de la qualité des étapes précédentes. Néanmoins, pour faciliter la compréhension,
nous les regroupons en trois phases principales : phase d’analyse, phase de choix de
la méthode de décision et enfin la phase d’exploitation.
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Fig. 2.2 – Système de reconnaissance de formes.

2.3.1 Phase d’analyse

Cette première phase consiste à déterminer les paramètres et les techniques de
prétraitement nécessaires pour permettre une bonne classification. La collecte d’in-
formations sur le procédé est effectuée grâce au module d’acquisition, durant l’étape
de perception. Suivant le domaine d’application, ces données peuvent être de nature
qualitative, quantitative ou les deux à la fois. L’exploitation de ces connaissances
permet d’élaborer le module de diagnostic.

Détermination de l’espace de représentation

Il s’agit de construire le vecteur forme x. Les données collectées par le module
de perception sont des vecteurs réalisations de variables qui correspondent à des
mesures réalisées sur un système physique ou à des informations collectées lors d’une
observation d’un phénomène. Ces variables ne sont pas toutes aussi informatives.
Elles peuvent correspondre à du bruit, peuvent être peu significatives, corrélées
ou redondantes, aberrantes ou simplement inexploitables. De ce fait, une étape de
génération de variable s’impose.

L’étape de génération est définie comme la transformation initiale qui vient
après la mesure du signal, produisant un ensemble original de paramètres dénoté
p ∈ P ⊆ Rp. On utilise en général des méthodes d’analyse de données ou de traite-
ment du signal pour effectuer cette transformation. Chaque observation effectuée à
un instant donné sera caractérisée par l’ensemble de p variables, x = (x1, x2, ..., xp).
L’objectif fondamental est d’accentuer les informations importantes du signal ac-
quis. Cela implique une transformation du vecteur représentant le signal du do-
maine temporel vers un domaine où les informations contenues dans le signal seront
mieux représentées. Cependant, suivant l’information recherchée plusieurs possibili-
tés s’offrent à nous. Les différentes techniques d’analyse du signal pouvant répondre
à nos besoins sont détaillées dans le chapitre 4.
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En diagnostic, l’étape de caractérisation des états de fonctionnement du sys-
tème consiste à traiter les mesures recueillies lors de la phase d’acquisition pour
extraire une représentation stable et concise, nécessaire à la mise en forme des ca-
ractéristiques du fonctionnement normal ou anormal du système. Elle représente le
fruit de l’expérience acquise sur le processus et conditionne le succès du système de
diagnostic par reconnaissance de formes.

Les données résultantes sont ensuite regroupées dans un tableau numérique de
dimension (N × p) qui correspond à un ensemble de N formes pour lesquelles on
connaît la valeur de p variables quantitatives. LesN formes (x1, ..., xN) recueillies sur
le système constituent l’ensemble d’apprentissage. La détermination de l’espace de
représentation constitue l’étape clé dans la construction du module de diagnostic. La
dimension p des variables disponibles à la fin de cette étape peut être très importante.
Une forme peut se distinguer mieux des autres en éliminant des variables qui ne
sont pas significatives ou en changeant de représentation. Ainsi, travailler dans un
espace de représentation réduit, facilitera largement la tâche de la classification. En
mode d’apprentissage, l’étape de réduction de variables permet de définir l’espace
de représentation le plus approprié pour la classification. C’est dans cet espace de
représentation que sont définis les formes à reconnaître.

Réduction de la dimension de l’espace de représentation

Il s’agit de réduire la dimension de l’espace de représentation afin, d’une part,
de diminuer le temps de classification d’une nouvelle observation et, d’autre part,
d’éviter la dégradation des performances à cause d’une dimension trop élevée de
l’espace de représentation [60, 30]. Cette opération de réduction de dimension peut
être obtenue par une sélection ou une extraction de variables.

La sélection de variables consiste à ne conserver, parmi l’ensemble des p variables
originales, que les plus pertinentes ou les plus informatives, au sens d’un critère de
séparabilité entre les classes et d’un critère de condensation des points d’une même
classe, comme par exemple le rapport de Fisher. Tandis que l’approche d’extraction,
contrairement à la première, utilise toute l’information des variables initiales en les
projetant le mieux possible dans un espace de dimension plus petite. En combinant
entre elles les variables initiales, on définit de nouvelles variables par transformations
linéaires ou non linéaires. Les méthodes d’extraction linéaires les plus utilisées sont
l’Analyse en Composante Principale (ACP) [131] et l’Analyse Factorielle Discrimi-
nante (AFD). En revanche si cette corrélation est non linéaire, des méthodes d’ex-
traction non linéaire telle que le réseau Vector Quantization and Projection (VQP)
[66] sont alors utilisées. D’autres méthodes de projection non linéaires particulière-
ment adaptées à la visualisation des données, comme la projection de Sammon, sont
également utilisées pour l’extraction des variables.

Les différentes méthodes de sélection et d’extraction des variables les plus uti-
lisées sont exposées dans le chapitre 5. Leur application est présentée à travers
quelques expérimentations.
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Détermination de l’espace de décision

Le diagnostic par reconnaissance de formes est réalisé en utilisant une méthode
de classification qui associe une nouvelle observation à une classe correspondant à un
mode de fonctionnement. Les méthodes de classification se divisent généralement en
deux familles : les méthodes supervisées, et les méthodes non supervisées [134, 218].

L’espace de décision est défini par l’ensemble des classes possibles. Si l’on dispose
d’un ensemble de formes étiquetées dont la classe d’appartenance est connue, la
classification est dite supervisée. L’étiquetage permet de définir (ou d’apprendre) un
ensemble fini de M classes d’objets en général mutuellement exclusives. L’objectif
est alors de définir des règles d’affectation pour une forme inconnue x à l’une des
M classes apprises. Ainsi, on parle de prédiction en statistique et de classement en
reconnaissance de formes. Nous utiliserons, par la suite, les termes discriminateur
ou classifieur pour désigner une règle d’affectation.

Dans le cas contraire, si la classe d’origine de chaque observation de l’ensemble
d’apprentissage - l’espace de décision - n’est pas parfaitement connue, l’apprentis-
sage des classes se fait en mode non supervisé. Il existe de nombreuses méthodes
de classification non supervisée, nommées les méthodes de coalescence telles que les
méthodes hiérarchiques [152] et les méthodes des nuées dynamiques [70]. Le prin-
cipe général de ces méthodes est de détecter dans l’ensemble d’apprentissage une
structure de classes disjointes au sens d’un critère de similarité, de telle façon que les
observations d’une même classe soient semblables et que celles de classes différentes
soient dissemblables.

Étant donné que les deux modes de fonctionnement, sans défaut et avec défaut,
ainsi que l’ensemble des classes de défauts sont connus préalablement dans notre
application, nous ne nous intéressons, dans le cadre de notre travail, qu’aux méthodes
de classification supervisée.

2.3.2 Phase de choix d’une méthode de décision

Une fois l’espace de décision défini, il s’agit de construire des frontières de décision
entre les classes. Les méthodes de décision utilisées définissent une règle de décision
pour la classification des nouvelles observations aux différentes classes de l’ensemble
d’apprentissage. La performance de ces méthodes est estimée en utilisant un indice
de performance. En général on choisit la probabilité de mauvaise classification. La
règle de décision peut être construite en utilisant une approche statistique ou une
approche analytique [74].

Dans une approche statistique, on associe à chaque vecteur forme x une densité
de probabilité conditionnelle f(x|ωi) par rapport à chaque classe de ω. Les concepts
issus de la théorie statistique de la décision [87] et de l’analyse discriminante [175]
peuvent être utilisés pour établir les frontières de décision entre les classes. En fonc-
tion de la connaissance, complète ou incomplète, dont on dispose sur la distribution
de f(x|wi) on trouve différentes approches.
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– lorsque la connaissance est complète, modèle et paramètres de f(x|ωi) étant
supposés connus, la règle de décision optimale est basée sur la théorie Baye-
sienne de la décision [93, 74],

– lorsque la connaissance est incomplète c’est-à-dire dans la plupart des cas, le
modèle de f(x|ωi) inconnu, différentes stratégies peuvent être utilisées :
– si la forme de f(x|ωi) est supposée connue, on estime les paramètres de
f(x|ωi),

– si la forme de f(x|ωi) est inconnue, on utilise des méthodes non paramé-
triques pour l’estimation de f(x|ωi) telles que les noyaux de Perzen [74].
Sinon on estime les probabilités a posteriori en utilisant par exemple la
méthode des k plus proches voisins (k-PPV) et ses extensions [55], ou les
réseaux neuromimetriques, etc.

Que ce soit pour les méthodes paramétriques ou non paramétriques, l’estimation
de la densité conditionnelle f(x|ωi) se fait sur un ensemble d’apprentissage.

Il existe d’autres méthodes de classification qui divisent directement l’espace
de représentation en des zones de décision en utilisant des indicateurs, des sorties
binaires, telles que les réseaux de neurones basés sur la notion de distance [57] ou les
réseaux Learning Vector Quantization [146] ou encore les classifieurs linéaires tels
que les réseaux perceptron.

Dans l’approche analytique, la fonction discriminante est déterminée en esti-
mant les paramètres d’une fonction mathématique de manière à séparer au mieux
les classes c’est-à-dire à minimiser la probabilité de mauvaise classification. Le choix
du modèle de la fonction mathématique dépend de la complexité de la frontière
de décision. En pratique, on commence par des fonctions linéaires puis si les per-
formances de classification ne sont pas satisfaisantes, on passe à des modèles plus
complexes, quadratiques, réseaux neuromimetriques, etc.

C’est à l’issue de ces deux premières phases qu’est élaboré le module de diagnos-
tic qui décidera à quelle classe ωi sera affectée une nouvelle observation x. Nous nous
sommes intéressés aux méthodes de classification non paramétrique, plus adaptées
aux cas industriels, pour lesquelles la densité de probabilité est complètement incon-
nue. Nous comptons environ 500 types de classifieur [222] qui peuvent être utilisés
lors de l’étape de la classification. Il est difficile de proposer un classement général
des méthodes de classification supervisées et une même méthode peut être présentée
sous divers points de vue. Toutefois, nous avons vu dans la partie 2.3.2, que dans un
problème réel de RdF, deux familles d’approches peuvent être utilisées pour définir
le modèle probabiliste que suivent les données. Celles retenues pour nos traitements
sont les méthodes non-paramétriques qui ne posent pratiquement aucune hypothèse
sur la forme des distributions. Le paragraphe 2.4 expose celles les plus citées dans
la littérature.
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2.3.3 Phase d’exploitation

Évaluation du système de diagnostic

Le système de reconnaissance de formes permet de classer chaque nouvelle obser-
vation recueillie sur le système dans une des classes connues, en appliquant la règle
de décision élaborée dans la phase précédente. La détermination de cette classe per-
met de connaître le mode de fonctionnement actuel du système en élaborant un
diagnostic.

L’élaboration du système de diagnostic suppose la connaissance exhaustive de
tous les modes de fonctionnement du système, hypothèse rarement vérifiée, ce qui
nécessite une adaptabilité du système de décision lors de l’apparition de nouveaux
modes de fonctionnement.

De nombreux travaux se sont intéressés au problème d’adaptabilité du système
de décision et ont apporté des solutions [103, 26]. Dans la plupart des cas, le système
est adapté hors ligne. Ces solutions sont peu adaptées lorsque la surveillance porte
sur un système évolutif (dynamique) dérivant lentement vers un mode inconnu où
il est nécessaire de détecter, de manière précoce, l’apparition de ce mode.

Une fois l’apprentissage effectué, il est indispensable d’évaluer la qualité de la
règle de classement induite. L’idée est d’appliquer une phase de test pour estimer
l’erreur réelle de classement (taux de mauvais classement). Dans la pratique, l’échan-
tillon S de taille N est divisé en deux ensembles : un ensemble d’apprentissage et un
ensemble test. Selon la répartition entre les deux ensembles, il existe de nombreuses
méthodes pour estimer l’erreur de classement :

– la re-substitution : les deux ensembles d’apprentissage et de test sont iden-
tiques et correspondent à l’ensemble de l’échantillon. Si l’on note ne le nombre
d’erreurs commises, on aura Erreur = ne

N
;

– la méthode Holdout [153] : on partitionne l’échantillon S en un ensemble d’ap-
prentissage et un ensemble test. La répartition entre les deux ensembles doit
être aléatoire ; en général dans des proportions 1/2, 1/2 pour chacun des deux
ensembles ou 2/3 pour l’ensemble d’apprentissage et 1/3 pour l’ensemble test.
Si m est la taille de l’ensemble test, on aura Erreur = ne

m
;

– la D-validation croisée [40] : l’échantillon est partitionné en D parties de tailles
(approximativement) égales. L’apprentissage se fait alors sur les (D− 1) sous-
ensembles et le test sur le Dme sous-ensemble restant. On réalise alors D ap-
prentissages en laissant à chaque fois une des parties de côté pour le test.
Si l’on note ne(d) le nombre d’erreurs de classement commises sur le d-ème
sous-ensemble, l’estimation de l’erreur est la moyenne arithmétique des ne(d),
Erreur = 1

N

∑D
d=1 ne(d) ;

– la méthode du Leave-one-out : cette technique est un cas particulier de la
validation croisée pour lequel D = N . La procédure de classement est répétée
N fois sur (N − 1) instances ce qui la rend très coûteuse en temps de calcul,
mais recommandée si l’ensemble E est de petite taille. En effet, elle conduit à



2.3. Construction d’un système de reconnaissance de formes 29

un minimum de biais dans l’estimation de l’erreur ;
– la méthode de ré-échantillonnage (Bootstrap) [78, 1] : étant donné un échan-

tillon E de taille N , on tire avec remise un ensemble d’apprentissage de même
taille N (un élément de N peut ne pas appartenir à l’ensemble d’apprentissage,
ou y figurer plusieurs fois), l’ensemble test est N . L’erreur est alors la moyenne
des erreurs obtenues pour un certain nombre d’itérations de l’algorithme d’ap-
prentissage.

Dans le cas supervisé, la méthode de re-substitution est connue pour être fa-
cile et rapide à mettre en oeuvre. Cependant, l’ensemble de test étant identique à
l’ensemble d’apprentissage, l’estimation risque de souffrir d’un biais optimiste quasi
systématique. On ne teste alors pas la capacité en généralisation mais plutôt la
faculté d’apprendre éventuellement par coeur. La méthode "Holdout" est connue
pour être pessimiste et biaisée surtout lorsque la taille des ensembles d’apprentissage
et/ou de test est faible. Un partitionnement différent des ensembles d’apprentissage
et test donne un résultat d’estimation différent, ce qui ce traduit par une variance
importante. A l’inverse, la technique du "Leave-One-Out (LOO)" est sans biais mais
souffre de l’influence du choix de la base d’apprentissage. Les méthodes de "Boots-
trap", quant à elles, fournissent un bon estimateur de l’erreur de variance moins
importante que la méthode du "Leave-one-out", mais sont encore plus coûteuses en
temps de calcul. Elles sont très utiles pour les échantillons de petite taille [1]. La
technique de validation croisée réalise un bon compromis entre le biais et la variance
[40].

Ces méthodes d’évaluation peuvent être interprétées différemment selon que l’on
effectue un apprentissage supervisé ou non supervisé. Notons que toutes ces mé-
thodes sont des méthodes d’estimation de l’erreur théorique. Une évaluation de la
qualité de ces méthodes nécessite le rappel de deux propriétés importantes d’un es-
timateur : le biais et la précision. Soit T l’estimateur de l’erreur réelle e à partir de
l’échantillon N de taille n. On notera ê = Tn(x1, ..., xn), la valeur estimée de e par
Tn.

Définition 2.3.1

(i) le biais : On dira qu’un estimateur est non biaisé si son espérance est égale à
la valeur réelle e, E(Tn) = e. L’estimateur ne sera qu’asymptotiquement sans
biais si limn→∞E(Tn) = e. Un estimateur biaisé approche la valeur vraie avec
un décalage systématique E(Tn) = e+ ε.

(ii) la précision : Un estimateur est précis ou efficace s’il donne des résultats
proches d’un échantillon à l’autre. Cette précision est déterminée par la va-
riance de l’estimateur, E((T − E(T ))2).

Les résultats obtenus lors de la phase d’exploitation et d’évaluation sont exposés
dans le chapitre 6 en comparant les différentes méthodes utilisées dans l’étape de la
classification.
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Notion de rejet

On peut penser qu’un problème de diagnostic n’est autre qu’un problème de
reconnaissance de formes. Cependant, il existe une différence significative entre les
deux dans la connaissance a priori du nombre de classe : en RdF cette connaissance
est complète tandis qu’en diagnostic cette information est souvent incomplète. Dans
ce cas, le plus judicieux est d’intégrer cette méconnaissance dans la phase de décision
de telle sorte qu’on peut dire, "on ne sait pas dans quel état se trouve le système" ou
encore "cette observation correspond peut être à un nouvel état de fonctionnement".
La décision finale est prise après une étape de vérification. Cette possibilité de doute
et de ne pas prendre une décision exclusive est offerte par la notion dite de "rejet".
Son intégration au sein d’un système de diagnostic par reconnaissance de formes
permet de diminuer l’erreur de classification.

Dans le cas où tous les modes de fonctionnement (classes) ne sont pas connus,
on utilise donc une classe α appelée classe de rejet pour combler le manque d’infor-
mations. Deux types de rejets sont possibles :

– Il se peut qu’une observation soit affectée à plusieurs classes avec des certi-
tudes identiques. Dans ce cas, au lieu de pencher pour un état ou un autre en
forçant la décision, il est intéressant de rejeter l’observation sans être obligé
de prendre la décision de l’affecter à l’une des classes en conflits ni de créer
un nouvel état de fonctionnement. Ce rejet dit en "ambiguïté", introduit par
C. Chow [49], affecte une observation, se situant approximativement à égale
distance entre plusieurs classes, dans une nouvelle classe appelée la classe de
rejet en ambiguïté ωo, figure 2.3. Cette classe rassemble les observations cor-
respondant au cas d’indécision.

– Si l’observation à classer se trouve dans une zone de l’espace éloignée de toute
classe, l’observation située loin des classes connues est affectée à la classe de
rejet en distance ωd [74], figure 2.3. Cela veut dire que le système se trouve
dans un mode de fonctionnement inconnu.
Cette notion de rejet est la base de toute procédure de décision adaptative [34].
Les rejets en ambiguïté peuvent amener à fusionner deux classes et les rejets
en distance peuvent engendrer la création de nouvelles classes sous le contrôle
du module d’adaptation.

2.4 Approches de discrimination non-paramétrique

Les approches non-paramétriques conviennent particulièrement au cas où les
distributions des données sont inconnues ou multimodales. Trois approches sont
communément suivies :

– l’estimation des densités conditionnelles P (x|wi) ;
– l’estimation des probabilités a posteriori P (wi|x) ;
– l’estimation des fonctions de classement ou la construction directe des fron-

tières de décision.
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Fig. 2.3 – Partition de l’espace de représentation en M + 2 classes où M représente
l’ensemble des classes ou modes de fonctionnement.

Les méthodes correspondant à la première approche, telles que les k plus proches
voisins (k− ppv) et les méthodes d’estimation par noyaux de Perzen [200], estiment
les paramètres de la surface séparatrice, d’une forme connue, et optimisent la déci-
sion. Nous présentons dans ce cadre la méthode des k − ppv. La seconde approche
inclut les règles de classement par arbres de décision. Ces deux premières approches
sont plus simples que la dernière, dans le sens où elles permettent d’ajuster facile-
ment le discriminateur constuit lorsque de nouvelles données s’ajoutent à l’ensemble
d’apprentissage.

Dans la dernière approche, nous trouvons par exemple la méthode des moindres
carrés, la méthode de Fisher, les réseaux de neurones et les machines à vecteurs
support (SVM) [260]. Ce sont les méthodes appartenant à cette dernière approche
qui seront utilisés dans l’étape de classification. La partie 2.5 détaille les plus utilisées
dans la littérature.

2.4.1 Principe de l’estimation de densité non paramétrique

Nous supposons ici que l’espace des observations est muni d’une distribution de
probabilité définie par une densité f quantifiable suivant la mesure de Lebesgue. Soit
R une région de l’espace des observations, on peut définir la probabilité d’observer
x dans R et son volume par

P (R) =

∫
R

f(x)dx

V (R) =

∫
R

dx

La densité moyenne de la région R s’écrit f(R) = P (R)
V (R)

. Si l’on souhaite estimer
f(R) à partir d’un échantillon de taille n, la probabilité P (R) est estimée à partir
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du nombre nr de points observés dans R

P̂ (R) =
nr
n

Il est intéressant de souligner que P̂ (R) tend vers la vraie valeur de P (R) quand
n tend vers l’infini. En remplaçant donc P (R) par son estimation, on obtient un
estimateur non biaisé f̂(R) = P̂ (R)

V (R)
de f(R). Dans la mesure où l’on souhaite obtenir

la densité ponctuelle d’un point particulier x, on effectue un passage à la limite

f̂(x) = limx∈R,V (R)→∞f̂(R)

Dans l’approche des k plus proches voisins (k-ppv) [93], le volume de la région
R autour du point x est choisi de manière à contenir exactement K points de
l’échantillon observé, k étant un paramètre de la méthode. Ainsi, plus le volume
Vx(R) est important, plus la densité estimée sera faible

f̂(x) =
1

Vx(R)

k

n

L’estimateur obtenu est sans biais [93]. En pratique, on choisit généralement des
volumes réguliers centrés en x (Ex. hypercubes, hypersphères). L’espace de repré-
sentation Rp est muni d’une mesure de distance (Ex. distance euclidienne, métrique
adaptative [41]) qui détermine le type de voisinage. Dans ce cas, la règle de décision
des k− ppv consiste à affecter un individu x à la classe majoritairement représentée
parmi les k plus proches voisins dans l’ensemble d’apprentissage.

Les performances de la méthode des k − ppv dépendent de la valeur de k. En
pratique, pour une taille finie de l’ensemble d’apprentissage, la valeur optimale de k
est souvent déterminée expérimentalement par validation croisée. Un cas particulier
et simple de cette méthode consiste à ne considérer que le plus proche voisin (k = 1).
L’avantage est qu’aucun paramètre n’est nécessaire à fixer, cependant les frontières
de décision construites à partir de cette règle sont souvent non linéaires.

La méthode des k− ppv est très coûteuse en temps de calcul puisqu’il est néces-
saire de calculer, à chaque nouvelle affectation, toutes les distances de x à chacun
des exemples d’apprentissage. On estime alors la complexité de l’algorithme des
k−ppv à O(kn). Une amélioration possible des performances de recherche se trouve
dans l’exploitation judicieuse des propriétés géométriques de l’espace des distribu-
tions [176]. D’autres approches visent à réduire au préalable le nombre d’individus
d’apprentissage en cherchant à ne conserver que les exemples pertinents pour la
discrimination [234].
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2.4.2 Les arbres de décision

Les arbres de décision ont été largement étudiés et développés dans les années
801, notamment grâce aux travaux de Breiman, donnant le modèle CART [149] et
ceux de Quinlan, donnant le modèle Id3 [212] puis C4.5 ou J48 [213]. Les arbres de
décision sont des algorithmes d’apprentissage symbolique. Ils utilisent des mesures
probabilistes pour apprendre des classifications en construisant des partitions arbo-
rescentes qui peuvent s’interpréter comme des arbres de décision. Nous présenterons
ici uniquement le modèle C4.5 (J48) de Quinlan. Il offre l’avantage d’être assez
simple et générique, dans la mesure où la plupart des arbres de décision actuels lui
sont proches. Les résultats obtenus par les deux modèles Id3 et J48 sont comparés
dans le chapitre 6.

Un arbre de décision est un arbre dont les noeuds sont :
– soit des feuilles contenant des individus appartenant tous à une même classe.

Les feuilles représentent donc des sous-ensembles de la même classe wi ;
– soit des noeuds de décision qui partitionnent les données suivant plusieurs

sous-ensembles, chaque sous-ensemble correspond à un résultat d’une fonction
de test caractérisant le noeud de décision.

Algorithme de construction

Un arbre de décision est un arbre hiérarchique, chaque noeud est un test d’un
ou quelques attributs, chaque branche correspondant à un résultat de ce test. Le
principe de construction consiste à diviser récursivement, et le plus efficacement
possible, l’ensemble d’apprentissage (échantillon N). Chaque division est faite en
appliquant des tests définis à l’aide des variables (caractéristiques) jusqu’à ce que
l’on obtienne des sous-ensembles ne contenant que des individus appartenant tous
à la même classe.

Choix des tests

On suppose que les variables peuvent être binaires, qualitatives (à valeurs dans
un ensemble fini de modalités) ou continues (à valeurs réelles). Pour les variables
continues, on utilise généralement des heuristiques qui permettent de les discréti-
ser [124, 278]. Dans C4.5, les tests portent uniquement sur une variable à la fois.
Ils sont donc de la forme x = a pour des données qualitatives, ou x ≤ a pour des
données quantitatives, x désignant une variable et a une valeur.

Nous allons maintenant, introduire et rappeler quelques notations. Soit un échan-
tillon N de taille n, un ensemble de classes Ω = {w1, ...wi, ..., wc} et un arbre de
décision T . À chaque noeud de décision d de T correspond un sous-ensemble de

1Signalons que certains des arbres de décision (Ex. Id3) étaient déjà connus et utilisées bien
avant les années 80 [257]
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N constitué des individus qui satisfont les tests de la racine jusqu’à ce noeud. Par
conséquent, on peut définir pour tout noeud d de T , les quantités suivantes :

– Ed : l’ensemble des individus de N associés à d ;
– n(d) : leur nombre (card(Ed)) ;
– n(i|d) : le cardinal de l’ensemble des individus associés à d appartenant à la

classe wi ;
– n(i|d)

n(d)
: la proportion d’individus de la classe wi associée au noeud d ;

– d1, d2, ..., dR : les noeuds fils de d ;
– Ed1 , Ed2 , .., EdR : la partition de l’ensemble Ed, chaque sous-ensemble Edr étant

associé à un fils de d.

La construction de l’arbre se ramène à la détermination des tests à appliquer
et l’ordre dans lequel on effectue les tests, de manière à trouver l’arbre le plus
petit possible. Pour ce faire, on utilise des heuristiques car ce problème est NP-
complet [96]. La plupart des méthodes construisent des fonctions d’évaluation et
choisissent le test courant qui donne la meilleure valeur. Le but est de permettre
de mesurer le degré de mélange des individus entre les différentes classes. Une telle
fonction doit prendre son minimum lorsque tous les individus appartiennent à la
même classe (le noeud est pur) et son maximum lorsque les individus sont répartis
équitablement. Il existe différentes fonctions qui satisfont ces propriétés, citons parmi
celles-ci :

– l’entropie [212] ;
– la fonction de Gini [149].

Ces fonctions mesurent la quantité d’information (ou le degré de mélange) conte-
nue dans un noeud d, celle apportée par le partionnement du noeud d en R fils est

Gain(x) = H(d)−
R∑
r=1

n(dr)

n
H(dr)

L’objectif est alors de choisir le test (ou variable) qui maximise cette fonction
gain. Cependant, cette fonction a l’inconvénient de favoriser les tests sur les variables
ayant un grand nombre de valeurs possibles. Pour pallier ce problème, C4.5 utilise
une version normalisée du gain, appelée le Gain-Ratio

GainRatio(d, x) =
Gain(d, x)∑R

r=1

(
n(dr)
n

)
log
(
n(dr)
n

)

2.4.3 L’estimation des fonctions de classement

Les techniques de surveillance par l’estimation des fonctions de classement sont
fondées sur l’existence d’une base de données d’apprentissage constituée d’un en-
semble de mesures de différents modes de fonctionnement normal ou anormal du
système à surveillé. Le principe est de trouver une relation entre les variables d’en-
trée et les variables de sortie. Les variables d’entrée peuvent être qualitatives ou
quantitatives. Pour ce dernier cas, la sortie du réseau de neurones représente l’état
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du fonctionnement du système considéré. Le problème de la surveillance est donc
considéré comme un problème de reconnaissance des formes. La forme à reconnaître
est caractérisée par l’ensemble des données (quantifiables et/ou qualifiables) et les
classes d’appartenance représentant les différents modes de fonctionnements. Ce type
de méthode peut ainsi nous renseigner sur l’état de fonctionnement tout en assu-
rant à la fois la fonction de détection (fonctionnement normal ou pas) et la fonction
de diagnostic, puisqu’il précise le mode de défaillance. Nous introduisons, dans la
section suivante, les méthodes les plus utilisées dans le domaine du diagnostic et la
surveillance.

2.5 Outils pour la classification

2.5.1 Les réseaux de neurones, concepts et définitions

Les réseaux de neurones sont des outils d’intelligence artificielle (IA), capables
d’effectuer des opérations de classification par apprentissage. Leur principal avantage
par rapport aux autres outils est leur capacité d’apprentissage et de généralisation
de leurs connaissances à des entrées inconnues. Une des qualités de ce type d’outils
de classification est son adéquation pour la mise au point de systèmes de surveillance
capables de s’adapter à un système complexe avec reconfigurations multiples. Du-
rant une étape d’apprentissage le réseau de neurones essaye d’apprendre la relation
"ensembles de données en entrée - modes de fonctionnement", ceci va lui permettre
d’associer les classes représentant les modes de fonctionnement aux formes, mesu-
rées sur le système à surveiller, en entrées. Cette étape d’apprentissage permet de
déterminer ou modifier les paramètres du réseau de neurones afin d’adopter un com-
portement désiré. Plusieurs algorithmes d’apprentissage ont été développés depuis la
première règle d’apprentissage de Hebb en 1949. Ils sont classés en deux catégories :
supervisé et non supervisé.

Dans l’apprentissage supervisé, la valeur de sortie (la classe désirée) que le réseau
de neurones doit associer au vecteur d’entrée x est connue. Cette valeur ou vecteur
de sortie (appelé cible ou sortie desirée) est fournie par un superviseur (ou expert
humain). L’apprentissage consiste à modifier les paramètres du réseau de neurones
afin de minimiser l’erreur entre la sortie désirée et la sortie réelle du réseau de neu-
rones. Par contre, dans l’apprentissage non supervisé, aucune connaissance a priori
n’est fournie sur la sortie désirée, il s’agit dans ce cas de déterminer les paramètres
du réseau de neurones suivant un critère à définir.

La capacité de généralisation est la capacité du réseau de neurones à élargir
les connaissances acquises après l’étape d’apprentissage à des données nouvelles et
d’associer donc un vecteur d’entrée x, qui n’a pas fait l’objet d’un apprentissage,
à une classe donnée. En d’autres termes, c’est l’aptitude du réseau de neurones à
approximer une fonction uniquement à partir d’une partie des données. C’est l’une
des raisons qui motivent l’étude et le développement des réseaux de neurones artifi-
ciels. On peut distinguer les généralisations locale et globale. Dans l’approche locale,
chaque neurone est associé à une région d’activation (région d’influence) localisée
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Fig. 2.4 – La complexité d’un réseau de neurones : pour trouver un compromis entre
l’erreur de la base d’apprentissage et l’erreur de la base de test, on compare pour
différentes complexités k du modèle, l’erreur moyenne sur la base d’apprentissage et
sur une base de test indépendante. La complexité optimale du modèle correspond à
la valeur de k pour laquelle l’erreur sur la base de test est minimale.

dans l’espace des données. Seule une partie des neurones participe donc à la réponse
du réseau. Deux types d’architectures neuronales possèdent cette particularité : les
Réseaux à base de Fonctions Radiales (RBF) et la carte de Kohonen.

Contrairement à la première approche, dans l’approche globale, l’ensemble des
neurones du réseau participe à l’élaboration de la sortie du réseau. L’information est
donc distribuée dans le réseau tout entier. C’est le cas des réseaux de neurones de
type Perceptron Multi Couches (MLP) ou le modèle de Hopfield. L’approche globale
est supposée plus robuste aux pannes éventuelles de quelques neurones isolés. Par
ailleurs, lors d’un apprentissage incrémental, des problèmes d’interférences peuvent
apparaître : la modification des paramètres d’un neurone a des répercussions sur
l’ensemble de la fonction modélisée par le réseau. Tandis que le réseau apprend dans
une région de l’espace des données, le modèle peut oublier ce qu’il a appris dans
d’autres régions.

D’une manière générale, la capacité de généralisation du réseau de neurones est
très liée à la notion de sous-apprentissage et de sur-apprentissage (Over-Fitting). On
parle de sur-apprentissage quand le réseau a trop parfaitement appris les exemples
proposés et de sous-apprentissage dans le cas contraire. Ces deux caractéristiques
sont complètement antagonistes et dans les deux cas le réseau de neurones sera
incapable de généraliser. La figure 2.4 illustre clairement ce compromis entre sur-
apprentissage, sous-apprentissage et une bonne généralisation.

Il existe plusieurs types de réseaux de neurones et plusieurs algorithmes d’ap-
prentissage. Les architectures neuronales les plus utilisées dans le domaine de la
surveillance et le diagnostic industriel sont le Perceptron Multi Couche, le Réseau
à Fonctions de base Radiales et la carte de Kohonen (apprentissage non super-
visé) [146]. Seules les deux architectures, le Perceptron Multi Couches (MLP) et les
Réseaux à Fonctions de base Radiales (RBF), sont décrites dans la suite.
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2.5.2 Les techniques de surveillance par réseaux de neurones

Ces techniques de surveillance sont fondées sur l’existence d’une base de don-
nées d’apprentissage constituée d’un ensemble de mesures de différents modes de
fonctionnement, normal ou anormal, du système à surveiller. Les variables d’entrée
peuvent être quantitatives ou qualitatives. Comme dans notre cas la sortie du réseau
de neurones représente alors l’état du système considéré. Ainsi, le problème de la
surveillance est donc considéré comme un problème de reconnaissance des formes.
La forme à reconnaître est caractérisée par l’ensemble des données (quantifiables
et/ou qualifiables) et les classes d’appartenance représentant les différents modes
de fonctionnement. Le réseau de neurones peut alors nous renseigner sur l’état de
fonctionnement tout en assurant à la fois la fonction de détection (fonctionnement
normal ou pas) et la fonction de diagnostic, puisqu’il précise le mode de défaillance.

Les réseaux de neurones peuvent fournir, dans certains cas, des solutions plus in-
téressantes que les autres outils de surveillance, à condition de choisir judicieusement
le type de l’architecture neuronale et surtout de bien mener la phase d’apprentissage.
Globalement, ils sont utilisés :

– soit comme outil secondaire pour la surveillance, c’est-à-dire comme approxi-
mateur de fonctions pour l’identification des systèmes dynamiques grâce à une
boîte noire neuronale. La relation entrées-sorties d’un réseau de neurones peut
avoir pour objet, non pas de donner un diagnostic direct, mais de recons-
truire une quantité utile à une décision ultérieure. La variable de sortie est
une variable réelle. Les réseaux de neurones sont dans ce cas utilisés comme
un approximateur de fonctions non linéaires liant les variables de sortie aux
variables d’entrée du système industriel. Ils représentent donc une boîte noire
non linéaire modélisant le système. Nous pouvons citer les travaux présen-
tés par Böhme dans [192] qui constituent une application très intéressante de
détection et localisation des défauts de capteurs d’une centrale d’épuration
hydraulique. Ainsi que Vemuri qui a utilisé, dans ses travaux [262] et [261],
les réseaux de neurones comme outils complémentaires à la modélisation d’un
manipulateur robot ;

– soit comme outil principal de détection et diagnostic, en l’occurrence tous les
travaux de classification. Lors de la mise en place d’un système de surveillance
par reconnaissance de formes, l’expert est censé connaître les modes de bon
fonctionnement et certains des modes de défaillance. L’opération de diagnostic
menée par l’expert est souvent très complexe et demande des connaissances
ainsi qu’un raisonnement, généralement difficiles à formaliser. Les informations
contenues dans l’historique de fonctionnement représentent la base d’appren-
tissage supervisé du réseau de neurones. La réussite d’une telle application est
donc tributaire de la qualité des informations contenues dans l’historique de
fonctionnement. La relation entrées/sorties représente dans ce cas directement
l’opération de diagnostic [74].

L’application décrite dans [252] est caractéristique de cette démarche. Un ré-
seau RBF est utilisé pour le diagnostic de défaillance d’un véhicule mobile
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autonome. Le réseau de neurones associe cinq modes de défaillance à neuf va-
riables mesurées en entrée. Les auteurs mettent en évidence les capacités du
réseau RBF à reconnaître de nouvelles situations non apprises. Cette capacité
de généralisation locale des réseaux RBF est souvent appréciée dans les appli-
cations de surveillance industrielle.

Un autre aspect important des réseaux de neurones a été exploité dans les tech-
niques de surveillance dynamique. Ce type de traitement permet d’apprendre
la dynamique d’un signal fournit par un capteur afin de prédire une défaillance.
Les réseaux de neurones temporels offrent cette possibilité de prise en compte
de l’aspect temporel des données. L’article présenté par [227] constitue une
autre application très intéressante des réseaux de neurones pour la surveillance
dynamique d’une unité de craquage catalytique fluide.

L’article de Koivo [147] présente une bonne synthèse sur l’application des réseaux
de neurones en surveillance industrielle. Il présente les architectures neuronales les
plus utilisées dans ce domaine avec des résultats pratiques dans des applications
de diagnostic en statique et en dynamique. Trois types de réseaux de neurones ont
été testés : le Perceptron Multi Couche, le Réseau à Fonctions de base Radiales et
la carte de Kohonen. Les deux premiers réseaux donnent d’assez bons résultats en
classification et en identification de processus. Les RBF peuvent se montrer plus per-
formants que les MLP à condition de déterminer judicieusement leurs paramètres.
Par contre, le réseau de Kohonen n’est pas aussi performant que les deux premiers
mais ses capacités d’auto-adaptation (apprentissage non supervisé) sont très appré-
ciées. L’auteur insiste dans sa conclusion sur le fait que chaque type de réseau a ses
avantages et ses inconvénients, la pertinence d’un type par rapport aux autres est
fortement liée à l’application considérée. D’autres références peuvent être trouvées
dans [84].

2.5.3 Le Perceptron Multi Couches (MLP)

Un MLP est un réseau dont les neurones sont disposés en plusieurs couches
successives et où chaque neurone d’une couche est connecté à tous les neurones
de la couche suivante. En revanche il n’y a pas de connexion entre les neurones
de la même couche. Un MLP est composé d’une couche entrée, une ou plusieurs
couches cachées et une couche de sortie. L’addition de cette couche cachée permet au
réseau de modéliser des fonctions de décision complexes non linéaires entre n’importe
quel espace d’entrée et de sortie. Dans un problème de classification, le nombre de
neurones en sortie est fonction du codage adopté. Chaque sortie est dédiée à une
classe donnée.

Soit le réseau à deux couches décrit par la figure 2.5 dans lequel les unités de
sortie sont notées yi, les unités cachées vj et les unités d’entrée xk. Les connexions
des unités d’entrée aux unités cachées sont notées wjk et celles des unités cachées
aux unités de sortie par wij. L’entrée k a pour valeur xlk lorsque la donnée l est
presentée au réseau. Ces valeurs peuvent être binaires (0/1 ou +1/−1) ou continues.
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Pour estimer les paramètres et adapter les poids du réseau de neurones une étape
d’apprentissage est nécessaire. L’ajustement est obtenue en minimisant un critère
par exemple la somme des erreurs quadratiques.

Pour la donnée d’entrée l, la valeur de sortie de l’unité cachée j est donnée par

vlj = f
(
alj
)

= f

(∑
k

wjkx
l
k

)
,

où wjk est le poids de la connexion qui relie l’unité k à l’unité j, aj est l’activation
de l’unité j, f est la fonction d’activation des unités. Cette fonction d’activation est
du type fonction à seuil.

Les unités de sortie ont comme valeur

yli = f
(
ali
)

= f

(∑
j

wijv
l
j

)
.

Les fonctions d’erreurs partielles et globales sont alors définies par

El =
1

2

∑
i

(
yli − Sli

)2 et E =
∑
l

El. (2.1)

où Sli est la sortie désirée et yi est la sortie réelle du réseau de neurones.

La minimisation de la fonction d’erreur globale va se faire par une descente de
gradient. Par conséquent, après la présentation de tous les vecteurs d’entrée de la
base d’apprentissage, la valeur de chaque connexion est modifiée par la règle de delta
généralisée

∆w = −η∂E
∂w

= −η
∑
l

∂El

∂w
. (2.2)

Il existe plusieurs algorithmes d’apprentissage. L’algorithme de rétropropagation
(back-propagation) est de loin le plus utilisé [28] et se divise en deux étapes :

– une phase de propagation, qui consiste à présenter les exemples à l’entrée du
réseau, puis à propager cette entrée de proche en proche de la couche d’entrée
à la couche de sortie en passant par les couches cachées ;

– une phase de rétropropagation, qui consiste à minimiser l’erreur commise sur
la base d’apprenstissage en modifiant les paramètres du réseau. Après avoir
calculé la variation des poids des connexions pour tous les neurones de sortie
on calcule alors la variation des poids des connexions de la couche cachée. On
met ainsi à jour les poids des connexions de la couche de sortie jusqu’à la
couche d’entrée : on rétropropage ainsi le signal d’erreur. C’est de là que vient
le nom de cet algorithme : rétropropagation du gradient de l’erreur. Du fait
de sommer les wij pour tous les vecteurs l de la base d’apprentissage puis de
remettre à jour les poids avec la variation totale ainsi calculée, l’algorithme
est appelé gradient total.
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Fig. 2.5 – Perceptron Multi Couches.

L’algorithme de rétropropagation du gradient de l’erreur, utilisé pour l’apprentis-
sage dans un MLP, a permis de dépasser les limites du Perceptron simple. Il s’avère
capable de résoudre un grand nombre de problèmes de classification et de reconnais-
sance des formes. Il souffre néanmoins de nombreux défauts, parmi lesquels :

– le temps de calcul : l’apprentissage est très long ;
– Une grande sensibilité aux conditions initiales, c’est-à-dire l’initialisation des

poids des connexions ;
– La présence éventuelle de minima locaux dans la fonction d’erreur. Ce pro-

blème est en partie résolu avec le gradient stochastique, mais il subsiste quand
même ;

– Le problème de dimensionnement du réseau. La rétro-propagation apprend
une base d’apprentissage sur un réseau dont la structure est fixée a priori. La
structure est définie par le nombre de couches cachées, le nombre de neurones
par couche et la topologie des connexions. Un mauvais choix de la structure
peut dégrader considérablement les performances du réseau.

2.5.4 Le réseau de neurones à fonctions de base radiales (RBF)

L’utilisation des réseaux de neurones à fonctions de base radiales remonte aux an-
nées soixante-dix pour résoudre des problèmes d’interpolation multi variables [111,
237]. Les bases théoriques de ces réseaux ont été ensuite approfondies par M. J. D.
Powell [209], T. Poggio et F. Girosi [208]. D’autres travaux se sont succédés où l’ap-
plication des RBF a été élargie à d’autres domaines, à savoir la prédiction de l’évo-
lution des systèmes dynamiques et la classification de phonèmes. La particularité
de ces réseaux réside dans le fait qu’ils sont capables de fournir une représentation
locale de l’espace grâce à des fonctions de base radiales g(‖.‖) dont l’influence est
restreinte à une certaine zone de cet espace. ‖.‖ représente la norme euclidienne.

Un réseau de neurones à fonction de base radiale [99] est un réseau de type
feedforward avec une couche d’entrée, une couche cachée qui contient les neurones
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Fig. 2.6 – Réseau à fonctions de base radiales.

RBF et une couche de sortie qui contient une fonction linéaire, figure 2.6. Chaque
couche est complètement connectée à la suivante. Chaque neurone RBF contient une
gaussienne centrée sur un point de l’espace d’entrée. Pour une entrée xi la sortie du
neurone RBF est l’amplitude de la gaussienne en ce point.

La sortie du réseau est simplement une combinaison linéaire des sorties des neu-
rones RBF pondérées par les poids wi, i ∈ 1, .., Ni de leur connexions respectives où
Ni est le nombre de neurones dans la couche cachée (couche RBF).

Deux paramètres sont associés à cette fonction de base : un vecteur de référence
µj appelé centre ou prototype et la dimension βj du champ d’influence appelé rayon
d’influence. La réponse de la fonction de base dépend de la distance du vecteur
d’entrée x au vecteur prototype µj, et de la taille du champ d’influence

gj(x) = g (‖x− µj‖ , βj) ,

où la fonction g(‖.‖) est généralement maximale lorsque x = µj et décroit d’une
façon monotone vers 0 quand r = ‖x− µj‖ → ∞. La fonction de base la plus
utilisée est la gaussienne. Elle s’exprime, sous sa forme la plus générale, par

gj(x) = exp

(
−‖x− µj‖

2

2β2
j

)
,

où β2
j désigne la variance associée à la cellule. La décroissance de la gaussienne

est la même pour toutes les directions de l’espace. Les courbes d’iso-activation des
cellules cachées sont alors des hypersphères. Un nombre restreint de fonctions de
base participent au calcul de la sortie pour une entrée donnée.

Lorsque les RBF sont utilisés pour résoudre les problèmes de classification, cette
dernière est considérée comme une classification probabiliste. La loi du vecteur d’en-
trée x quand on ne connait pas sa classe d’appartenance est donnée par la loi mélange
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g(x)

gj(x) =
N∑
k=0

Pr(αk)g(x|αk),

où g(x|αk) est supposée connue. Elle représente la loi conditionnelle d’appartenance
du vecteur x à la classe αk et Pr(αk) représente la probabilité a priori des classes
αk, supposée connue. Cette expression ressemble à l’expression de sortie d’un réseau
RBF [99]

fw(x) =
Ni∑
k=0

wikgk(x) + w0,

avec wik représentant le poids de la connexion entre le k-ième neurone radial et
le i-ème neurone de sortie. D’après cette représentation, les centres des gaussiennes
peuvent être considérés comme étant des vecteurs représentatifs. La sortie des unités
cachées représente la probabilité a posteriori d’appartenance du vecteur d’entrée x à
la classe αk. Les poids des connexions représentent la probabilité a priori des classes.
La sortie de tout le réseau représente la probabilité a posteriori de la classe de sortie
Ci.

La sortie du réseau est simplement une combinaison linéaire des sorties des neu-
rones RBF pondérées par les poids {wi}Nii=1 de leurs connexions respectives et donnée
par

fw(x) =
Ni∑
j=1

wjgj(x) + w0 (2.3)

avec

gj(x) = exp

(
−‖x− µj‖

2

2β2
j

)
(2.4)

L’apprentissage des RBF permet de déterminer les paramètres du réseau à partir
de la base d’apprentissage D = {xi, yi}Ni=1 en minimisant un critère quadratique
régularisé en utilisant la descente de gradient sur Ei [125]

Ei =
1

2

∑
k

(
ζ ik − yk(xi)

)2
,

où ζ ik représente la sortie desirée du k-ième neurone de sortie pour l’exemple i et
yk(x

i) représente sa sortie réelle par rapport à l’entree x de l’exemple i.

Ces paramètres sont :
– le nombre Ni de neurones RBF ;
– les centres des gaussiennes (prototypes) µj ;
– la largeur βj de ces gaussiennes ;
– le biais et les poids des connexions entre les neurones de la couche intermé-

diaire et ceux de la couche de sortie [w0, w1, ..., wk.
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Toute modification d’un de ces paramètres entraîne directement un changement
de comportement du réseau. Le nombre de neurones RBF Ni et la position des
centres sont intiment liés :

– le nombre de neurones RBF est choisi égal au nombre d’exemples dans la base
d’apprentissage Ni = N , s’il n’est pas trop grand. Les centres sont alors placés
sur toutes les observations de la base d’apprentissage ;

– si N , la taille de l’ensemble d’apprentissage, est grande le positionnement des
centres et le choix de leur nombre devient un problème de clustering. Plusieurs
techniques peuvent être utilisées pour trouver le nombre de neurones RBF.
On peut citer la méthode des K-means [72] et la quantification vectorielle
(Learning Vector Quantization, LVQ) [222].

Une fois les centres µj choisis, il faut déterminer aussi les largeurs des gaussiennes
βj. Une règle empirique consiste à prendre

β =
d√
2Ni

, d = max ‖µi − µj‖ , 1 ≤ i, j ≤ Ni,

si on choisit la même largeur βj pour toutes les gaussiennes.

Une autre règle consiste à déterminer une valeur βj pour chaque centre µj [239]

βj =
1

NΩj

∑
i/xi∈Ωj

‖xi − cj‖

où Ωj est la classe (ou cluster) des observations correspondant au centre µj et NΩj

est son effectif. Il existe d’autres méthodes de détermination des largeurs dans la
littérature.

Au même titre que le SVM que nous verrons dans le prochain chapitre, sa fonc-
tion de décision peut être perçue comme une combinaison linéaire des mesures de
similarité entre l’observation de test et un ensemble de prototypes (les centres des
gaussiennes). La fonction de décision correspondant à la classe i s’écrit :

fi(x) = Sign

(
r∑

k=1

gk(x)wki + w0i

)
(2.5)

gk étant la fonction de probabilité de la k-ème gaussienne, r étant le nombre de
gaussiennes et "Sign" étant une fonction sigmoïde d’activation. Les paramètres wki,
k = 1, ..., r représentent les poids du perceptron de la classe i et w0i représente le
biais de la fonction de décision de la classe. Ce réseau estime les probabilités condi-
tionnelles des classes. Pour éviter le sur-apprentissage, il requiert habituellement une
quantité plus importante de données que le MLP.

2.5.5 Le boosting probabiliste : Adaboost

L’idée principale, dans l’algorithme standard adaptive boosting (AdaBoost), est
de définir à chacune de ses étapes 1 ≤ t ≤ T , une nouvelle distribution de probabilité
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a priori sur les exemples d’apprentissages en fonction des résultats de l’algorithme
à l’étape précédente. Le poids à l’étape t d’un exemple (xi, yi) d’indice i est noté
Dt(i).

Initialement, tous les exemples ont un poids identique, puis à chaque étape, les
poids des exemples mal classés par le classifieur sont augmentés. Ceci le force à se
concentrer sur les exemples difficiles de l’échantillon d’apprentissage.

À chaque étape t, le classifieur cherche une hypothèse ht : χ→ {−1,+1} bonne
pour la distributionDt sur χ. La performance de l’apprenant est mesurée par l’erreur

εt = PDt [ht(xi) 6= ui] =
∑

i:ht(xi)6=ui

Dt(i).

L’erreur est mesurée en fonction de la distribution Dt sur laquelle le classifieur
est entraîné. En pratique :

– soit les poids des exemples sont effectivement modifiés ;
– soit c’est la probabilité du tirage des exemples qui est modifiée et l’on utilise

un tirage avec remise.

Chaque hypothèse ht apprise est affectée d’un poids αt mesurant l’importance
qui sera donnée à cette hypothèse dans la combinaison finale. Ce poids est positif
si εt ≤ 1/2. Plus l’erreur associée à l’hypothèse ht est faible, plus celle-ci est dotée
d’un coefficient αt important.

Vers la fin de l’apprentissage, le poids des exemples difficiles à apprendre devient
largement dominant. Si on peut trouver une hypothèse performante sur ces exemples
c’est-à-dire avec εt ≈ 0, elle sera alors dotée d’un coefficient αt considérable. L’une
des conséquences possibles est que les exemples bruités, sur lesquels finit par se
concentrer l’algorithme, perturbent l’apprentissage par boosting. À la fin de cet
algorithme, chaque règle de classification ht est pondérée par une valeur αt calculée
en cours de route. La classification d’un nouvel exemple se fait en utilisant la règle

H(x) = sign

(
t=T∑
t=1

αtht(x)

)

Nous remarquons que le boosting construit l’hypothèse finale comme une série
additive dans une base de fonctions, dont les éléments sont les hypothèses ht. C’est
la même démarche utilisée dans les méthode d’apprentissage comme par exemple
les SVM, les méthodes d’approximation bayésiennes, etc. Pour nos tests nous avons
adopté la méthode AdaboostM1 de Yoav Freund et Robert E. Schapire proposée
dans l’article [91] utilisée dans le logiciel data mining Weka.
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2.5.6 Régression logistique

Dans la régression logistique il s’agit d’analyser une relation causale entre une
variable dépendante Y et une ou plusieurs variables indépendantes Xi. En d’autres
termes, la régression permet de déterminer les effets des variables Xi sur la variable
dépendante Y . Cette analyse permet de mieux comprendre et d’expliquer les phé-
nomènes étudiés, voire même de les prédire, si le modèle est suffisamment solide.
En régression logistique, ce qui nous intéresse, c’est de savoir si la ou les variables
indépendantes Xi peuvent prédire l’appartenance de Y à l’une ou l’autre des ca-
tégories ou classes (avec défauts et sans défaut, 0 ou 1). Pour cela, on calcule la
probabilité que la variable Y appartienne à l’une ou l’autre des catégories. Quand la
variable indépendante Y est binaire (0 et 1, etc.), on parle de régression logistique
binomiale. Quand la variable indépendante Y a plus de deux catégories (0, 1, 2 et
3), on parle de régression logistique multinomiale. Il est essentiel que les catégories
soient exhaustives et mutuellement exclusives. La procédure utilisée dans Weka est
celle décrite dans l’article de leCessie et van Houwelingen [156], avec quelques mo-
difications. S’il y a k classes pour N exemples (vecteurs formes) avec m variables,
la probabilité pour la classe j à l’exception de la dernière classe est donnée par

Pj(Xi) =
exp(XiBj)

(
∑k−1

j=1 exp(XiBj) + 1).

La dernière classe a la probabilité

1−
k−1∑
j=1

Pj(Xi) =
1

(
∑k−1

j=1 exp(XiBj) + 1)
.

La probabilité de vraisemblance multinomiale est

L = −
n∑
i=1

(
k−1∑
j=1

(Yij ln(Pj(Xi))) + (1− (
k−1∑
j=1

Yij)) ln(1−
k−1∑
j=1

Pj(Xi))

)

+ridge(B2).

B représente la matrice paramètre de dimension (m× (k − 1)). Afin de trouver
la matrice B pour laquelle L est minimisé, la méthode "Quasi-Newton" est utilisée
pour trouver les valeurs optimisées à partir de l’ensembles des (m×(k−1)) variables
initiales. Pour plus d’informations sur l’algorithme modifié voir [156].

Bien que performantes sur beaucoup de problèmes, la principale lacune des mé-
thodes discriminantes telles que le MLP et le réseau RBF est la difficulté d’adapter
correctement l’architecture du classifieur (réseau de poids) au problème de classifi-
cation. L’autre maillon faible de ces méthodes est leur sensibilité à la dimensionalité
des données.

Comme nous allons le voir dans le paragraphe 2.6, le SVM procure un cadre
théorique qui résout le problème du choix du nombre de paramètres puisque celui
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se fait automatiquement. L’efficacité du modèle pour la classification de données de
grande dimension telles que du texte sur un très grand dictionnaire de mots a été
établie par des travaux comme ceux de Joachims et al. [136, 137]. La robustesse et
l’efficacité du SVM à traiter des données de nature et de complexité arbitraire a été
établie sur beaucoup d’applications de reconnaissance de formes [157].

2.6 Les Machines à Vecteurs Supports (SVM)

2.6.1 Motivation

L’origine des machines à vecteurs de support (SVM) remonte à 1975 lorsque
Vapnik et Chervonenkis proposèrent le principe du risque structurel et la dimension
VC pour caractériser la capacité d’une machine d’apprentissage. Depuis, les SVMs
n’ont cessé de susciter l’intérêt de plusieurs communautés de chercheurs de différents
domaines d’expertise. Par exemple, l’identification/vérification du locuteur, la caté-
gorisation de textes, la reconnaissance des visages et récemment la reconnaissance
des instruments de musique [174, 80]. Schmidt et al. [238] ont exploré la tâche de
reconnaissance d’orateur. Osuna et al. ont traité de la reconnaissance d’images de
visages [77].

Le SVM est un modèle discriminant qui tente de minimiser les erreurs d’appren-
tissage tout en maximisant la marge séparant les données des classes. La maximi-
sation de la marge est une méthode de régularisation qui réduit la complexité du
classifieur. Elle sert à pénaliser les paramètres du modèles de la même façon que
la méthode du "weight decay" qui altère les poids de grande amplitude dans un
MLP. La pénalisation des paramètres du SVM dans le but de maximiser la marge
est une méthode de sélection de modèle implicite à l’apprentissage. Ce processus
produit un ensemble réduit de prototypes faisant partie de l’ensemble d’apprentis-
sage qu’on appelle communément vecteurs de support. Son comportement est, par
ailleurs, conditionné par le type du noyau utilisé et par les valeurs octroyées à ses
paramètres. Le noyau d’un SVM est une fonction symétrique défini-positive qui per-
met de projeter les données dans un espace transformé de grande dimension dans
lequel s’opère plus facilement la séparation des classes, de la même façon que les
neurones cachés d’un MLP permettent de projeter les données entrées dans un es-
pace de représentation dans lequel les poids de la couche de sortie définissent des
fonctions discriminantes linéaires des classes. Les valeurs des paramètres de noyaux
affectent directement la complexité de la frontière de décision du classifieur. Aussi,
ses valeurs influencent le nombre de vecteurs de support du classifieur.

De nombreux travaux ont démontré la supériorité du SVM sur les méthodes
discriminantes classiques telles que les MLP, le discriminant de Fisher, les réseaux
RBF, etc. Des versions modifiées du SVM permettent les meilleures performances
sur plusieurs bases de données standards. Elles présentent l’avantage d’être discri-
minantes par opposition aux approches génératives (telles que les approches GMM,
etc.) qui présupposent une structure particulière, souvent mal justifiée, des formes
de densité des données, et exhibent en pratique sa robustesse vis à vis de la dimen-
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sionalité des données et une très bonne capacité de généralisation. Ses propriétés
font que le SVM est nettement plus avantageux. Seules les notions de base de la
classification par Machines à Vecteurs Supports sont ici introduites. Pour plus de
détails, le lecteur peut se référer aux références [260, 39, 56, 250, 16, 80].

Les Machines à Vecteurs Supports sont de puissants classifieurs qui font appel
aux notions de Minimisation du Risque Empirique (MRE) et de Minimisation du
Risque Structurel (MRS). Ils sont par essence des classifieurs bi-classes qui visent à
séparer les exemples de chaque classe ωq, 1 ≤ q ≤ 2, au moyen d’un hyperplan Hw0,b0

choisi de manière à garder un maximum de marge de séparation entre n’importe quels
exemples d’apprentissage et Hw0,b0 .

2.6.2 Principe des SVM linéaires

De façon plus formelle, en se donnant un ensemble, D = (x1, y1), ..., (xN , yN)
dans Rd × {−1,+1}, linéairement séparables en deux classes M1 et M2

D = {(x1, y1) , ..., (xN , yN)} , x ∈ Rp, yi ∈ {−1,+1}

M1 = {xi tel que yi = +1} ,M2 = {xi tel que yi = −1} ,

et en munissant Rd d’un produit scalaire, on cherche un hyperplan qui sépare les
données, c’est-à-dire une paire (w0 ∈ Rp, b0 ∈ R) telle que :

fw(xi) = 〈w0, xi〉+ b0 =

p∑
j=1

wjxij + b0 > 0,∀xi ∈M1, (2.6)

fw(xi) = 〈w0, xi〉+ b0 =

p∑
j=1

wjxij + b0 < 0,∀xi ∈M2 (2.7)

Notons (.) le produit scalaire, il s’agit donc de déterminer l’hyperplan optimal

Hw0,b0 : w0.x+ b0 = 0;w0 ∈ Rd, b0 ∈ R, (2.8)

solution de

max
w∈Rd,b∈R

min
x,i

{
‖x− xi‖ ;x ∈ Rd, w.x+ b = 0, i = 1, ..., l

}
(2.9)

Nous avons supposé, dans un premier temps, que les données sont linéairement
séparables. En utilisant une mise à l’échelle appropriée de w et b, il est possible de
contraindre les exemples de chaque classe à satisfaire les conditions

w.xi + b ≥ +1, pour yi = +1, , (2.10)
w.xi + b ≤ −1, pour yi = −1, , (2.11)
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Fig. 2.7 – Hyperplan linéaire dans R2.

qui peuvent être combinées en une même inégalité

yi(w.xi + b)− 1 ≥ 0,∀i. (2.12)

Les deux hyperplans

H1 : w.xj + b = +1, xj ∈M1, (2.13)
H2 : w.xk + b = −1, xk ∈M2, (2.14)

permettent de définir la marge. H1 et H2 sont parallèles et sont appelés hyper-
plans canoniques. Grâce aux équations (2.10) et (2.11) il n’existe aucun point
entre les deux. La distance qui sépare H1 et H2 est appelée la marge et notée ∆.
L’hyperplan optimal est celui qui assure une marge maximale, c’est-à-dire qui rend
minimale la quantité ‖w‖. En effet, il existe plusieurs hyperplans linéaires sépara-
teurs, mais il y en a un seul qui maximise la marge ∆ (qui maximise la distance
entre lui et les points les plus proches des deux classes). Les points qui se trouvent
sur les hyperplans H1 et H2 sont appelés les vecteurs supports (Support Vectors).
La figure 2.7 en donne une illustration.

Le problème posé ne dépend en fait que de ces points particuliers en ce sens que
si tous les autres points sont éliminés, la solution du problème reste la même. Ainsi,
l’hyperplan optimal est solution du problème d’optimisation

minimiser τ(w) =
1

2
‖w‖2 ;w ∈ Rd, b ∈ R, (2.15)

sous les contraintes yi(w.xi + b)− 1 ≥ 0,∀i = 1, ..., l.

Un premier remède consiste à rendre moins rigides les contraintes (2.12) en
introduisant des variables d’écart positives ξi pour que les contraintes deviennent

w.xi + b ≥ 1 + ξi, si yi = +1, (2.16)
w.xi + b ≤ −1− ξi, si yi = −1, (2.17)

ξi ≥ 0,∀i. (2.18)
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Pour qu’un exemple d’apprentissage xi soit mal classé, il faut que le ξi corres-
pondant soit supérieur à 1. Par suite

∑
i ξi est une borne supérieure sur le nombre

d’erreurs de classification qui peuvent être pénalisées en modifiant la fonction ob-
jectif τ(w) par

r(w, ξi) =
1

2
‖w‖2 + C(

∑
i

ξi), (2.19)

où ξ = [ξ1, ..., ξl]
T et C > 0 est un paramètre permettant de contrôler le compromis

entre le fait de maximiser la marge et minimiser les erreurs de classification commises
sur l’ensemble d’apprentissage. On parle alors de classifieur à marge souple. Notons
qu’il est souvent préférable de tolérer certaines erreurs, au bénéfice d’une marge
plus grande car ces erreurs peuvent être dues à des outliers, observations aberrantes,
non-significatives de la classe qui leur est associée. Il existe une autre réponse au
problème de données non linéairement séparables qui mène à l’obtention de surfaces
de décisions non-linéaires. Nous exposerons cela dans la partie 2.6.3.

Le problème (2.15) est un problème d’optimisation sous contraintes qui est résolu
en introduisant des multiplicateurs de Lagrange (αi)1≤i≤l et un Lagrangien

L(w, b, α) =
1

2
‖w‖2 −

l∑
i=1

αi [yi (w.xi + b)− 1] , (2.20)

où α = [α1, ..., αl]
T . Le Lagrangien L doit être minimisé par rapport aux variables

dites primales w et b, et maximisé par rapport aux variables duales αi : ce sont les
conditions de Karush-Kuhn-Tucker (KKT) [243].

Dans le cas où la fonction objectif, τ(w), et les contraintes, ci(xi) = yi(w.xi+b)−
1, sont convexes, les conditions KKT sont nécessaires et suffisantes, et la solution
du problème est telle que

l∑
i=1

αiyi = 0, (2.21)

l∑
i=1

αiyixi = w, (2.22)

αi [yi (w.xi + b)− 1] = 0, (2.23)
αi ≥ 0. (2.24)

De plus, l’expression (2.23) implique que tous les points xi qui ne sont pas
vecteurs supports, c’est à dire ceux qui ne vérifient pas l’égalité yi(w.xi + b)− 1 = 0
(0 < αi < C), sont associés à des αi nuls. Ainsi, on retrouve que l’hyperplan optimal
ne dépend que des ns vecteurs supports du problème (ns ≤ l)

w =
ns∑
i=1

αiyixi, (2.25)
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En remplaçant w par son expression de l’équation (2.20), la fonction objective
L(w, b, α) prend la forme d’un Lagrangien dual à maximiser, fonction des αi seule-
ment. Il s’écrit

L(w, b, α) =
l∑

i=1

αi −
1

2

ns∑
i,j

αiαjyiyj (xi.xj) , (2.26)

avec les contraintes αi ≥ 0, i = 1, ..., ns et
∑ns

i=1 αiyi = 0.

La fonction de décision est alors définie par le "Sign" de

f(x) = w.x+ b, (2.27)

=
ns∑
i=1

αiyi(x.xi) + b. (2.28)

Le paramètre b peut être déterminé au travers de la condition (2.23) en choi-
sissant un indice i tel que αi 6= 0, ou encore en moyennant les valeurs obtenues en
utilisant tous les points xi associés à des αi non nuls (pour une meilleure robus-
tesse numérique). Pour plus de détails concernant le calcul des SVM nous invitons
le lecteur à consulter [243, 39].

2.6.3 Principe des SVM non linéaires

Boser at al. [33], ont su produire des frontières de décision non-linéaire avec le
SVM. L’idee est d’utiliser un noyau de Mercer qui permet de projeter les données
dans un espace eventuellement plus grand dans lequel une séparation linéaire des
classes est possible. Il est alors important que la formulation du produit scalaire
dans l’équation (2.26) reste intacte après l’introduction du noyau. Boser et al. dé-
montrent qu’un noyau de Mercer ayant la forme (2.29) ne change pas la nature de la
fonction objective à optimiser qui équivaut toujours à un problème de maximisation
quadratique.

Il s’agit donc de doter les SVM d’un mécanisme permettant de produire des
surfaces de décision non-planes. L’idée est de transformer les données de l’espace
de départ Rd dans un espace de Hilbert E de dimension supérieure dans lequel les
données transformées deviennent linéairement séparables. Ainsi, en exploitant une
application l’algorithme SVM linéaire appliqué aux données Φ(xi) dans l’espace E
produit des surfaces de décision non-planes dans l’espace Rd (mieux appropriées
aux données de départ pour un choix judicieux de Φ(xi)). Cette procédure peut
être rendue très efficace en utilisant une astuce appelée "kernel trick" permettant
d’effectuer les calculs nécessaires à l’algorithme dans l’espace de départ Rd sans
passer explicitement dans E.

Du fait que les données apparaissent dans tous les calculs uniquement sous
forme de produits scalaires (x.xi), il suffit de trouver une façon efficace de calculer
Φ(x).Φ(xi). Cela est réalisé en faisant appel à une fonction noyau k(x.xi), définie
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par

k(x.xi) = 〈Φ(x),Φ(xi)〉 . (2.29)

Le Lagrangien dual de la fonction objective à maximiser est alors

L(w, b, α) =
ns∑
i=1

αi −
1

2

ns∑
i,j

αiαjyiyjk (xi, xj) , (2.30)

Tout le développement présenté dans le paragraphe 2.6.2 reste valable en rem-
plaçant simplement les termes x.xi par k(x.xi). La fonction de décision est définie
par le "Sign" de

f(x) =
ns∑
i=1

αiyik(x, xi) + b, (2.31)

Notons que f(x) est une combinaison linéaire de termes non-linéaires k(x, xi) qui
représente la similarité entre les images des points x et xi. Pour une observation de
test x quelconque, la valeur de f(x) indique la classe d’appartenance inférée par le
SVM. L’avantage d’une telle approche réside dans le fait qu’il n’est pas nécessaire
de connaître Φ explicitement. Il suffit d’obtenir des noyaux convenables.

• Noyaux

Différentes formes de noyaux, vérifiant les conditions de Mercer, ont été pro-
posées. Nous examinerons
– le noyau linéaire

k(x, y) = x.y, (2.32)

– le noyau polynômial de degré δ

k(x, y) = (x.y)δ, (2.33)

– le noyau radial (RBF) exponentiel

k(x, y) = exp

(
−‖x− y‖

2

2σ2

)
. (2.34)

2.6.4 L’optimisation quadratique sous contraintes pour l’ap-
prentissage des SVM

Afin de trouver les paramètres du SVM, il est nécessaire de résoudre le problème
d’optimisation quadratique convexe donné par l’équation (2.30) dont la formulation
matricielle est donnée par
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max
α∈Rn

−1

2
αtK̂α + U tα,

ytα = 0, (2.35)
0 ≤ αi ≤ Ci ∈ [1, ..., n]

où K̂ est une matrice semi-définie positive. Elle désigne la matrice noyau pon-
dérée par les étiquettes des point, K̂ij = yiyjk(xi, xj) et U est le vecteur unité de
même taille que α. Ce système dual est un programme quadratique convexe avec
n inconnues et 2n + 1 contraintes. Comme la fonction objective est convexe, tout
maximum local est aussi un maximum global. Toutefois, il peut y avoir des solutions
optimales différentes en terme de αi donnant lieu à des performances différentes.

Comme les contraintes sont linéaires et en nombre fini, la solution optimale α
vérifie pour chacune de ses composantes αi les conditions de Karuch Kuhn Tucker
(KKT), c’est-à-dire :

αi = 0→ (f(xi) + b)yi > 1 (2.36)
0 < αi < C → (f(xi) + b)yi = 1 (2.37)

αi = C → (f(xi) + b)yi < 1 (2.38)
(2.39)

Cela implique que seuls les points non contraints dans la solution, (0 < αi < C),
nécessitent le calcul de leur coefficient (la parcimonie). Cette propriété est le point
clef de la résolution des grands problèmes quadratiques. Les autres points - contraints
à 0 et contraints à C αi = 0 et αi = C- ont pour coefficient une valeur fixe donnée par
le problème : celle de la borne qui les contraint. À partir de là, il suffit simplement de
connaître la répartition des points dans les trois groupes : I0, IC et Iw correspondant
respectivement aux points contraints à 0, contraints à C et non contraints pour la
résoudre le problème. Par conséquent, la résolution du problème quadratique initial
se traduit en une résolution de système linéaire sur les points non contraints.

Ce constat a amené à une grande variété de méthodes de décomposition et diffé-
rents algorithmes traitant de la résolution de problèmes quadratiques sous contraintes.
Cependant, quelques méthodes seulement sont capables de traiter un grand nombre
d’exemples souvent sous hypothèse que la matrice de Grahm Schmidt K soit creuse.
Dans le cas contraire, l’apprentissage d’un SVM de quelques centaines d’exemples
prendrait énormément de temps de calcul et assez de ressources memoire. Seule-
ment, il est possible de dériver des algorithmes qui exploitent la forme particulière
de la fonction objective duale du SVM.

Parmi les méthodes de décomposition les plus connues on peut citer la plus
simple, connue sous le nom de "Chunking", et proposée en 1982 par V. Vapnik.
Ou bien d’autres méthodes de décomposition plus sophistiquées comme celles de
Osuna et al. proposée en 1997, Chang et Lin proposée en 2004, J. Platt [206] et
Vishwanathan et al. proposée en 2003. Ces méthodes sont décrites brièvement dans
le paragraphe suivant.
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Méthodes de décomposition

Les méthodes de décomposition, comme leur nom l’indique, dévisent le problème
initial en plusieurs sous-problèmes de manière à résoudre des problèmes de petite
dimension. Les résultats de ces sous-problèmes sont ensuite combinés pour ensuite
arriver à la solution optimale globale. On peut citer :

• La méthode "Chunking" de V. Vapnik [260] est la première méthode de dé-
composition utilisé dans l’apprentissage des SVM. Cette technique consiste
à éliminer les points dont les α = 0 au fur et à mesure de l’avancement de
l’algorithme. L’idée est de résoudre le problème quadratique (QP ) pour un
sous ensemble de points S1. Le sous ensemble suivant est composé des vec-
teurs supports de la résolution précédente et des S2 points sélectionnés dans
le reste de la base comme étant ceux qui violent le plus les contraintes KKT.
La limite de cette méthode réside dans la taille de la solution finale. Comme
elle utilise l’ensembles des points non nuls identifiés, la taille de matrice noyau
résultante peut être trop grande pour être stocker intégralement en mémoire ;

• La méthode de décomposition de Osuna et al. est une technique de décompo-
sition est similaire au chunking. Les auteurs ont suggéré de garder, à chaque
étape, une taille de sous ensemble constante et de geler le reste des données
d’apprentissage. Tout en laissant la possibilité de retirer du sous ensemble
courant des points vecteurs supports ;

• L’algorithme SMO (algorithme d’optimisation par minimisation séquentielle
ou en anglais Sequential Minimal Optimization) proposé par J. Platt [206].
Méthode simple et rapide proposée pour résoudre le problème de programma-
tion quadratique des SVMs sans la nécessité de stocker une grande matrice en
mémoire et sans une routine numérique itérative pour chaque sous-problème.
Elle peut être perçue comme le cas extrême des méthodes de décomposition
successive et consiste à ne considérer que deux points à chaque étape. Chaque
sous-problème quadratique peut être alors résolu analytiquement et donc nul
besoin de recourir à une résolution numérique coûteuse. Encore faut-il choisir
le bon couple (αi, αj) à optimiser durant chaque itération. L’auteur utilise
des heuristiques qui sont basées sur les conditions de KKT et ne considère
que les directions admissibles qui ne modifient que deux coefficients αi et αj
par des valeurs opposées.
Plusieurs variantes de la méthode sont proposées dans la littérature [141, 246].
La plupart des implémentations de SMO font appel à la technique de shrin-
king, poposée par Joachims en 1999, de manière à restreindre l’espace de
recherche des α. Cette heuristique vise à déterminer au cours de l’avance-
ment de l’algorithme les points, sans avoir à calculer leur coefficient α, qui
seront certainement exclus de la solution ou bornés. On pourra ainsi ne plus
tenir compte de ces points et réduire mécaniquement la taille du problème à
résoudre.
Pour nos traitements nous avons utilisé l’algorithme SMO implémenté dans le
package java open source Weka. Cette implémentation remplace globalement
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toutes les valeurs manquantes et transforme les valeurs nominales en binaire
et normalise également toutes les valeurs par défaut. Dans ce cas, les valeurs
en sortie sont basés sur les données normalisées, et non pas sur les données
d’origine, ce qui est important pour l’interprétation de la classification. Le
noyau utilisé est de type polynomial : K(x, y) =< x, y >p où K(x, y) = (<
x, y > +1)p. Pour plus d’informations sur cette méthode, le lecteur peut se
référer aux articles [206, 233].
L’utilisation de SMO permet de se dégager de l’utilisation de solveurs QP .
Pour les autres méthodes de décomposition, il reste pour chaque sous pro-
blème à résoudre un problème quadratique.

Résolution du problème quadratique

Nous allons par la suite exposer deux méthodes de résolution :

• Les méthodes de point intérieur, proposées par Karmarkar en 1984, sont uti-
lisées pour résoudre la programmation linéaire en temps polynomial. Ces mé-
thodes se sert de tous les exemples de la base d’apprentissage pour construire
la solution. Bien qu’elles soient très efficaces, elles sont limitées dans le cas
des bases de données de grande taille ;

• Contrairement à la première, le principe des méthodes de contraintes actives
est de répartir le plus efficacement possible les points dans les trois groupes
I0, IC et Iw et de trouver les valeurs des αi, i ∈ Iw par la résolution d’un
système linéaire. L’algorithme consiste à résoudre pour le groupe Iw, à chaque
étape, la minimisation sans contrainte. Si la solution trouvée ne se situe plus
dans la boîte de contraintes (0 < αi < C), α est projetée dans l’espace
admissible. Pour les SVM, l’algorithme est appelé "SimpleSVM". Développée
au laboratoire PSI sous Matlab [164] est nommée à l’origine "monqp". En
parallèle, publié par Vishwanathan [267] et est renommée en conséquence
"SimpleSVM". Cet algorithme s’est révélé être très efficace en terme de temps
de calcul et de précision.
Cet algorithme peut s’appliquer à tout problème posé sous la forme quadra-
tique convexe sous contraintes de boîtes et permet de trouver itérativement
la répartition en trois groupes. Pour plus de détails sur cette méthode, le
lecteur peut se reférer aux articles [165, 267].

Conclusion

Nous avons consacré ce présent chapitre à la démarche de diagnostic par RdF.
Après avoir introduit les concepts de base de l’approche de reconnaissance de formes,
(cf. 2.2), nous avons présenté les principales étapes de construction d’un système de
diagnostic par RdF, figure 2.2, (cf. 2.3). Le module d’acquisition collecte l’ensemble
des informations sur le procédé, le système de guidage. Une fois l’étape de perception
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effectuée, le processus de diagnostic se déclenche en se basant sur l’ensemble des
signaux vibratoires enregistrés. Seule l’approche de diagnostic par reconnaissance
des formes (RdF) est prise en compte et utilisée dans nos travaux.

Dans les systèmes de diagnostic par RdF, la précision des informations, sur les-
quelles nous basons nos traitements ainsi que leur fiabilité sont limitées. La justesse
de la décision finale prise dépend de la prise en compte de l’incertitude et de l’impré-
cision des informations utilisées. Cela exige des méthodes très performantes permet-
tant la modélisation et la manipulation des imperfections sans perdre d’information.
Dans la dernière partie du chapitre, nous rappelons les principes de la théorie de
la décision et analysons quelques unes des principales méthodes discriminantes uti-
lisées pour la reconnaissance des formes telles que le MLP et le réseau RBF. Des
différences considérables existent entre le MLP et les RBF. Le MLP est caractérisé
par une approche globale tandis que les RBF ont une approche locale. Une première
conséquence directe de cette différence, en classification, est que les RBF sont ca-
pables de dire "je ne sais pas" contrairement au MLP qui donne une réponse (même
mauvaise) quel que soit le vecteur d’entrée. Cette caractéristique propre aux RBF
est très importante en surveillance industrielle. Les bases de connaissances du fonc-
tionnement des équipements industriels sont rarement exhaustives. Le système de
surveillance se doit donc de pouvoir reconnaître les nouveaux modes susceptibles
d’être rencontrés tout au long du fonctionnement de l’équipement. Les RBF attirent
ainsi l’attention de l’expert humain sur un nouveau mode rencontré alors que le
MLP a tendance à donner une mauvaise réponse et l’expert ne saura jamais qu’un
nouveau mode a été rencontré. Par conséquent, les RBF laissent une part impor-
tante à l’expert humain lors de l’occurrence d’un nouveau mode. L’expert peut ainsi
analyser le nouveau mode et le faire apprendre au réseau sans vraiment modifier
les informations apprises au préalable. Toutefois, malgré ces arguments les MLP
peuvent se montrer plus efficace que les RBF dans certains cas. Les résultats de
classification obtenus avec les deux architectures sont comparés dans le chapitre 6.

Comme nous avons vu dans le paragraphe (cf. 2.6), le SVM procure un cadre
théorique qui résout le problème du choix du nombre de paramètres puisque celui
se fait automatiquement. La robustesse et l’efficacité du SVM à traiter des données
de nature et de complexité arbitraire a été établie sur beaucoup d’applications de
reconnaissance de formes. Les machines à noyaux en général et les SVM en particulier
apportent un certain nombre de réponses aux problèmes évoqués dans les deux
paragraphes précédents. C’est la conclusion que nous allons vérifier en pratique dans
le chapitre 6.

Une fois la démarche de diagnostic par RdF définie. Nous allons consacrer les
chapitres restants à chaque phase de diagnostic. Nous commençons par présenter
dans le chapitre suivant, le système d’acquisition utilisé pour l’enregistrement des
signaux. L’ensemble des tests d’essais sur site Lohr Industrie et le matériel choisi
sont aussi détaillés.

———————————————————-



56 CHAPITRE 2. DIAGNOSTIC PAR RECONNAISSANCE DES FORMES



57

3Acquisition des signaux
vibratoires

Les objectifs fixés au début de la thèse étaient de définir un ensemble de défauts
à la fois facilement maîtrisable et reflétant les cas réels d’usures, de trouver un bon
compromis entre la sensibilité des capteurs à la présence de défauts et une influence
plus faible au bruit (l’isolation). Pour répondre à ces exigences, une structure multi-
capteur a été utilisée pour enregistrer les vibrations du rail causées par les galets de
guidage au passage du Translohr, en marche avant et arrière. Le système d’acqui-
sition (le détecteur SYSCOGA) a été placé, dans un premier temps, sur la voie et
dans un deuxième temps sur l’appareil de voie (ADV). Ces deux installations sur
site sont décrites dans les parties 3.2.1 et 3.2.2. La suite du chapitre est réservée
à l’étude et l’analyse des signaux vibratoires acquis à l’aide de chacune des deux
installations.

3.1 Système d’acquisition

3.1.1 Configuration matérielle de base

L’existence d’un défaut sur le bandage peut se manifester par un changement
de comportement du système de guidage au contact du rail, à l’origine d’un bruit
gênant. Pour détecter ce changement nous avons besoin d’une information vibratoire
et/ou acoustique. Quelle que soit la technique utilisée, il s’agit de détecter ces chan-
gements. Ces deux méthodes, l’analyse vibratoire et acoustique, ont plus ou moins les
mêmes limitations. Le choix dépend surtout de l’application et de l’environnement.
Pour notre étude le choix s’est porté sur l’analyse vibratoire.

L’apparition d’usure, de fissures sur le bandage ou même un défaut sur le ga-
let (calibrage, fixation, ...), se traduit par des chocs qui se caractérisent par un
signal vibratoire particulier. Ces vibrations traduisent les mouvements relatifs d’une
structure soumise à une sollicitation dynamique. Leur analyse fournit une mine
d’informations dont on espère qu’elles permettront d’identifier les défauts dès leur
apparition avant de causer des dommages irréversibles. Un galet avec bandage usé ou
même neuf se caractérise par une signature vibratoire particulière. En se basant sur
ces signatures vibratoires, le système de surveillance et d’aide à la décision élaboré
devra juger si le couple de galets diagnostiqué est avec défauts ou sans défauts.
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Pour l’enregistrement des signaux vibratoires, la société SD a choisi d’utiliser
une méthode par redondance matérielle. C’est une approche pénalisante en termes
de poids, volume, coût d’achat et de maintenance. Toutefois, elle est essentiellement
réservée aux cas où la continuité du service est obligatoire. Dans notre cas, le confort
des utilisateurs et la disponibilité du tramway sont les services qui doivent être
assurés en continu par le système de surveillance.

Multiplier physiquement les accéléromètres nous permet d’avoir toute l’infor-
mation utile et liée à la cyclostationnarité des galets. Nous disposons ainsi d’un
ensemble d’informations complémentaires : le maximum de sensibilité de chaque ac-
céléromètre correspond à un secteur différent de la circonférence des galets. Ainsi,
le résultat du diagnostic n’en sera que plus fiable.

De plus, cette redondance matérielle assure la fiabilité du système et limite les
interventions en cas de panne d’un accéléromètre. En effet, la manipulation des si-
gnaux issus des éléments redondants permet d’effectuer d’une part des comparaisons
pour valider la décision finale et d’autres part de détecter une incohérence matérielle.
Si un même accéléromètre contredit toujours le reste, ce dernier est jugé défaillant.
Une fois la défaillance matérielle détectée et localisée le reste de l’équipement en bon
état peut être utilisé en mode dégradé pour assurer le fonctionnement du système
d’acquisition en attendant un retour à la normal. Cette tâche de détection d’erreurs
sur les accéléromètres est assurée par la société SD.

3.1.2 Intégration sur site

Une fois cette configuration maintenue (le nombre d’accéléromètre), un premier
problème se pose concernant le type et l’intégration des accéléromètres dans le rail :
"peut-on les fixer sur le rail ?, par soudage ou vissage ? quel est l’encom-
brement autorisé ?". Un deuxième problème se pose ici concernant la détection du
passage des galets : "comment peut-on avoir la position exacte d’un couple
de galets donné ?".

Pour répondre à ces besoins, différentes configurations matérielles et composants
matériels (type, nombre et position) ont été testées avec un ensemble de défauts
pouvant être rencontrés dans le cas réel. Finalement, le système de mesure, le détéc-
teur SYSCOGA, est constitué d’un ensemble d’accéléromètres permettant chacun
d’enregistrer les vibrations horizontales et verticales du rail provoquées par les ga-
lets à chaque passage du tramway à vitesse normale (∼ 35 km/h). Une ou plusieurs
cellules photoélectriques, composées d’un émetteur et d’un réflecteur, fournissent les
dates de référence permettant un repérage dans le temps du passage des galets et/ou
des essieux.

Suite à des contraintes liées aux normes de sécurité ferroviaire, l’emplacement
du détecteur SYSCOGA a été changé. Ainsi, deux emplacements ont été testés :
sur la voie et sur l’appareil de voie (l’ADV : la plaque d’aiguillage). Ce changement
d’emplacement est imposé par des contraintes de sécurité ferroviaire. En effet, le
système de mesure :
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– ne doit pas être encombrant ni toucher la sécurité des usagers ;
– doit être protégé et en aucun cas géner la circulation routière (travaux, embu-

lance, etc.) ;
– ne doit pas modifier la structure de l’installation et l’infrastructure (rail). Le

vissage est interdit. Le trou propre au vis peut se propager et causer des fissures
au niveau du rail. Ce qui va entrainer à terme l’usure du rail et donc mettre
en péril la sécurité des usagers.

3.2 Version finale du détecteur SYSCOGA

3.2.1 Installation sur la voie

Le système de mesure figure 3.1(a), est un prototype d’essai installé sur une
distance totale de 74.2 cm correspondant à la circonférence d’un galet. Il est constitué
de trois accéléromètres permettant chacun d’enregistrer les vibrations horizontales
et verticales du rail provoquées par le passage des galets sur la voie à chaque passage
du tramway à vitesse normale (∼ 35 km/h). Les accéléromètres sont vissés sur la
semelle du rail, figure 3.1(b). Deux cellules photoélectriques sont positionnées avant
et après les capteurs pour fournir les dates de référence permettant un repérage dans
le temps. Chaque cellule est une barrière optique de taille réduite, dont la partie
émergente ne dépasse pas 5 cm, composée d’un émetteur avec faisceau infrarouge
invisible et d’un réflecteur placés de part et d’autre du tramway. Les cellules sont
espacées d’environ 0.80 m.

L’acquisition dure 8 secondes et commence 2 s avant l’entrée du tramway dans la
zone d’acquisition, le top de la première balise, et se termine 6 s après ce top. Seules
les 3 secondes centrales sont utiles pour notre étude. La fréquence d’échantillonnage
Fe est égale à 44100 Hz. Le choix de cette fréquence relativement élevée par la société
SD durant la phase d’étude est dû à une méconnaissance a priori de la gamme de
fréquences utile.

3.2.2 Installation sur l’appareil de voie (l’ADV)

L’installation du détecteur SYSCOGA sur la voie ne respectait pas certaines
contraintes de sécurité. D’un côté, le trou conçu pour visser les accéléromètres sur
la semelle du rail peut à long terme s’étaler sur une surface plus grande du rail et
ainsi le fragiliser. D’un autre côté, l’existence d’objets encombrants sur le rail ou la
voie est strictement interdite. Il nous a fallu donc trouver un autre emplacement,
respectant les normes de sécurité, pour le détecteur SYSCOGA. D’où l’idée de tester
la possibilité d’intégrer le détecteur SYSCOGA sur l’appareil de voie (l’ADV ou
plaque d’aiguillage).

Les essais sur l’appareil de voie ont eu lieu au mois de Mai 2006. Le système de
mesure utilisé durant cette campagne d’essai est pratiquement le même que celui



60 CHAPITRE 3. ACQUISITION DES SIGNAUX VIBRATOIRES

(a)

(b)
Fig. 3.1 – (a) Système d’acquisition sur site : Installation sur la voie. (b) Fixation
des accéléromètres sur la semelle du rail.

utilisé dans l’installation sur la voie. La différence est que cette fois-ci le détecteur
SYSCOGA est monté sur la plaque d’aiguillage. L’appareil de voie, mesurant 2.18 m,
est instrumenté par trois accéléromètres collés dans des emplacements préparés préa-
lablement, figure 3.2(b) et (c). Les capteurs mesurent les accélérations suivant les
directions X, Y et Z. Le Translohr circule dans le sens Y positifs pour les circulations
ME1 (essieu ME1 en tête) et dans le sens des Y négatifs pour les circulations ME2
(essieu ME2 en tête). Les deux balises photoélectriques sont placées devant chaque
extrémité de la plaque voir figure 3.2(a). Ainsi, la distance entre les deux cellules
est égale à 2.18 m qui représente la longueur de la plaque. Elles détectent, cette
fois-ci, le passage des essieux et non pas les galets comme dans l’installation sur la
voie. Le système d’acquisition fournit, pour un passage, 9 signaux vibratoires et 2
signaux fournis par les deux balises photoélectriques. Toutefois, seuls les deux axes
horizontal (Y) et vertical (Z) sont utilisés dans la suite des traitements. La figure 3.3
montre les deux sens de circulations ME1 et ME2 ainsi que le positionnement des
accéléromètres et des cellules sur la zone d’acquisition.

La plaque d’aiguillage est une structure finie contrairement au rail qui est sup-
posé infini. Cela implique la présence de fréquences de résonances engendrées par la
plaque. Ces résonances durent plus longtemps que le passage d’un couple de galets
et peuvent éventuellement fausser la qualification d’un couple de galets. Cette pro-
blématique nous a inquiété au début des essais. Toutefois, l’idée d’instrumenter la
plaque d’aiguillage reste attractive. D’un point de vue technique, les accéléromètres
sont mieux protégés contre les parasites électriques et électromagnétiques. Comme
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(a)

(b) (c)
Fig. 3.2 – (a) Système d’acquisition sur site : Installation sur l’appareil de voie. (b)
Pose des accéléromètres sous la plaque d’aiguillage. (c) Emplacement réservé pour
un accéléromètre.

Fig. 3.3 – L’installation sur l’appareil de voie.
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l’indique la figure. 3.2(a), les cellules photoélectriques sont positionnées sur le sol.
Plus tard elles seront aussi protégées et intégrées dans des emplacements appropriés,
figure 3.4(a) sur l’ADV. Par conséquent, les signaux obtenus seront plus ou moins
propres et peu bruités ainsi le diagnostic ne sera que plus fiable. La figure 3.5 montre
les deux configurations utilisées pour les deux sens ME1 et ME2.

(a)

(b)
Fig. 3.4 – (a) Emplacements réservés aux cellules photoélectriques sur l’appareil de
voie. (b) Pivot d’appuis sous la plaque d’aiguillage.

3.3 Étude de faisabilité

3.3.1 Premiers essais, premières difficultés

Les premiers essais SYSCOGA-I et SYSCOGA-II ont eu lieu respectivement aux
mois de Janvier et d’Avril 2004. Ces deux premiers essais ont permis la vérification
de l’existence de vibrations, significatives, lors du passage du tramway sur la zone
d’acquisition, le test de la chaîne d’acquisition et de la configuration matérielle choi-
sies : la disposition des accéléromètres et des cellules photoélectriques sur la voie.
Une première possibilité d’intégation des accéléromètres dans le rail est exploitée,
figure 3.6. Suite à ces deux campagnes d’essais une première version du détecteur
SYSCOGA a été testée et retenue pour la suite du projet.

Les essais SYSCOGA-I ont été réalisés avec le premier démonstrateur Translohr
(roulement par lignes aériennes de contact (LAC) et batterie), voir figure 3.7(a). La
configuration matérielle utilisée pour l’acquisition des signaux est constituée de :

– huit accéléromètres (4 verticaux et 4 latéraux) collés sur la semelle du rail,
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(a)

(b)
Fig. 3.5 – (a) La configuration 1 du montage des galets pour le sens ME1. (b) La
configuration 2 du montage des galets pour le sens ME2.

Fig. 3.6 – Emplacement de l’accéléromètre dans le rail.

figure 3.7(b) ;
– deux microphones posés sur la voie près du rail, figure 3.7(c), pour l’acqui-

sition des signaux acoustiques. L’idée d’utiliser le signal acoustique comme
complément d’information a été rapidement abandonnée par la suite ;

– une cellule photoélectrique et deux scotchs réfléchissants, positionnés à l’avant
et l’arrière du tramway pour détecter l’entrée et la sortie du tramway dans
la zone d’acquisition, figure 3.7(d) et (e). La distance entre les deux scotchs
réfléchissants est de 12.32 m.

Le schéma 3.8(a) représente l’ensemble de l’installation matérielle et les distances
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(a)

(b) (c)

(d) (e)

Fig. 3.7 – (a) Le premier démonstrateur Translohr utilisé lors des essais SYSCOGA-
I.(b) Huit accéléromètres superposés 2 à 2 (4 latéraux et 4 verticaux). (c) Deux
microphones pour l’acquisition des signaux acoustiques. (d) Cellule photoéléctrique.
(e) Le trait vertical en blanc représente le réflecteur positionné sur le tramway.
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entre les dispositifs de mesure (en cm). La cote "A" a eu les valeurs suivantes :
13.5 cm, 10 cm et 7 cm.

(a)

(b)

Fig. 3.8 – (a) Configuration matérielle SYSCOGA-I. (b) Position des conditionneurs
pour accéléromètres sous la gaine en caoutchouc.

3.3.2 Configuration technique du véhicule et des défauts

Deux configurations de défauts ont été testées :
(i) configuration C1 : guidage en parfait état technique (roulement, patins,...)

et présence de défaut uniquement sur les galets avec configuration symétrique
AVD/AVG
– passages en mode LAC (MGC) ;
– passages en mode batterie (MGA) ;

(ii) configuration C2 : la même configuration des galets utilisée dans C1 avec la
mise en place d’un défaut unique sur chaque essieu (patin, roulement, vérin,...)
– passages en LAC avec frein électrique dans la zone de mesure en marche

avant (AV) ;
– passages en LAC à vitesse stabilisée en marche arrière (AR) ;
– véhicule en position basse.

3.3.3 Problèmes rencontrés

Dans cette étape de recueil de données, nous avons été confrontés à un ensemble
de problèmes liés directement à la nouveauté et la méconnaissance du système de
guidage, aux conditionnements de l’environnement électrique et électromagnétique



66 CHAPITRE 3. ACQUISITION DES SIGNAUX VIBRATOIRES

du tramway qui influent sur la qualité des signaux acquis par les accéléromètres
et les cellules photoélectriques. D’autres problèmes sont liés plutôt aux conditions
climatiques (pluie, neige, humidité, etc.).

(a) Problèmes techniques

Lors de cette première campagne d’essais, nous avons rencontrés plusieurs
problèmes dont la plupart purement mécaniques ayant pour cause :

– signaux d’accéléromètres obtenus avec les passages en mode LAC très brui-
tés ;

– bruits électrique dus au retour de courant qui ont été évité par la suite
grâce à l’accélération par l’alimentation par caténaire (LAC) mais avec frein
électrique à 100% dans la zone de mesure pour renvoyer la tension dans la
LAC et enfin un redémarrage de l’alimentation. Cette solution a améliorée
nettement la qualité des signaux et c’est celle utilisée dans la suite de la
première campagne d’essai SYSCOGA-I avec des mesures en marche avant
(AV) seulement ;

– bruit dû au chargeur de la batterie qui est moins important que celui dû à
la caténaire ;

– problèmes de mesures sur les accéléromètres dus à l’humidité dans la gaine en
caoutchouc des conditionneurs situés proches des accéléromètres, figure 3.8(b) ;

– positionnement de la balise et des deux réflecteurs, figure 3.7(d) et (e) ;
– déclenchement de la balise lors du passage du tramway à des grandes vitesses
>> 40 km/h ;

– erreur de vitesse obtenue à partir du compteur Translohr (V = 40 km/h) et
celle mesurée avec la cellule photoélectrique (V = 35 km/h).

Certains de ces problèmes ont été résolus lors de la deuxième et la troi-
sième campagne d’essais SYSCOGA-II et SYSCOGA-IIbis détaillées dans l’an-
nexe B. La version finale du détecteur SYSCOGA a été validée lors de la qua-
trième campagne d’essais SYSCOGA-III.

(b) Problèmes climatiques

Le problème le plus gênant et le plus souvent rencontré est la présence d’eau sur
la voie et sur l’appareil de voie en raison de chutes de pluie. Cependant, dans
l’installation sur l’appareil de voie, l’eau, contrairement à l’installation sur la
voie, n’est pas en contact direct avec les accéléromètres. Étant donné que les
rails de la plaque ne sont pas en contact avec le rail de la voie ; l’eau s’évacue à
travers les disjonctions de la plaque avec le rail aux deux extrémités. Toutefois,
quelques signaux vibratoires fournis par les accéléromètres sont bruités. Les
cellules photoélectriques sont à leurs tour affectées. Par conséquent, la qualité
de la détection a été dégradée et d’autres créneaux parasites apparaissent de
part et d’autre des passages d’essieux en raison de l’eau projetée par le passage
du Translohr.
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3.3.4 Premières analyses

À l’issue de l’étape d’acquisition on dispose, pour chaque passage du tramway,
de six signaux fournis par les trois accéléromètres (horizontal & vertical) et de deux
signaux fournis par les deux cellules photoélectriques. Les signaux vibratoires repré-
sentent l’accélération enms−2 et les signaux des cellules photoélectrique représentent
leur tension en volt. Si la cellule photoélectrique détecte à un instant t le passage du
tramway, la valeur correspondante est supérieure à zéro, V cell > 0, sinon V cell = 0.

Durant une grande partie du projet, la phase de prétraitement comprenant le
filtrage et l’extraction du segment correspondant à chaque couple de galets à partir
du signal complet a été effectuée par la société SD. Un couple de galets est représenté
par une matrice CGk, de valeurs en dB, de dimension (8× 512), dans SYSCOGA-I,
et (6× 1024) dans SYSCOGA-III. Les colonnes représentent les accéléromètres. Les
lignes représentent les fréquences ν avec ν ∈ [0 − 22007] Hz avec un pas de 44 Hz
pour SYSCOGA-I et ν ∈ [0 − 6000] Hz pour SYSCOGA-III. Les matrices CGk
résultent de la transformée de fourier à fenêtre, du signal vibratoire, appliquée par
la société SD dans cette phase de paramétrisation des signaux.

Chaque couple de galets est donc caractérisé par un vecteur forme (x = x1, ..., xp)
avec p = 4096, dans SYSCOGA-I, et p = 6144 variables (descripteurs) dans SYSCOGA-
III. Pour les essais SYSCOGA-III, nous avons étudié essentiellement les 4 classes :
Sans défaut, avec trous, l’usure 100% et l’usure patatoïde. Pour chaque classe, 100
passages valides ont été retenus. Vu la différence entre les passages allers et les
passages retours une base de données est construite pour chaque sens de marche,
Nsys−IIIA et Nsys−IIIR de dimension (100× 1024) , à partir des vecteurs formes. Ces
bases d’apprentissage sont utilisées ensuite dans l’étape de classification pour défi-
nir l’état de chaque couple de galets. Malheureusement le nombre important des p
variables caractéristiques par couple de galet ne facilite pas l’étape de classification
et nécessite donc une étape de réduction de dimension. Pour réduire la dimension
des p variables nous avons utilisés plusieurs techniques notament de sélection de
variables tels que les algorithmes séquentiels (SFFS et SFBS). Le chapitre 5 détaille
l’ensemble des méthodes les plus citées dans la littérature et celles utilisées dans
notre travail.

L’objectif de cette première partie du projet était de trouver les fréquences ou
proprement dit la gamme de fréquences représentatives pour chaque classe. Cepen-
dant, la sélection de variables n’a pas permis de séparer nettement les différentes
classes étudiées. Cet échec est dû essentiellement aux raisons suivantes :

– Le mélange de deux types d’usure sur le même couple de galets ;
– Le signal vibratoire (l’accélération) est de nature non-stationnaire, les phéno-

mènes existants dans le signal ne peuvent pas être détectés par une simple
transformée de Fourier. Ce point est amplement détaillé dans la partie 4.1.1
du chapitre 4 ;

– Deux types de défauts peuvent être rencontrés, locaux et structuraux, (cf.
1.5.3). Le défaut local touche la surface du galet (bandage) et se manifeste
en hautes fréquences. Par contre, le deuxième type se manifeste en basses fré-
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quences. Un même galet peut comporter les deux types de défauts en même
temps. Une transformée de Fourier (FFT) ne permet pas d’avoir les deux in-
formation à la fois ;

– Les deux raisons les plus importantes de l’échec à ce stade, à notre avis, sont
la méconnaissance du comportement du système de guidage et les différents
états de fonctionnement anormaux (défauts) : système nouveau, l’ignorance et
le manque d’une partie de compréhension et d’analyse des signaux.

3.3.5 Redirection de la thèse

À ce moment de la thèse, nous avons fixé d’autres objectifs et la problématique
du projet et de la thèse s’est réorientée d’une approche d’apprentissage pure vers
"l’analyse des signaux non-stationnaires multi-composantes". Ce change-
ment de vision vis-à-vis de la nature des signaux traités impose une redirection ou
une reformulation du projet. Le signal temporel, et non plus des FFTs, est utilisé
cette fois-ci comme matière première pour effectuer l’étape de diagnostic. Ainsi, la
partie de génération des signatures et le repérage des segments correspondants aux
passages des couples de galets sont intégrés par la suite dans notre travail de thèse.

L’objectif est de bien décrire les phénomènes existants dans le signal afin de dé-
tecter aussi bien un défaut local (hautes fréquences) qu’un défaut structurel (basses
fréquences). La question qui vient à l’esprit maintenant est la suivante : "partant du
signal vibratoire, existe-il une représentation avec laquelle on peut com-
prendre son comportement et suivre son évolution ?". Plusieurs méthodes
existent dans la litérature et permettent de répondre à cette question. Le choix
étant difficile et strictement lié aux attentes fixées et l’application elle même, le
chapitre 4 détaille cet aspect du travail.

3.4 Première analyse des signaux

L’ensemble des signaux obtenus lors des campagnes d’essais sont prétraités (dé-
bruitage, filtrage, etc.), dans un premier temps, par la société SD. Dans la suite,
on considère la moyenne du signal latéral et vertical par capteur. En conséquence,
chaque passage est représenté par seulement trois signaux correspondant aux trois
accéléromètres. Ensuite, les signaux résultants subissent un découpage temporel afin
de localiser les segments du signal associés aux couples de galets. Ainsi, pour chaque
passage, on obtient huit segments correspondants aux huit couples de galets. L’iden-
tification de l’état d’un couple de galets donné est ensuite assurée par le module de
diagnostic. Toutefois, avant de décrire en détail cette procédure de segmentation,
il semble intéressant de souligner quelques remarques qui ont attiré notre attention
sur l’aspect physique et les points caractéristiques des signaux vibratoires pour les
deux installations, sur la voie et sur l’ADV.
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3.4.1 Descriptif des signaux SYSCOGA-I à IV (sur la voie)

À l’issue de l’étape d’acquisition on dispose, pour chaque passage du tramway,
de six signaux fournis par les trois accéléromètres (horizontal & vertical) et de deux
signaux fournis par les deux cellules photoélectriques, figure 3.9.

Au passage d’un essieu, le signal issue d’une cellule photoélectrique se décompose
en trois zones correspondant respectivement aux détections du couple de galets avant
puis des roues pneumatiques et enfin du couple de galets arrière ce qui donne pour
4 essieux 4 groupes de 3 créneaux (1 par essieu), figure 3.10(a). Ainsi, pour chaque
couple de galets, la première cellule photoélectrique fournit la date d’entrée dans la
zone d’acquisition tandis que la deuxième cellule photoélectrique fournit la date de
sortie, figure 3.10(b). Cette information sera utile pour la correspondance temps-
position afin de localiser les segments du signal associés aux couples de galets.

Fig. 3.9 – Les signaux vibratoires en unités arbitraires aquis avec l’installation sur la
voie, SYSCOGA I-IV : l’axe latéral et l’axe vertical d’un capteur. Les deux cellules
photoélectriques fournissent les dates d’entrée et de sortie des couples de galets et
des roues.

Découpage temporel

Pour chaque passage du tramway, le signal acquis représente l’information su-
perposée provenant simultanément des huit couples de galets CGk, k = 1, .., 8,
figure 3.10(a). Ainsi, au passage d’un essieu, le signal se décompose en trois zones,
figure 3.10(b), correspondant respectivement aux passages du couple de galets avant
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(a)

(b)

Fig. 3.10 – (a) Le signal vibratoire acquis avec l’installation sur la voie : trait
rouge représente la cellule photoélectrique N◦1 et le trait vert représente la cellule
photoélectrique N◦2. (b) Zoom sur un essieu : l’intervalle [dG1, fG1] représente res-
pectivement les moments d’entrée, repérés par la 1ère cellule, et de la sortie, repérés
par la 2ème cellule, du premier couple de galets dans la zone d’acquisition.
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puis des roues pneumatiques et enfin du couple de galets arrière. "Comment peut-
on avoir une correspondance temps-position afin de localiser les segments
du signal temporel associés aux couples de galets ?".

Pour chaque capteur, on s’attend à ce que le signal à un instant donné soit
dominé par le comportement du couple de galet le plus proche du capteur à cet
instant, figure 3.11. Une segmentation temporelle basée sur les dates de début et fin
de passage des galets/roues, fournies par les deux cellules photoélectriques, permet
de repérer la position exacte de chaque couple de galet sur le signal fourni par un
capteur k donné. Si un couple de galets est plus proche du capteur k que des autres,
le signal correspondant à la tranche [αk−1, αk] lui est affecté, voir figure 3.11(a).

Introduisons les notions suivantes :

– tiGk représente le début d’acquisition pour le ki-ème galet donné par la première
cellule photoélectrique ;

– tfGk est le top de la fin d’acquisition du kième fournit par la seconde cellule
photoélectrique ;

– tiGk = (T1debut + T0debut)/2 ;
– tfGk = (T1Fin + T0Fin)/2 ;
– la vitesse est donnée par V = L/T . Tels que LGk, VGk et TGk = tfGk − tiGk

représentent respectivement la longueur parcourue, la vitesse du tramway et
enfin la durée d’acquisition pour le kième couple de galets.

L’objectif est de trouver les segments du signal [tiGk, t
f
Gk], correspondants aux k

couples de galets k ∈ 1, .., 8, à partir des dates de référence fournies par les deux
cellules photoélectriques voir figure 3.11(b) et (c). Pour ce faire, on procède comme
suit :

PosantXGk la position du kième couple de galets par rapport à un capteur donné,
XGk ∈ [0,L], figure 3.11(a), avec t ∈ [tiGk, t

f
Gk]. Pour chaque capteur, on extrait le

segment du signal correspondant à la position XGk du couple de galets Gk considéré.
Par conséquent, trois possibilités se présentent :

– si Gk est en face du premier capteur a alors
t ∈ [aik, a

f
k ]⇔ XGk ∈ [α0, α1]⇔ t ∈ [tiGk + α0/LGk ∗ TGk, tiGk + α1/LGk ∗ TGk] ;

– si Gk est en face du deuxième capteur b alors
t ∈ [bik, b

f
k ]⇔ XGk ∈ [α1, α2]⇔ t ∈ [tiGk + α1/LGk ∗ TGk, tiGk + α2/LGk ∗ TGk] ;

– enfin, si Gk est en face du dernier capteur c alors
t ∈ [ci1, c

f
1 ]⇔ XGk ∈ [α2, α3]⇔ t ∈ [tiG1 + α2/LGk ∗ TGk, tiGk + α3/LGk ∗ TGk].

On se basant sur ces intervalles, on réalise le découpage temporel sur le signal
vibratoire. Ainsi huit segments en résultent et correspondent aux huit couples de
galets, figure 3.12.
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(a)

(b)

(c)

Fig. 3.11 – (a) Le découpage temporel : Le premier capteur, "a", est espacé de 6.5cm
de la cellule N◦1 et du capteur N◦2, "b", de 21.1cm. La distance entre le capteur
N◦2 et le capteur N◦3, "c", est égale à 21cm. Enfin la distance entre le capteur
N◦3 et la cellule N◦2 est égale à 25.6cm. Les tranches [αk−1, αk] représentent les
segments correspondants au passage d’un galet devant un capteur k. La longueur
totale L = 74.2cm. Dates d’entrées (b) et de sorties (c), par essieu, respectivement
du couple de galets N◦1, de la roue et enfin du du couple de galets N◦2 données par
les deux cellules photoélectriques 1&2.
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(a)

(b)
Fig. 3.12 – (a) Découpage temporel du signal en 8 segments correspondant aux
8 couples de galets : Installation sur la voie. Chaque essieu est composé de deux
couples de galets (b).

On remarque, sur l’ensemble des signaux acquis avec l’installation sur la voie,
une différence entre les passages allers et retours. Le signal vibratoire obtenu en sens
retour est beaucoup plus amplifié que celui d’un passage aller. En fait, tout ce qu’on
peut dire sur ces différences de comportement, pour l’instant, est qu’elles peuvent
provenir soit de la position des galets sur le translohr, la structure du système de
guidage et la manière dont les couples de galets enserrent le rail ou soit quelles
sont tout simplement spécifiques à la piste d’essai et notamment à la position des
accéléromètres par rapport aux joints entres les dalles.

On constate couramment, sur l’ensemble des signaux vibratoires, la présence de
pics énergétiques hors synchronisme exact galet/capteur. Ces phénomènes peuvent
s’expliquer par le passage des pneus sur les joints de dalles créant des vibrations qui
se propagent ensuite dans le rail et/ou la voie. Ces chocs, figure 3.13 (pics A, B et
C) sont aussi bien présents sur l’axe vertical que sur l’axe latéral, par contre ils sont
moins importants sur ce dernier. Cette variation énergétique apparaît nettement sur
la figure 3.13. Il est envisageable d’approfondir ce point, dans les prochains essais,
pour mieux comprendre le comportement à la fois du défaut et du système de guidage
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lui même. À ce stade du projet, on ne peux pas se prononcer sur les causes exactes
de certains phénomènes rencontrés lors des essais. Toutefois, tous les points notés ici
seront annalysés lors des prochains essais. Les réponses à ces questions faciliteront
la tâche de diagnostic.

Fig. 3.13 – L’existence de pics parasites, (A, B,C), sur l’accélération latérale &
verticale pour un passage donné. Les deux ensembles [1,3,5,7] et [2,4,6,8] représentent
respectivement les entrées et les sorties des 4 essieux.

3.4.2 Descriptif des signaux SYSCOGA-V (sur l’ADV)

Au passage du tramway, le signal issu d’une cellule photoélectrique se décom-
pose en quatre zones correspondant à la détection des quatre essieux, figure 3.14(a).
Contrairement à l’installation sur la voie la première cellule photoélectrique fournit
cette fois-ci la date d’entrée de chaque essieu dans la zone d’acquisition tandis que
la deuxième cellule photoélectrique fournit la date de sortie. On aura donc, pour les
4 essieux, 4 groupes d’un seul créneau (1 par essieu). Cette information sera utile
pour extraire les segments du signal correspondants aux essieux et ensuite ceux cor-
respondants aux couples de galets. La correspondance temps-position est illustrée
dans la partie réservée au découpage temporel.

Malgré nos réticences a priori, l’utilisation de la plaque d’aiguillage a permis
de répondre à plusieurs questions posées préalablement dans l’installation sur la
voie. Avec cette configuration, les variations en fonction du sens de circulation,
figure 3.15(a), semblent plus compréhensibles contrairement à l’installation sur la
voie. De même, avec cette installation, le signal vibratoire obtenu dans le sens ME2,
figure 3.15(c), c’est à dire avec l’essieu ME2 en tête (coté pivot) est plus amplifié
que celui d’un sens ME1 avec l’essieu ME1 en tête, figure 3.15(b). Cette fois-ci, la
cause de ces différences de comportement est connue : elle est due à la dissymétrie
et à la manière dont la plaque est fixée, notamment son point d’appui au sol (le
pivot). Comme le montre la figure 3.4(b) la plaque d’aiguillage repose sur un pivot
qui permet le changement de voie de roulement. Le pivot, dans cette configuration,
sert simplement d’appui sans aucune fixation.
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(a)

(b)

(c)
Fig. 3.14 – (a) Le signal vibratoire acquis avec l’installation sur l’appareil de voie :
trait vert représente la cellule photoélectrique N◦1 et le trait rouge représente la
cellule photoélectrique N◦2. (b) Zoom sur un essieu : l’intervalle [dE, fE] représente
respectivement le moment d’entrée, repérée par la 1ère cellule, et de la sortie, repérée
par la 2ème cellule, d’un essieu dans la zone d’acquisition. (c) Un choc amorti. Zoom
sur un choc provoqué par l’entrée ou la sortie d’un galet.

Un autre point positif concerne la localisation des couples de galets qui devient
naturelle et instinctive. Le découpage des signaux est réalisé à moitié par la plaque
elle-même, les essieux sont nettement séparés. On remarque sur la figure. 3.16(a),
l’existence de quatre groupes concentrés et bien hétérogènes représentant chacun le
passage d’un essieu sur la plaque d’aiguillage. Cela va simplifier considérablement
la localisation des couples de galets et ainsi le découpage temporel. Cependant,
certains points restent à explorer telles que les variations de la réponse de la plaque
en fonction de la position d’un même couple de galets sur la rame.

Cependant, on constate également avec cette installation la présence de chocs sur
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(a)

(b)

Fig. 3.15 – (a) Le sens de circulation du Translohr : installation sur l’appareil de
voie. (b) Signal vibratoire, en unités arbitraires, acquis dans les deux sens ME1 et
ME2.

les signaux vibratoires comme ceux déjà rencontrés dans l’installation sur la voie.
Ces chocs sont présents en dehors du passage des galets sur les accéléromètres et
peuvent s’expliquer, en plus des raisons préalablement cités dans la partie 3.4.1, par
la résonance de la plaque d’aiguillage. Ces chocs (2, 3 et 6), figure 3.16(b), sont aussi
bien présents dans le sens ME2 que dans le sens ME1. Ils représentent un phénomène
type de choc puis oscillation amortie exponentiellement, figure 3.14(c).

Découpage temporel

Pour chaque signal on regarde les points caractéristiques essieu par essieu. On
donne une estimation, en secondes et en mètres, de la distance entre chaque point et
le début du signal. Pour illustrer la procédure du découpage temporel, prenons les
signaux vibratoires présentés dans les figures 3.18(a) et 3.19(a), acquis respective-
ment dans le sens ME1 et le sens ME2 avec les configurations 1 et 2. Généralement,
les essieux ME1, MI1, MI2 et ME2 se comportent de la même manière dans un
sens ou dans un autre. Cependant, l’étalement, l’amplitude des signaux ainsi que
la propagation des vibrations dépendent, entre autres, de la position du pivot par
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(a)

(b)

Fig. 3.16 – (a) Le passage des quatre essieux sur la plaque d’aiguillage. (b) Pics
parasites sur le segment du signal correspondant au sens ME1C1 Essieu MI2. EEssieu,
EC1, SEssieu et SC1 représentent respectivement l’entrée de l’essieu et du premier
couple de galets et la sortie des deux de la zone d’acquisition (ADV).
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rapport à l’essieu et du mécanisme de guidage.

Rappelons que la vitesse V = L/T où L et T représentent respectivement, la
distance réelle entre les deux balises (2.18 m), et le temps nécessaire pour parcourir
cette distance. Dans le sens ME1 la distance entre la première balise (voie 11) et le
pivot est de 1.74 m soit ≈ 0.23 s. Par contre dans le sens ME2, le pivot est à 0.44 m
soit ≈ 0.058 s de l’entrée de l’ADV (la deuxième balise, voie 10). À partir de là nous
pouvons calculer la vitesse du tramway à l’intérieur de l’essieu et effectuer ensuite
le découpage temporel. Par exemple, pour l’essieu ME1, figure 3.18(b), la différence
entre la première coupure balise 1 (premier trait rouge) et la première coupure balise
2 (premier trait vert) est égale à 0.27 s. Nous estimons donc la vitesse du tramway
dans l’essieu ME1 à 8.01 m.s−1 (29 km.h−1).

Fig. 3.17 – Découpage temporel du signal en 8 segments correspondant aux 8 couples
de galets : installation sur l’ADV.

Nous nous basons sur ces données et nous découpons les signaux de façon à
isoler chaque couple de galets. Nous considérons alors le moment où il est seul sur
la plaque. D’après la distance entre le premier pic et le passage de l’essieu on peut
estimer la distance intergalets à 1.98 m pour les essieux extrêmes et 2.78 m pour les
essieux intermédiaires. L’écart entre cette distance estimée et la distance intergalets
réelle est égale à −38 cm. Nous pensons que cette distance peut correspondre à la
taille du patin, figure 1.2(c). Les signaux sont découpés ainsi :

Essieux extrêmes

Les 2 premiers mètres correspondent au passage seul du premier couple de ga-
lets et les 18 cm suivants correspondent à la sortie du premier couple de galets
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et à l’entrée du deuxième couple de galets. Les 2 derniers mètres correspondent
au seul passage du second couple de galets ;

Essieux intermédiaires

Pour les essieux intermédiaires, les 2.18 premiers mètres correspondent au seul
passage du premier couple de galets. Durant les 60 cm suivants rien ne roule
sur la plaque. Enfin, les 2.18 derniers mètres correspondent au passage seul du
second couple de galets.

En procédant ainsi, les couples de galets appartenant aux essieux extrêmes et aux
essieux intermédiaires sont représentés respectivement par des segments de signal
SCGk, k ∈ 1, ..., 8, correspondant à un déplacement du tramway de 2 m et de 2.18 m.

Quelques points caractéristiques

Globalement, pour un sens donné ME1 ou ME2, les essieux extrêmes ou inter-
médiaires se comportent de la même manière au contact de la plaque d’aiguillage.
Toutefois, nous avons relevé quelques points caractéristiques pour chaque essieu et
chaque couple de galets :

3 l’existence d’un choc (pic) qui vient juste après l’entrée des couples CG1 et
CG2 sur la plaque :
• dans le sens ME1, figure 3.18(b) et (c), la distance moyenne entre :

– l’entrée du CG1, pic N◦1, et le deuxième pic N◦2 est de 0.045 s soit
0.35 m;

– l’entrée du deuxième couple CG2, pic N◦5, et le deuxième pic N◦6
est de 0.017 s soit 0.12 m.

• par contre dans le sens ME2, figure 3.19(b), la distance moyenne
entre :
– l’entrée du CG1, pic N◦1, et le deuxième pic (N◦2, ∗) est de 0.009 s

soit 0.075 m;
– l’entrée du deuxième couple CG2, (∗, pic N◦3), et le deuxième pic

N◦4 est de 0.009 s soit environ 0.08 m;
– le pivot est à 0.051 s, soit 0.44 m, de l’entrée du premier couple CG1,

pic 1, ce qui correspond ≈ à la sortie du premier couple de galets
CG1.

3 dans le sens ME1, que ce soit dans un essieu extrême ou intermédiare fi-
gure 3.18(b) et (c), l’entrée des deux couples de galets CG1 et CG2 sur l’ADV
est représentée par 3 pics successifs et leur sortie par un seul pic. On peut es-
timer la moyenne de propagation de l’ensemble des pics à 0.035 s, soit 0.28 m.
Néanmoins, il existe une différence significative au niveau de leur amplitude.
Les chocs (pics) correspondants à l’entrée du couple CG1 sont beaucoup plus
forts que ceux à la fois de la sortie de ce dernier ainsi que l’entrée et la sortie
du deuxième couple CG2.
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À notre avis, cela est dû aux caractéristiques propres à chaque couple de
galets et de la plaque d’aiguillage. Étant donné que la plaque d’aiguillage est
fixée du côté du pivot et libre ailleurs, plus la distance entre le couple de galet
et le pivot est grande plus le choc est fort.
D’un autre point de vue, ce qui peut expliquer aussi la différence d’amplitude
entre le passage respectif des couples CG1 et CG2 sur l’ADV est le mécanisme
de guidage lui même. Chaque essieu est composé de deux couples de galets,
CG1 et CG2, disposés symétriquement par rapport à l’axe de l’essieu. Il y a
un système de vérins qui permet d’activer le couple situé en avant de l’essieu,
le CG1, dans le sens de la marche et de laisser un jeu latéral à l’organe de
guidage situé derrière, le deuxième couple CG2. Dans le sens de la marche, le
premier couple CG1 est donc le couple de galets directeur et le couple CG2
est suiveur. Il est fort probable, que la façon dont le couple de galets enserre le
rail, directeur ou suiveur, se traduit par une différence d’amplitude du signal
correspondant à chaque couple.
Les supports de chaque couple de galets, pour les essieux intermédiaires,
portent des patins de retour de courant. Tandis que, les essieux extrêmes sont
équipés de patins de mise à la masse, qui servent également de chasse-pierres.
Cette différence peut aussi avoir une influence sur la nature du signal acquis.
Ces supports ne sont peut être pas situés aux même endroits relativement
aux galets1 ;

3 l’existence, dans les deux sens ME1 et ME2, de pics parasites dont la présence
ne peut être justifié pour l’instant. Par exemple, les pics (2, 3 et 6), essieu
ME1 figure 3.18(b), et les pics ([2, 3] ;[6, 7]), essieu MI1, figure 3.18(c) ;

3 dans le sens ME2 configuration 2 le signal est plat plus longtemps entre MI1
arrière/MI1 avant que entre MI2 arrière/MI2 avant. Il y a 0.30 m entre MI2
avant et MI2 arrière et 0.61 m entre MI1 avant et MI1 arrière. Ceci n’est vrai
que pour le sens ME2 avec la configuration 2, dans les autres cas nous avons
toujours de l’ordre de 0.60 m entre un MI avant et un MI arrière, figure 3.20.

D’autres points caractéristiques ont aussi retenu notre attention lors de cette
étape d’analyse des signaux. Nous avons remarqué quelques différences entre le pas-
sage du Translohr dans un sens ou dans un autre (ME1/ME2). Dans le sens ME1 la
distance entre l’entrée de l’ADV et le pivot est de 1.74 m soit ≈ 0.23 s. Par contre
dans le sens ME2, le pivot est à 0.44 m soit ≈ 0.06 s de l’entrée de l’ADV. Étant plus
près du pivot de la plaque d’aiguillage, dans le sens ME2, l’ADV se cale (stabilise)
dès l’entrée du premier couple de galets. De ce fait, l’étalement, la forme, l’amplitude
des signaux ainsi que la propagation des vibrations sont différents, (cf. 3.4.2).

Certains points restent aussi à explorer tels que l’évolution du niveau d’usure
survenue notamment dans le sens ME2. Ainsi que les variations de la réponse de la
plaque en fonction de la position d’un même couple de galets sur la rame (galets
directeur ou suiveur). Dans le sens de la marche, le système de vérin active le couple
situé en avant de l’essieu et laisse un jeu latéral à l’organe de guidage situé en arrière,
le deuxième couple. Nous pensons que la façon dont le couple de galets enserre
le rail, directeur ou suiveur, se traduit par une différence d’amplitude du signal

1Cette hypothèse n’est pas vérifiée à cause de la méconnaissance des détails du système de
guidage tenus par le secret industriel.
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(a)

(b)

(c)

Fig. 3.18 – (a) Le signal correspondant au premier passage et la première voie dans
le sens ME1. Extraits des signaux correspondants aux essieux (b) ME1 et (c) MI1.
Les chiffres encadrés représentent le début de chaque choc pouvant correspondre à
l’entrée ou la sortie du galet.
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(a)

(b)

(c)

Fig. 3.19 – (a) Le signal correspondant au passage N◦6 voie 1 dans le sens ME2.
Extraits des signaux correspondants aux essieux (b) ME2 et (c) ME1.
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Fig. 3.20 – Différence entre MI1 et MI2 dans le sens ME2 configuration 2.
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correspondant à chaque couple. Cela nous laisse croire aussi qu’un même défaut sur
un couple de galets directeurs sera mieux détecté que celui sur un couple suiveur
(la force et le type d’appui). Suite à cette étape d’analyse des signaux, (cf. 3.4.2),
deux hypothèses h1 et h2 ont été posées selon lesquelles le taux de classification sera
meilleur :

– h1 : dans le sens ME2 ;
– h2 : avec la configuration C2, à savoir les défauts sont montés sur les essieux

avant, couple de galets directeurs. Les sections suivantes vont confirmer ou
infirmer ces hypothèses.

Nous allons confirmer ou infirmer ces constats lors de l’étape de la classification
et qui sera traitée dans le chapitre suivant.

Conclusion

Le but de ce chapitre était de choisir la bonne configuration matérielle pour
enregister les signaux vibratoires. La difficulté était de trouver un compromis entre
l’environnement acoustique du tramway, la dimension, la sensibilité et l’isolation des
composants constituant le système d’acquisition. Pour répondre à ces besoins nous
avons, dans un premier temps, détaillé les deux configurations matérielles utilisées
pour l’enregistrement des signaux vibratoires. Dans la première configuration, le
système d’acquisition a été placé sur la voie, (cf. 3.2.1). Alors que dans la seconde
configuration, il a été installé sur l’appareil de voie (ADV), (cf. 3.2.2). Dans les deux
cas, une structure multi-capteur a été utilisée pour enregistrer les vibrations du rail
au passage du Translohr. Pour la suite du projet, c’est l’installation sur l’ADV qui est
retenue pour l’intégration sur site. Par conséquent, les chapitres suivants détaillent
les signaux associés. Néanmoins, quelques points caractéristiques des signaux issus
de l’installation sur la voie ont été donnés à titre comparatif.

Dans un second temps, nous avons procédé à une première analyse des signaux
vibratoires bruts avec une description du système "Tramway/Rail". Cette étape est
indispensable à la bonne compréhension des données expérimentales. Elle nous a
permis de segmenter le signal en temps. Permettant ainsi d’associer un segment
de signal distinct à chaque couple de galets et éviter les interférences. Les signaux
résultants de cette étape de perception représentent l’information a priori sur le
fonctionnement du système de guidage et sont utilisés dans le module de diagnostic
par reconnaissance de formes.

La suite du travail s’attachera à mettre au point une démarche de diagnostic de
l’état des galets par RdF à partir de ces signaux. Cependant, la nature non statio-
naire du signal vibratoire nécessite des méthodes temps-fréquence (temps-échelle)
bien appropriées pour une meilleure exploration de ces propriétés. Il est donc utile
de trouver l’approche la plus appropriée. Le chapitre suivant expose les méthodes
de traitement de signal les plus utilisées.
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4
Analyse temps-échelle des
signaux

En exagérant à peine, nous introduirons presque autant d’al-
gorithmes d’analyse qu’il y a de signaux [178].

L’objectif du système de diagnostic est de déterminer le ou les galets défectueux
(localisation temporelle) et de définir la nature du défaut (caractérisation fréquen-
tielle). Nous avons donc besoin d’une information temps-fréquence, d’où l’utilisation
d’une analyse temps-fréquence ou temps-échelle.

Nous présentons dans ce chapitre une synthèse sur les méthodes temps-fréquence
en résumant les résultats importants d’une théorie qui a connu un fantastique essor
au milieu des années 80. Nous rappellerons dans un premier temps quelques résul-
tats sur la transformée de Fourier, pour motiver l’introduction des représentations
temps-fréquence et pour fixer nos notations. Les éléments classiques sur les repré-
sentations conjointes en temps et en fréquence sont détaillés dans [88, 115, 170].
Ces méthodes sont utilisés en particulier dans le domaine des transports ferroviaires
pour la détection des usures des rails [279, 69, 24] ainsi que dans le secteur industriel
pour le diagnostic des machines tournantes et moteurs à combustion interne [274].

La seconde partie montre quelques résultats sur les représentations temps-fréquence
(RTF) pour introduire la transformée en ondelettes. La dernière partie du chapitre
est réservée à la transformée en ondelettes continue ou la représentation temps-
échelle (RTE) et rappelle les propriétés fondamentales pour justifier son utilisation
pour l’analyse de nos signaux. Ce chapitre est essentiellement bibliographique, il a
été alimenté par la lecture de [52, 88, 201, 53, 170, 14].
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4.1 Les représentations temps-fréquence et temps-
échelle

4.1.1 La transformée de Fourier

Considérons le signal x(t) à temps continu. Si x est d’énergie finie sa transformée
de Fourier (TF) à la fréquence ν existe et appartient à L2 [37]

X(ν) =

∫ +∞

−∞
x(t)e−i2πνtdt, (4.1)

son inverse est donnée par :

x(t) =

∫ +∞

−∞
X(ν)ei2πνtdν. (4.2)

Sa transformée de Fourier discrète (TFD) de N points avec une période d’échan-
tillionnage T est donnée par

X
[ ν

NT

]
=

1

N

N−1∑
k=0

x(kT )e
−i2πνkT
NT , (4.3)

et sa relation inverse est donnée par

x [kT ] =
1

N

N−1∑
k=0

X
[ ν

NT

]
e
i2πνkT
NT . (4.4)

Le signal sous sa forme fréquentielle X(ν) est le plus souvent étudié par l’analyse
de la courbe |X(ν)|2 définissant l’amplitude du spectre à chaque fréquence. Cette
transformation fait clairement ressortir le contenu fréquentiel du signal x(t). En
effet, la TF décompose le signal x(t) sur une base de vecteurs propres sinusoïdaux
{ei2πνt}ν∈R .

Malheureusement, ceci convient pour des signaux stationnaires dont les proprié-
tés statistiques sont invariantes dans le temps. Cependant, en pratique la grande
majorité des signaux rencontrés sont non-stationnaires et la notion de décompo-
sition sur une somme infinie d’exponentielles complexes propres à la TF s’avère
inadéquate. Pour mieux décrire ce type de signaux, on fait appel à des représenta-
tions faisant intervenir conjointement le temps et la fréquence. Le changement ainsi
opéré nous permettera d’analyser les lois du comportement fréquentielle du signal
au cours du temps [10]. Dans le cas de l’existence de sauts, d’impulsions ou de chan-
gements de fréquence par exemple, la TF ne permet pas de localiser ces évenèments
transitoires qui surviennent dans le signal. Ces phénomènes sont non-stationnaires
et du fait qu’ils sont brefs et souvent à caractère oscillatoire, leur contenu spectral
est difficile à mettre en évidence. Dans ce cas c’est le changement instantané de la
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fréquence tout au long du temps qui nous intéresse et pas nécessairement la fré-
quence elle même. Il faut donc mettre à profit les caractéristiques et les propriétés
statistiques du signal afin de faire apparaître les évènements le constituant.

Suite aux travaux fondamentaux de Gabor [95], Ville [266] et de Wigner [271]
sur les représentations temps-fréquence (RTF), le sujet est quasiment devenu une
discipline scientifique à part entière. Les RTF sont utiliséees dans de nombreux do-
maines d’applications [31, 32, 230, 53, 88, 82, 140], pour la détection [11, 228] et
pour la classification [64]. Plus récemment, la transformée en ondelettes a gagné en
popularité et est devenue l’analyse la plus utilisée surtout dans le domaine indus-
triel. L’objectif commun de toutes ces représentations est d’offrir une description
détaillée et pertinente des signatures temps-fréquence composant le signal. Parmi
les méthodes susceptibles de répondre à nos attentes, seules les plus utilisées vont
retenir notre attention.

4.1.2 La transformée de Fourier à fenêtre glissante

Les atomes temps-fréquence

Contrairement à la TF qui évalue le contenu fréquentiel d’un signal x(t) en l’étu-
diant sur tout son domaine temporel, la transformée de Fourier à fenêtre glissante
(TFFG) estime le contenu fréquentiel du signal x(t) dans une fenêtre localisée dans le
temps [88, 61]. Elle peut s’interpréter comme la projection du signal analysé sur des
atomes temps-fréquences de Gabor. Ces atomes sont construits par une translation
en temps d’une fenêtre unique h(t) et une modulation

ht,ν(s) = h(s− t)e+i2πνs. (4.5)

L’énergie de ht,ν est concentrée au voisinage de t sur un intervalle de longueur Th.
Sa transformée de Fourier s’obtient en translatant de ν la transformée de Fourier ĥ
de h

ĥt,ν(w) = ĥ(w − ν)e−i2πt(w−ν). (4.6)

L’énergie de ĥt,ν est localisée au voisinage de la fréquence ν sur un intervalle de
largeur Bh.

Dans le plan temps-fréquence (s, w), l’étalement de l’énergie de l’atome est re-
présenté par un rectangle d’Heisenberg. Ce rectangle a pour centre (t, ν) avec une
largeur temporelle Th et une largeur fréquentielle de Bh, figure 4.1(a).

Le principe de la TFFG consiste à effectuer une TF du signal x(t) multipliée au
préalablement par la fenêtre h(s− t). Chaque fenêtre h est lissée, bien localiséee et
de courte durée Th pendant laquelle x(t) est considéré comme stationnaire. h est en
plus réelle, symétrique : h(t) = h(−t) et normalisée à ‖h‖ = 1, afin d’avoir ‖ht,ν‖ = 1
pour tout (t, ν) ∈ R2.
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(a)

(b)

Fig. 4.1 – (a) Pavage de la transformée de Fourier à fenêtre glissante (TFFG). (b)
Pavage de la Transformée en ondelettes (TO).
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L’application de la TFFG sur le signal x(t) fournit une représentation à deux
dimensions dépendant du temps et de la fréquence [95]. Sa formule est

Fx(t, ν) = 〈x, ht,ν〉 =

∫ +∞

−∞
x(s)h(s− t)e−i2πνsds, (4.7)

où la fonction qui associe h(s − t) à t est la fenêtre qui sélectionne la durée Th
autour de l’instant t. Cette intégrale de Fourier peut être exprimer en une intégrale
en fréquence grâce à l’identité de Parseval

Fx(t, ν) = e−i2πνt
∫ +∞

−∞
X(ξ)H∗(ξ − ν)ei2πξtdξ. (4.8)

La transformée de Fourier H(ν) de h(t) joue le rôle d’une fenêtre spectrale qui
sélectionne la bande de fréquence Bh autour de la fréquence ν appliquée au spectre
X(ν) du signal x(t). La transformée Fx(t, ν) ne dépend que des valeurs x(t) et X(ν)
dans les voisinages temporels et fréquentiels où sont concentrées les énergies de ht,ν
et Ht,ν .

La densité d’énergie Ex, notée |Fx(t, ν)|2, est appelée spectrogramme. Elle mesure
l’énergie de x(t) dans le voisinage temps-fréquence de (t, ν) définit par la boite
d’Heisenberg de ht,ν centrée en (t, ν) et de dimension (Th, Bh). La taille de cette boite
ne dépend pas de (t, ν), cela veut dire que les dimensions de la fenêtre d’analyse sont
constantes dans tout le plan temps-fréquence, figure 4.1(a).

Le passage d’un axe unique de temps (resp. de fréquence) à un plan temps-
fréquence fournit une meilleure structuration de l’information sur le signal, certe au
prix d’une augmentation de redondance, mais en offrant une possibilité de lecture
différente et complémentaire du signal analysé [88]. Ainsi, une lecture intelligente
de l’image du plan temps-fréquence (spectrogramme), nous permet de bien com-
prendre le comportement du signal et une interprétation directe sur le nombre de
composantes et sur leur contenu temps-fréquence.

La résolution temps-fréquence dans la TFFG

Bien que délivrant une information temporelle et fréquentielle à la fois, la TFFG
s’avère toutefois insuffisante pour certaines applications. En fait, la rigidité de l’en-
veloppe de la fenêtre d’analyse utilisée limite l’adaptabilité de l’analyse par la TFFG
et cela se traduit par des problèmes de résolution.

La résolution en temps et en fréquence de la TFFG dépend de l’étalement de la
fenêtre en temps et en fréquence. Cela peut se mesurer par la surface ThBh de la
boite d’Heisenberg. Le théorème d’incertitude d’Heisenberg montre que la surface
de ce rectangle ne peut être petite : ThBh ≥ 1

4π
. Cette inégalité nous informe que la

cellule du plan temps-fréquence a une surface minimale et que cette borne minimale
de 1

4π
est atteinte par h(t) de forme gaussienne. Lorsque ce type de fenêtre est choisi,

on parlera de l’analyse de Gabor. Compte tenu de ce principe d’incertitude, il est
impossible donc d’avoir à la fois une localisation parfaite en temps et en fréquence
c’est-à-dire un pavé réduit à un point. Il subsiste donc un problème de résolution
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temporelle et fréquentielle évoluant en inverse l’une de l’autre. La conséquence d’une
mauvaise résolution temporelle (resp. fréquentielle) est l’étirement du motif dans la
dimension temporelle (resp. fréquentielle). Le principe d’Heisenberg impose donc un
choix dans la sélection de la résolution de la fenêtre.

4.1.3 Distribution de Wigner-Ville

La densité d’énergie temps-fréquence

Par opposition aux représentations atomiques, telle que la TFFG, qui procédaient
à une décomposition linéaire du signal en composantes élémentaires ; Ville, ingénieur
en traitement du signal, a proposé d’étudier les propriétés du signal x(t) à partir
de sa densité d’énergie temps-fréquence [266]. Il proposait de prendre la quantité
Px(t, ν), dépendant du temps et de la fréquence, et satisfaisant les contraintes de
distributions marginales [88]. Cette distribution est interprétée comme étant une
densité de probabilité qui peut prendre, à l’inverse de toute densité de probabilité,
des valeurs négatives.

Contrairement à la TFFG qui se calcule en corrélant le signal x(t) avec des
familles d’atomes temps-fréquence, la distribution de Wigner-Ville (DWV) se calcule
en le corrélant avec une translation en temps et en fréquence de lui même. La fenêtre
d’analyse n’est rien d’autre que le signal lui même inversé. Aucun choix de type de
fenêtre d’analyse ni de sa largeur n’est imposé, le temps et la fréquence jouent des
rôles symétriques. La formule de la DWV est

Wx(t, ν) =

∫ +∞

−∞
x(t+

τ

2
)x∗(t− τ

2
)e−i2πντdτ. (4.9)

La distribution de Wigner-Ville est réelle et représente la transformée de Fourier de
x(t+ τ

2
)x∗(t− τ

2
) qui possède une symétrie hermitienne en t.

D’une manière générale, l’utilisation d’une classe de Cohen entraîne l’apparition
de termes d’interférences externes en présence de signaux multi-composantes et de
termes d’interférences interne en présence d’une composante dont la fréquence ins-
tantanée est non linéaire en fonction du temps [230]. Faisant partie de la distribution,
ces termes interférentiels sont porteurs d’une information sur le signal analysé en
particulier de phase [88], et peuvent s’avérer utiles pour la détection des signaux
ou la classification des signaux. Une bonne connaissance du signal analysé et de la
nature de l’oscillation de ces composantes interférentielles permet, plus au moins,
de les distinguer sur le plan temps-fréquence [115]. En revanche leur importance en
nombre et en amplitude perturbe l’analyse des signaux à composantes multiples ou
à modulation de fréquence non-linéaire.

Plusieurs travaux ont été consacrés aux modifications à apporter à la définition
initiale pour améliorer la lisibilité de la DWV sans trop perdre en propriétés théo-
riques. L’objectif étant d’introduire une opération de lissage Π(t, ν) dans le plan
temps-fréquence, qui appliquée à la DWV conduit à l’évaluation de l’expression sui-
vante : Π(t, ν) ∗Wx(t, ν). Selon un choix particulier de Π, différentes distributions
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d’énergies ont été proposées, on cite la distribution de Page en 1952 et celle de A.W.
Rihadaczek en 1968, la réallocation [88, 45], la pseudo Wigner-Ville lissée (PWVL)
introduite par Hlawatsch et Boudreaux-Bartels [115]. L’objectif étant de trouver un
lissage Π(t, λ) permettant la suppression des termes d’inteférences.

4.1.4 La transformée en ondelettes continue

L’adaptabilité en temps et en fréquence

Si un signal x(t) est la somme de plusieurs composantes dont les dérivées de
fréquence instantanée sont très différentes, il est impossible de visualiser de façon
concentrée toutes les composantes avec la TFFG. Dans ce cas il serait nécessaire que
la taille de la fenêtre soit variable suivant la position dans le plan temps-fréquence,
et c’est justement le principe de la transformée en ondelettes.

Les composantes d’un même signal n’évoluent pas forcément de la même manière,
leur comportement varie selon qu’elles soient en hautes ou en basses fréquences.
Naturellement, une composante de type basse fréquence nécessite par essence un
temps d’observation suffisamment long pour pouvoir être correctement analysé. A
l’inverse, une composante de type haute fréquence évolue rapidement et nécessite
un temps d’observation plus réduit pour être analysé. C’est justement l’adaptabilité
de l’analyse de la transformée en ondelettes qui permettra d’analyser différemment
ces composantes.

Il existe un grand nombre d’ondelettes offrant une grande diversité d’analyse. Il
existe également diverses transformées continues ou discrètes. Ainsi, la transformée
en ondelettes permet une représentation temps-échelle ou temps-fréquence du signal
dans un même plan. Les méthodes d’analyse temps-échelle sont très utilisées pour
la détection de ruptures dans les signaux [44, 225].

Atomes temps-fréquence affines

C’est comme une alternative à la transformée de Fourier fenêtrée que la transfor-
mée en ondelettes continue [128, 104] a été développée afin de pallier les difficultés
de résolution temps-fréquence. J. Morlet en 1983 [186], pour l’étude haute résolu-
tion des signaux sismiques, propose une transformée où la taille de la fenêtre est
variable, ceci grâce à un paramètre d’échelle. Cette transformée en ondelettes est
une décomposition atomique dont les atomes sont issus d’une même fonction, l’on-
delette mère, par opérations de translation et dilatation. Cette ondelette, appelée
ainsi car représentant des oscillations, comme une onde, mais limitée en temps d’où
le nom de la petite onde. Elle doit être bien localisée en temps et en fréquence.

On conduit l’analyse en ondelettes de la même manière que l’analyse par la
TFFG. Le signal est multiplié par une fonction semblable à la fonction de fenê-
trage de la TFFG. La fenêtre modulée h(t)e2iπνt de la TFFG a été remplacée par
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une ondelette 1√
a
ψ( s−t

a
) [170, 88]. La translation est liée à la localisation de la fe-

nêtre, à mesure que cette fenêtre est décalée sur l’étendue du signal. L’échelle peut
s’interpréter comme l’inverse d’une fréquence 1/ν.

De même que la TFFG, la transformée en ondelette permet de mesurer les va-
riations temporelles des composantes spectrales de x(t). Cependant, il existe une
grande différence entre les deux transformées. Pour analyser des composantes tran-
sitoires de durées différentes, la transformée en ondelettes décompose les signaux
sur une famille d’ondelettes translatées et dilatées. La largeur de la fenêtre est donc
modifiée pour chacune des composantes spectrales individuellement, ce qui se tra-
duit par une résolution temps-fréquence différente de celle de la TFFG. Ce dernier
point est la caractéristique la plus significative de la transformée en ondelettes.

Une famille d’atomes temps-échelle s’obtient à partir d’une ondelette ψ unique,
en la dilatant d’un facteur d’échelle a et en la translatant de t

ψt,a(s) =
1√
|a|
ψ

(
s− t
a

)
. (4.10)

La transformée en ondelettes de x ∈ L2(R) au temps t et à l’échelle a se calcule en
projetant x(t) sur la famille d’ondelettes ψt,a(s); t ∈ R et a ∈ R+. La représentation
temps-échelle obtenue est appelée transformée en ondelettes continue (TOC), sa
définition est

Tx(t, a) = 〈x, ψt,a〉 =

∫ +∞

−∞
x(s)

1√
|a|
ψ∗
(
s− t
a

)
ds. (4.11)

Sa version fréquentielle est donnée par :

Tx(t, a) = |a|1/2
∫ +∞

−∞
χ(ν)ψ∗(aν)e2iπνtdν. (4.12)

La fonction t 7→ ψ∗
(
s−t
a

)
, dans l’équation (4.11), sélectionne la durée aTψ autour

de t, Tψ étant la durée de l’ondelette ψ. Pour une ondelette ψ(ν) de fréquence
centrale ν0, la fonction ν 7→ ψ∗(aν), dans l’équation (4.12), sélectionne par contre
la bande Bψ

a
autour de ν0

a
, Bψ étant la largeur de la bande de l’ondelette ψ. Le

module de Tx(t, a) mesure alors l’amplitude du signal dans la fenêtre centrée sur
(t, ν) = (t, ν0

a
) et de dimension (aTψ,

Bψ
a

) dans le plan temps-fréquence. L’image
|Tx(t, a)|2 est appelée le scalogramme.

La transformée est donc une fonction de deux paramètres, la translation tempo-
relle t et l’échelle a. ψ(t) est l’ondelette mère, et doit être localisée aussi bien en temps
qu’en fréquence. Pour cela elle doit satisfaire certaines conditions d’admissibilité :

– ψ(t) doit être absolue et de carré intégrable∫
|H(ν)|2 dν

|ν|
= 1. (4.13)

Cette première propriété impose que l’ondelette ψ(t) ait un spectre, H(ν),
dont la décroissance soit au moins en |ν|2,
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– elle doit être de moyenne nulle, autrement dit, le spectre de ψ(t) s’annule à
l’origine :

∫
ψ(t)dt = H(0) = 0.

Ces conditions garantissent que l’ondelette mère a une énergie finie. D’autres
conditions supplémentaires telles que la régularité, la décroissance rapide ou encore
la compacité peuvent être imposées suivant les besoins de l’application [177].

Résolution temps-échelle en ondelette

Contrairement au comportement rigide de la TFFG la transformée en ondelettes
adopte un comportement dynamique, lié au zoom adaptatif de l’échelle a, pour suivre
les singularités et les irrégulières du signal analysé. Avec une ondelette ψ réelle, les
variations brutales du signal x(t) produisent de grands coefficients d’ondelettes et
la singularité locale est liée à la décroissance de |Tx(t, a)| lorsque a tend vers 0.

Du fait de son extinction à l’origine des fréquences et sa décroissance à l’infini,
le coefficient Tx(t, a) peut être interprété, pour chaque échelle a, comme le résultat
d’un filtrage passe-bande du signal x(t). Ainsi, la transformée en ondelettes est
considérée comme un banc continu de filtres à surtension constante, connu sous le
nom du Q-constant.

Dans l’équation (4.12), on remarque qu’une valeur a 6= 1 du paramètre d’échelle
définit un filtre dans la bande [(ν0−Bψ/2)/a, (ν0 +Bψ/2)/a]. Il en résulte un gabarit
modifié dans sa fréquence centrale et sa largeur de bande, mais inchangé dans son
facteur de surtension Q défini comme l’inverse de sa bande relative [88]

Qa =
∆ν

ν
=
Bψ/a

ν0/a
=
Bψ

ν0

. (4.14)

De ce fait, la transformée en ondelettes présente une résolution absolue qui dépend
du point d’évaluation et varie en fonction de la fréquence. Par contre, sa résolution
fréquentielle relative ∆ν

ν
est constante.

La notion de représentation temps-échelle ou espace-échelle permet de voir la
transformée en ondelettes comme un microscope mathématique, le zoom étant l’échelle
et l’optique, l’ondelette. Le paramètre échelle est très similaire à la notion d’échelle
pour les cartes géographiques. En tant qu’opération mathématique, les grandes
échelles, ou basses fréquences, dilatent le signal et correspondent à des vues plus
globales non détaillées du signal. Les petites échelles, ou hautes fréquences, corres-
pondent à des vues détaillées et donnent des informations détaillées sur un motif
caché dans le signal. Généralement ces composantes de faibles échelles n’existent
que sur de courtes durées du signal, elle apparaissent de temps en temps associées à
des pics transitoires. A l’inverse, les grandes échelles existent typiquement sur toute
la durée du signal.
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4.2 Choix de la représentation temps-fréquence

Nous avons présenté trois types de transformations temps-fréquence, la TFFG,
la WV et la TO. Le choix est en fait beaucoup plus vaste. Meyer a écrit à ce sujet :
" En exagérant à peine, nous introduirons presque autant d’algorithmes
d’analyse qu’il y a de signaux [178]". Le choix de la transformation, comme
s’accordent à dire les spécialistes temps-fréquence [115, 88] et les physiciens [4],
dépend de l’application et du signal étudié. Le problème revient donc à spécifier
les critères sur lesquels on peut se baser pour choisir une représentation en adé-
quation avec la problématique à résoudre. L’ensemble des propriétés est synthétisé
dans [88, 82, 178], de manière générale une représentation pertinente doit être :
locale, adaptative, lisible et dans certain cas orthogonale.

L’objectif de notre application est de pouvoir repérer l’apparition de défauts qui
vont du millimètre, défaut local qui touche la surface du bandage, à la dizaine de
centimètres, défaut structurel et qui modifie la structure même du galet. Un défaut
local peut se manifester en hautes fréquences et nécessite un temps court pour être
détecté. Par contre, un défaut structurel engendre des vibrations en basses fréquences
et nécessite un temps suffisamment long pour être détecté. Ceci nécessite donc un
tour de galet, voire plus, pour décider que le défaut appartient bien à ce dernier type
de défaut. Pour avoir une bonne résolution en basses et en hautes fréquences l’analyse
temps-échelle est la plus adaptée à notre problème puisque la précision relative est
constante sur toute la bande de fréquences analysées (∆ν/ν est constant).

Pour nos traitements, nous préférons utiliser la transformée en ondelettes conti-
nue (TOC) plutôt que la TFFG ou une distributions d’énergie de la classe de Cohen.
Sa linéarité permet de ne pas avoir de termes d’interférences croisés, tout en obtenant
des motifs assez concentrés en hautes et en basses fréquences grâce à la résolution
temps-fréquence adaptée. Concernant le choix de l’ondelette ψ, notre choix s’est
porté sur l’ondelette de type chapeau mexicain car elle est bien adaptée à la détec-
tion de régimes transitoires et approche la borne d’Heisenberg-Gabor ce qui fait d’elle
une fenêtre de bonne résolution temps-fréquence. Du fait qu’elle soit symétrique en
une dimension, elle permet de ne pas avoir de déphasage dans la transformée en
ondelettes. L’ondelette en chapeau mexicain normalisée est donnée par l’équation
suivante [170]

ψ(t) =
2

π1/4
√

3σ

(
t2

σ2
− 1

)
exp

(
−t2

2σ2

)
. (4.15)

Le scalogramme, figure 4.2, représente une image en niveau de gris de la den-
sité d’énergie de la transformée temps-échelle, |Tx(a, t)|2, d’un signal issu des essais
SYSCOGA-III sur la voie. Les axes verticaux et horizontaux représentent respecti-
vement log(a) et t. On remarque bien que la transformée en ondelettes continue, de
type chapeau mexicain, choisie est complète, préserve l’énergie et est bien adaptée à
la détection de transitions brutales. Appliquée à nos signaux, elle fait apparaître les
zones énergétiques sous forme de pics facilement identifiables sur le scalogramme.
Ces pics transitoires peuvent être associés à l’existence d’usure.
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Fig. 4.2 – La représentation temps-échelle du signal (scalogramme). L’axe vertical
de droite représente l’axe des fréquences.

4.3 Étude des scalogrammes

4.3.1 Description qualitative des scalogrammes

La transformée continue en ondelettes, figure 4.2, fait apparaître des motifs éner-
gétiques assez concentrés en hautes et en basses fréquences. Quelques informations
sont directement évidentes. Notons Frot la fréquence de rotation des galets calculée
à partir de la vitesse du tramway et de la circonférence du galet. Elle est repré-
sentée sur le scalogramme, figure 4.2, par un trait horizontal continu au niveau de
l’échelle a = 12 correspondant approximativement à la fréquence Frot ≈ 10.76 Hz.
Aux fréquences ν > Fbruit, avec Fbruit ' 350 Hz correspondant à l’échelle a ' 7
représentée sur le scalogramme par un trait pointillé, les vibrations s’atténuent ra-
pidement et l’analyse révèle que cette bande ne contient que très peu d’information.
Les fréquences associées correspondraient à des défauts d’une taille inférieure au
centimètre. Le scalogramme est ainsi clairement divisé en trois parties.

Deux types principaux de défauts peuvent être distingués. Le premier type cor-
respond à des vibrations aux fréquences intermédiaires Frot ≤ ν ≤ Fbruit (petites
échelles, de ∼ 1 cm à ∼ 10 cm) et caractérise les défauts surfaciques locaux. La
figure 4.2 représente un passage du tramway où :

– les essieux arrières ME1, MI1, MI2 et ME2 portent un couple de galets avec un
défaut local, respectivement, de type : trous, usure 50%, usure 100% et enfin
usure 100% avec des trous ;

– les essieux avant ME1 et MI2 portent des galets sans défauts ;
– enfin, les essieux MI1 et ME2 avant portent respectivement des galets avec

une usure patatoïde et avec un vis fixé sur le bandage.
Les pics, figure 4.2(zone A), se trouve exactement aux mêmes endroits et peuvent
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donc être associés aux défauts locaux cités ci-dessus.

Le second type correspond aux défauts structuraux des galets qui produisent
des vibrations à basses fréquences ν < Frot (grandes échelles, & 10 cm). Ces struc-
tures basses fréquences, figure 4.2(zone B), additionnent les effets des défauts de
déformation des galets et des effets d’instabilité dynamique du chariot du guidage.
Dans ce travail nous ne traitons que les défauts locaux associés aux fréquences
Frot ≤ ν ≤ Fbruit, c’est-à-dire dans la bande de fréquence [10.76− 350] Hz. L’exploi-
tation de la bande des basses fréquence est plus délicate et nécessiterait d’avantage
d’informations sur le comportement du système de guidage. Cependant, ces données
ne sont pas tout à fait acquise ce qui rend l’étude de la bande des basses fréquences
pour l’instant difficile. Les deux bandes ν > Fbruit et ν < Frot ne seront pas prises
en compte dans la suite des traitements.

4.3.2 Découpage temps-échelle des scalogrammes

Le découpage temporel, présenté dans la partie 3.4.2, appliqué aux scalogrammes
fournit une matrice de coefficients d’ondelettes CWTk pour chaque couple de galets
CGk. Cette même procédure, illustrée dans la figure 4.3, est appliquée sur les signaux
issus de l’installation sur l’ADV :

• la figure 4.3(a) représente le signal initial acquis sur l’ADV ;

• l’extraction du signal utile allant de la détection de l’entrée du premier couple
de galets CG1 jusqu’à la sortie du dernier couple CG8, figure 4.3(b) ;

• l’application de la transformée en ondelettes continue sur le nouveau signal
ainsi que le découpage temporel, figure 4.3(c).

Exemple 4.3.1

La figure 4.4 représente un extrait du signal correspondant au deuxième essieu in-
termédiare (MI2). Sur l’avant de l’essieu, CG3, est monté un galet sans défaut et un
galet avec défaut, 100% d’usure. L’arrière de l’essieu, CG4, comporte un galet sans
défaut et un galet usé à 75%. Au niveau de la bande intermédiaire, [10.76− 350] Hz
([7 ≤ a ≤ 12]), nous remarquons l’existence de perturbations (pics). Dans la zone
correspondante au couple de galets défectueux à 100% elles sont beaucoup plus mar-
quées que celles propre au couple de galets usé à 75%.

À une vitesse moyenne ' 30 km/h et Fe = 44100 Hz, à chaque couple CGk (k =
1, ..., 8) est associé un secteur rectangulaire du scalogramme correspondant à une
matrice de coefficients d’ondelette CWTk, figure 4.3(c), de taille (10584× 64) pour
un essieu extrême et (11466 × 64) pour un essieu intermédiaire. Ces matrices sont
utilisées par la suite en entrée du module de diagnostic. L’identification de l’état d’un
couple de galets (sans défaut, ou avec défaut) se résume en une tâche de classification
(chapitre 6).
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(a)

(b)

(c)

Fig. 4.3 – (a) Le signal temporel complet. (b) Extraction du signal utile, de l’entrée
du premier couple de galets CG1 jusqu’à la sortie du dernier couple. Le couple CG2
représente des galets sans défaut (neufs) et le couple CG3 représente une usure à
100%. (c) Découpage temporel pour la localisation des couples de galets. Les 8 zones
représentent les couples de galets CGk, k = 1, ..., 8.
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Fig. 4.4 – Extrait du signal correspondant à l’essieu MI2 et sa transformée en
ondelette continue. Le premier couple de galet (MI2 arrière) représente un galet usé
à 100%, par contre le deuxième couple (MI2 avant) est usé à 75%.

4.4 Vers la classification

4.4.1 La dimension de l’espace de représentation d’un couple
de galets

Dans un problème de reconnaissance de formes, Il s’agit de construire les vec-
teurs formes xk = (xk1, xk,2, ..., xk,p), k ∈ [1, n]. En statistique un tel tableau est
considéré comme la réalisation d’un échantillion de taille n d’un vecteur aléatoire
xk de dimension p. Chaque vecteur correspond à un individu dont on connaît les p
variables descriptives. À la fin de l’étape de génération de données, paragraphe 4.3.2,
chaque couple de galet CGk est représenté par une matrice de données CWTk(i,j)

de dimension (10584 × 64), pour un essieu extrême, et (11466 × 64) pour un es-
sieu intermédiaire. Donc un couple de galets est représenté par un vecteur forme
xk = (x1, x2, ..., xp), p ∈ [677376, 7733824]. La dimension p des données disponibles
à la fin de cette étape de génération est très importante. En plus ces p variables
ne sont pas toutes porteuses d’informations et peuvent correspondre à du bruit.
Certaines peuvent aussi être corrélées ou non pertinentes pour la tâche de classifi-
cation. Il est donc nécessaire de réduire cette dimension afin d’obtenir de meilleures
performances en classification.

Le besoin de réduire la dimension de l’espace, dans lequel une forme est décrite,
est tout d’abord une nécessité physique. Des problèmes de stockage, de transmission,
de représentation et même de perception se posent en dimension élevée. Malheureu-
sement, l’augmentation du nombre de variables n’améliore pas systématiquement la
qualité de l’apprentissage, au contraire elle fait croître le nombre de paramètres à
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estimer.

En effet, on est confronté au phénomène appelé "the curse of dimensionality" [22].
Ce problème provient du fait qu’un concept avec une quantité N de données en
dimension p, nécessaire pour apprendre, croît exponentiellement en fonction de p
[2]. La relation exacte entre la probabilité d’erreur de classification, le nombre de
variables p, la taille ni de l’ensemble d’apprentissage et la complexité de la règle
de décision est très difficile à établir [224]. Dans le cas général, il est conseillé de
disposer par classe d’un nombre ni d’exemples d’apprentissage dix fois plus grand
que le nombre de variables (ni/p > 10) pour obtenir un discriminateur avec de
bonnes performances [135]. Plus le modèle est complexe, plus le rapport ni/p doit
être grand, pour éviter le problème de la malédiction de dimensionnalité [223].

4.4.2 Interprétation des représentations temps-fréquence

Il existe plusieurs travaux traitant le problème d’extraction de l’information per-
tinente à partir du plan temps-fréquence [8, 158, 229]. Certains auteurs se sont
focalisés sur l’interprétation des RTFs de la classe de Cohen [51, 214]. D’autres sur
l’extraction d’un ensemble de mesures statistiques de signaux par apprentissage pour
la détection d’anomalies sur les moteurs électriques [276].

Dans [15, 216], les auteurs considère la RTF comme étant une distribution de pro-
babilité. L’entropie de Rényi d’une distribution de Wigner-Ville est utilisée comme
un indicateur sur la complexité d’un signal. Une autre idée est exploitée dans [215]
et consiste à utiliser la théorie des graphes des représentations minimales pour l’ex-
traction du squelette de la RTF. Alors que Barre a présenté dans [214] une autre
approche basée sur l’extraction de signatures à partir du calcul de distances et des
moments statistiques.

D’autres auteurs [117, 118] considèrent la RTF comme un ensemble de réalisa-
tions de variables aléatoires, en partant de l’hypothèse que le signal analysé contient
une partie aléatoire. Les auteurs considèrent que le motif spectral est un ensemble de
réalisations de variables aléatoires décrites par les paramètres de sa loi. L’estimation
de ces paramètres associe à la localisation de la composante temps-fréquence une
caractérisation de son comportement énergétique.

Une autre approche consiste, de manière la plus naturelle, à considérer la RTF
comme étant l’image du signal acquis, ainsi, plusieurs techniques appliquées sur les
images pour la reconnaissance de formes, peuvent être exploitées pour l’interpréta-
tion temps-fréquence :

– l’utilisation des modèles déformables pour le diagnotic de sténoses [129],
– la morphologie mathématique pour la détection des motifs dans les RTFs

[204, 159, 42], etc. On trouve une synthèse de ces méthodes dans le livre de
Martin et Doncarli [81].

Dernièrement, la décomposition en valeurs singulières (DVS) de la matrice du
plan temps-fréquence du signal pour une caractérisation globale de la RTF a fait
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l’objet de plusieurs travaux [105, 106, 126, 108, 263, 264]. Certains auteurs se sont
concentrés sur l’extraction de caractéristiques en se basant seulement sur les va-
leurs singulières des distributions temps-fréquence des signaux [126]. Marinovic et
Eichmann [173], ont utilisé la décomposition en valeurs singulières de la distribu-
tion de Wigner en se basant seulement sur les valeurs singulières pour déterminer
les informations pertinentes pour la classification. Alors que d’autres estiment que
dans certain cas, les valeurs singulières apportent peu d’informations et préfèrent
utiliser les vecteurs singuliers pour la caractérisation des signatures à partir d’une
distribution temps-fréquence [106, 105, 108, 263, 264].

Selon la façon de voir les matrices CWTk correspondant aux couples de galets
CGk, il existe plusieurs techniques de réduction de dimension pour la classification.
Nous y reviendrons dans le chapitre 5. La première idée qui nous est venue à l’esprit,
exploitée dans le paragraphe suivant 4.5, est de considérer les scalogrammes comme
étant des images en niveau de gris. La tâche de diagnostic reviendrait alors à seg-
menter ces images et extraire les zones d’intérêts pouvant correspondre à l’existence
de défauts sur un couple de galets. Seules les zones vérifiant certaines conditions
sont retenues pour l’étape de la classification. Les points forts la méthode de seg-
mentation d’image par binarisation, testée sur les scalogrammes, et ses limites sont
rapidement illustrées à travers quelques exemples expérimentaux.

4.5 Tentative de segmentation des images

4.5.1 Segmentation des scalogrammes par binarisation

En traitement d’images, il est souvent impraticable de manipuler les points ini-
tiaux de l’image à cause de sa taille. d’autre part, l’information véhiculée par un pixel
est souvent peu précise et redondante. Il est alors préférable d’extraire de l’image des
primitives apparaissant peu souvent dans les images et contenant beaucoup d’infor-
mations (les segments de contour, les régions). Ces primitives sont ensuite décrites
par un ensemble de caractéristiques permettant de les discriminer (la longueur du
contour, la surface de la région). Cette phase d’extraction des primitives est appelée
segmentation. On trouve les caractéristiques traditionnellement extraites, dans les
domaines de l’analyse d’images et du signal sonore, recensés dans [130, 258, 253].
Cette phase de segmentation et extraction des caractéristiques est souvent précédée
d’une phase de pré-traitement pour améliorer la qualité des images et réduire le
bruit généré lors de l’étape d’acquisition (amélioration du contraste, filtrage de bas
niveau, égalisation de l’histogramme,...).

Pour la segmentation des images nous avons utilisé la binarisation d’images à
niveaux de gris par la méthode d’Otsu [193], méthode rapide et simple à mettre
en oeuvre. Elle se base sur l’histogramme de l’image en optimisant un seuil tout en
minimisant la variance intra classe. Cette méthode sépare les pixels de l’images en
deux classes (noir et blanc) en ne gardant que ceux dont l’intensité est supérieure
(ou inférieure) à une valeur seuil optimale [172, 259]. La binarisation est appliquée
après une égalisation de l’histogramme du scalogramme. Du fait de la différence
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entre les trois bandes de fréquences : ν < Frot, [Frot ≤ ν ≤ 350] Hz et ν > 350 Hz,
section 4.3.1, un seuillage local est appliqué dans chaque bande de fréquences.

Reprenant le scalogramme de la figure 4.5(a). Rappelons que Frot est la fréquence
de rotation des galets. En bas, la bande ν < Frot, représente les basses fréquences.
La région entourée sur la figure 4.5(a)(zone B), peut correspondre à une déformation
structurelle. Elle est représentée sur l’image binarisée, figure 4.5(c)(région B), par
une région large avec un étalement latéral. Plus haut la bande des hautes fréquences,
ν > Fbruit avec Fbruit ' 350 Hz, est représentée sur l’image binaire par une bande
presque uniforme, figure 4.5(b)(rectangle pointillé). Les pics noirs au niveau de la
bande intermédiaire Frot ≤ ν ≤ 350 Hz, figure 4.5(a)(pic A), sont représentés sur
l’image binarisée par des régions avec un étalement vertical, figure 4.5(c)(région A).
Ils peuvent être associés aux défauts locaux sur la surface du bandage.

Les étapes de la segmentation

Les différentes étapes du processus de segmentation des scalogrammes par bina-
risation sont illustrées dans la figure 4.6 :

– la première étape du processus consiste à calculer, à partir du scalogramme
son histogramme égalisé, figure 4.6(a) ;

– l’étape de l’égalisation de l’histogramme est suivie d’un seuillage automa-
tique locale approprié à chacunes des trois bandes de fréquences : ν < Frot,
[Frot ≤ ν ≤ 350] Hz et ν > 350 Hz, figure 4.6(b). L’égalisation d’histogramme
a pour but d’harmoniser la répartition des niveaux de luminosité de l’image, de
telle manière à tendre vers un même nombre de pixel pour chacun des niveaux
de l’histogramme. Cette opération vise à augmenter les nuances dans l’image ;

– ensuite, on calcule pour chaque zone d’intérêt (région noire) ses caractéris-
tiques telles que l’aire, le contour, le centre de gravité, les moments statis-
tiques, etc., en se basant sur ses coordonnées, un appariement est établit entre
une régions de l’image binaire, figure 4.6(b), et sa correspondante sur le sca-
logramme, figure 4.6(d) ;

– une fois l’emplacement de l’ensemble des régions définit, on calcule l’énergie
existante dans chacune d’elles. Seules les régions vérifiant certaines critères sur
l’aire, la position et l’énergie sont retenues, figure 4.6(c). Chaque zone d’in-
terêt, affectée à un couple de galets donné, est représentée par un ensemble de
paramètres constituant le vecteur forme. Ce vecteur caractéristique est utilisé
ensuite dans l’étape de diagnostic pour l’identification de l’état du couple de
galets. La figure 4.6(e) montre les régions finales extraitres à partir du scalo-
gramme initial.
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(a)

(b)

(c)

Fig. 4.5 – (a) La représentation temps-échelle (scalogramme). L’image binaire du
scalogramme avant (b) et après (c) extraction de zones d’intérêts.
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(a)

(b) (c)

(d) (e)
Fig. 4.6 – (a) Scalogramme après égalisation de son histogramme. (b) Seuillage
local de l’image de l’histogramme égalisé. (c) L’image binaire après extraction de
zones d’intérêts : la surface de la région (l’aire) et l’énergie. Extraction des contours
des zones correspondantes sur le scalogramme avant (d) et après (e) l’extraction de
zones d’intérêts.
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4.5.2 Inconvénients et avantages de la binarisation des scalo-
grammes

Inconvénients de la binarisation

Les deux figures 4.7(a) et 4.7(b) représentent le passage de galets sans défaut
montés sur l’ensemble des essieux fournit, respectivement, par le premier et le
deuxième capteur. On remarque clairement une différence au niveau de la bande
des hautes fréquences ν > 350 Hz. Cette différence inter capteur, constatée sur la
majorité des passages, est caractérisée par la présence de zones parasites dans le
premier scalogramme figure 4.7(a) et leur absence sur la deuxième figure 4.7(b).
Ces zones, avec un étalement latéral, sont caractérisées par des traits fins presque
parallèles, peu distants et peu énergétiques. De telles bandes, si elles existent, sont
plus marquées et plus denses dans un milieu d’acquisition bruité (chutes de pluie,
l’existence de l’humidité au niveau des capteurs, etc.). En se basant sur ces données,
la bande de fréquence ν > 350 Hz est jugée peu porteuse d’informations et substi-
tuée à du bruit. Cette constatation a été confirmée par la suite par la société SD en
adoptant une stratégie complètement différente de la nôtre. Pour cette raison, elle
ne sera pas prise en compte dans la suite des traitements.

(a)

(b)
Fig. 4.7 – Images binaires du scalogramme d’un passage avec des galets neufs sur
l’ensemble des essieux fournis par le premier capteur (a) et le deuxième capteur (b).

Un couple de galets sans défauts est toujours représenté sur le scalogramme
segmenté par une zone blanche. En revanche, la discrimination entre les classes
d’usures avec deux types de défauts différents, par exemple trous et usure à 100%,
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n’est pas facile. Un autre problème est souvent rencontré et se caractérise par la
présence de régions sous forme de dômes au niveau des essieux, figure 4.8(a). Ce
phénomène est présent dans deux cas, le premier correspondant aux passages acquis
durant la chute de pluie. Tandis que le deuxième se manifeste de temps en temps et lié
à un dysfonctionnement du guidage lui même. L’explication de ces phénomènes n’est
pas tout à fait évidente et leur existence n’a jamais été justifiée expérimentalement.
Dans d’autres cas, le résulat de la segmentation est trop bruité et complètement
illisible, figure 4.8(b), même après un bon nettoyage de l’image, figure 4.8(c).

(a)

(b) (c)
Fig. 4.8 – (a) Régions parasites au niveaux des essieux (chocs). Images binaires
bruitées (b) avant et (c) après l’extraction de zones d’intérêts.

Avantages de la binarisation

Malgré les difficultés rencontrées lors de l’étape de segmentation, cette première
tentative n’est pas tout à fait un échec puisqu’elle nous a permis de faire une pre-
mière réduction de dimension. Dans la suite du projet, seule la bande de fréquences
[Frot ≤ ν ≤ 350] Hz est jugée porteuse d’informations et est retenue pour l’étape
de classification, figure 4.9(a). Comme indiqué précédemment, si un couple de ga-
lets ne se fait attribuer aucune région ce dernier est classé directement sans défaut.
Dans le cas contraire, si une région, figure 4.9(b), est affectée à un couple de galets
donné, il est jugé avec défaut. Dans ce cas, la classification se fait en deux temps.
L’avantage ici est que l’identification du type du défaut, local ou structurel, se fait
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naturellement grâce à la position de la coordonnée y du centre de gravité de la ré-
gion (l’échelle), figure 4.9(a), par rapport à la fréquence de rotation du galet Frot.
Cependant la nature du défaut (trous, arrachement du bandage, etc.) est loin d’être
facile à identifier.

(a)

(b)
Fig. 4.9 – (a) L’ensemble de zones d’intérêts avec les coordonnées du centre de
gravité. (b) Exemple de zone d’intérêt pouvant correspondre à un défaut structurel.

Bien que la méthode de binarisation d’images ait fourni des résultats partiel-
lement satisfaisants, elle necessite le réglage d’un grand nombre de paramètres
puisqu’elle depend fortement du signal traité. De plus, ces méthodes qui consi-
dèrent le plan temps-fréquence comme une image ne fournissent aucune description
du contenu énergétique de la représentation temps-échelle (resp. temps-fréquence).
Dans notre cas, pour avoir cette information nous devions faire un appariement
entre l’image binaire et le scalogramme, ce qui prend du temps. En plus, la perte
d’information lors de l’étape de la segmentation par binarisation rend la tâche de
l’identification (classification) de la nature du défaut difficile. Toutefois, une bonne
connaissance du comportement de galet sans défaut ou avec défaut au niveau des
trois bandes de fréquences pourrait améliorée le résultat de la segmentation.
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Conclusion

Le but de ce chapitre était de trouver l’approche la plus appropriée pour ana-
lyser les signaux vibratoires. De nature non stationnaire, ce type de signaux néces-
site des méthodes temps-fréquence ou temps-échelle bien appropriées pour mieux
décrire ces composantes. Pour atteindre cet objectif, nous avons présenté dans la
première partie du chapitre les méthodes temps-fréquence les plus citées dans la lit-
térature. Nous avons rappelé les éléments classiques et les limites des représentations
temps-fréquence (RTF) pour introduire la transformée en ondelettes. Trois type de
représentations temps-fréquence ont été discutées. La deuxième partie du chapitre
a été réservée à la transformée en ondelettes continue et rappelle les propriétés fon-
damentales de la représentation temps-échelle (RTE) pour justifier son utilisation
pour l’analyse de nos signaux. En effet, deux types principaux de défauts ont été
distingués. Le premier type correspond aux défauts structuraux des galets et se ma-
nifeste en basses fréquences (ou en grandes échelles). Le second type correspond aux
défauts surfaciques locaux et produit des vibrations à hautes fréquences (petites
échelles). Pour avoir une bonne résolution en basses et en hautes fréquences l’ana-
lyse temps-échelle est la plus adaptée à notre problème puisque la précision relative
est constante sur toute la bande de fréquences analysées (∆ν/ν est constant). Une
fois la transformée continue en ondelettes effectuée, le signal vibratoire est repré-
senté par une image en niveau de gris, dite scalogramme, sur lequel les deux types
de défauts sont clairement identifiables. Ensuite, grâce à un découpage temporel,
chaque couple de galets CGk est représenté par une matrice de coefficients d’onde-
lettes CWTk. Enfin, l’identification de l’état d’un couple de galets CGk se résume
en une tâche de classification. Malheureusement, la dimension des matrices données
(CWTk) disponibles à la fin de l’étape de génération est très importante. Il est donc
nécessaire de réduire cette dimension afin d’obtenir de meilleures performances en
classification.

Plusieurs travaux traitent le problème d’extraction de l’information pertinente à
partir du plan temps-fréquence et on fait l’objet de la troisième partie du chapitre.
Nous avons essayé de recenser, dans d’un premier temps, les interprétations des re-
présentations temps-fréquence (RTF) les plus utilisées. La manière la plus naturelle,
était de considérer la RTF comme étant l’image du signal acquis, ainsi, plusieurs
techniques appliquées sur les images pour la reconnaissance de formes, peuvent être
exploitées pour l’interprétation temps-fréquence. De la même manière, nous avons
proposé de procéder à une segmentation par binarisation de l’image temps-fréquence
par l’algorithme d’Otsu. Cette segmentation permet une séparation automatique et
efficace des différentes composantes contenues dans le signal quand celles-ci n’inter-
fèrent pas entre elles dans l’image temps-fréquence. Cette première tentative nous
a fourni des résultats partiellement satisfaisants. Toutefois, puisqu’elle considère le
plan temps-fréquence comme une image, cette méthode ne fournit aucune descrip-
tion du contenu énergétique de la représentation temps-échelle. En plus, la perte
d’information lors de l’étape de la segmentation par binarisation rend la tâche de
l’identification (classification) de l’état du couple de galets difficile.

Nous allons présenter, dans le chapitre suivant 5, les deux techniques utilisées
dans le cadre de la réduction de la dimension. La sélection de variables et l’approche
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d’extraction de variables.
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5Réduction de la dimension pour
la classification

Tableau. Représentation en deux dimensions de quelque chose
d’inintéressant en trois. [Ambrose Bierce]

5.1 Introduction

La transformée en ondelettes continue (TOC) adopte un comportement dyna-
mique lié au zoom adaptatif de l’échelle a pour suivre les singularités et les irrégu-
larités du signal analysé. La notion de zoom permet d’avoir la même information
pour une composante du signal dans plusieurs niveaux d’échelle. Cette redondance
dans le plan temps-échelle défini par la TOC représente une propriété importante
pour comprendre le comportement des composantes du signal. Barlow dans [19]
considère que le concept de la redondance est fondamental à l’étude et affirme que
c’est la redondance qui permet au cerveau de construire ses "cartes congnitives"
ou "les modèles" de son environnement. Dans notre cas, chaque couple de galet ex-
trême ou intermédiaire est représenté respectivement par 677376 et 733824 variables.
Malheureusement, l’augmentation du nombre de variables n’améliore pas systémati-
quement la qualité de l’apprentissage ni celle de la classification. Le problème est que
les bases d’apprentissage de taille finie n’arrivent pas à couvrir de manière exhaus-
tive un espace de représentation de dimension élevée (curse of dimensionality) [22].
Pour obtenir une classification avec de bonnes performances, on est amené à réduire
le nombre de variables sans pour autant perdre en performances. Ainsi, l’utilisation
d’un nombre de descripteurs minimal à partir de la RTE peut faciliter énormément
l’étape de la classification.

L’objectif fondamental de la réduction des variables est d’accentuer et compac-
ter les informations importantes portées par la RTE (resp. RTF), sans pour autant
perdre ses propres notions de temps, énergie et de fréquence utiles pour la manipula-
tion des signaux non-stationnaires. Autrement dit, l’approche choisie pour l’extrac-
tion ou la sélection de variables doit conserver l’information temporelle et spectrale
contenue dans la RTE (resp. RTF). Tout dépend de la façon dont on considère une
représentation temps-fréquence (resp. RTE). Un ensemble de techniques ou d’ap-
proches de réduction de variables : statistiques, appliquées en imagerie, etc. peuvent
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être alors utilisées. La diversité des travaux dans ce domaine est liée au problème
traité et à l’application elle-même. Les méthodes de réduction de dimension, les plus
utilisées dans la littérature, sont illustrées dans les paragraphes suivants. Dans un
problème de classification, l’objectif est de définir un sous-espace de dimension q
inférieure à p pour mieux représenter l’ensemble d’apprentissage [102].

La figure 5.1 illustre et rappelle les étapes de fonctionnement d’un système de
RdF [218].

Objets
Aquisition

Signal mesuré

x ∈ X ⊆ RN

Génération des

variables

Ensemble des caractéri-

stiques "Originales"

p ∈ P ⊆ Rp

- - -
Réduction de

dimension

Ensemble des caractéri-

stiques "Réduites"

q ∈ Q ⊆ Rq

-Classification

?
Espace de réponses

y ∈ Y ⊆ {y1, ..., yk}

?
Evaluation du

système

Fig. 5.1 – Système de reconnaissance de formes.

L’étape de réduction de dimension vient tout de suite après l’étape de génération
de données et opère sur les segments du scalogramme résultant de cette étape, (cf.
4.3.2). Elle peut être obtenue par l’extraction des variables en projetant les p va-
riables initiales le mieux possible dans un espace de plus petite dimension. Où bien
par la sélection d’un sous-ensemble Sq de q variables dans l’ensemble de p variables
d’origine Sp, (Sq ⊆ Sp). En mode d’apprentissage, l’étape d’extraction/sélection
permet de définir l’espace de représentation le plus approprié pour la reconnaissance.
C’est dans cet espace de représentation que sont définies les formes à reconnaître.

Nous traitons, dans ce chapitre, ce problème de réduction de dimension dans
le cadre de la reconnaissance des formes statistiques et plus particulièrement dans
le cadre de la classification supervisée. Nous présentons dans les sections suivantes
quelques techniques d’extraction/sélection de variables pour la réduction de la di-
mension. Dans un premier temps nous allons aborder le problème de la réduction de
dimension à l’aide de la méthode de sélection de variables. Les méthodes d’extrac-
tion de données sont discutées dans un deuxième temps. La méthode que nous avons
finalement retenue est la DVS. La dernière section du chapitre est réservée à la dé-
composition en valeurs singulières (DVS) ainsi que sa validation à travers quelques
expérimentations. Concernant la classification, deux tentatives sont étudiées. Dans
la première, seules les valeurs singulières sont utilisées. Dans la deuxième, nous
illustrons la possibilité d’exploiter les vecteurs singuliers plutôt que les valeurs sin-
gulières [105, 108].
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5.2 Sélection de variables

5.2.1 Principe de la sélection

En partant d’un ensemble P des p variables d’origine, l’objectif est de sélectionner
un sous-ensemble Q de q variables dans un espace des caractéristiques de taille
minimale avec q ≤ p vérifiant un certain critère préalablement défini. Dans ce nouvel
espace de caractéristiques, les frontières de décision entre les classes sont plus nettes.

La sélection des q caractéristiques pertinentes se déroule en deux étapes. La
première étape consiste à explorer l’espace des différentes combinaisons possibles de
variables pour trouver le sous-ensemble candidat des caractéristiques en utilisant une
procédure de recherche et en se basant sur un critère d’arrêt. La deuxième étape
consiste à choisir un certain critère d’évaluation J , avec lequel le sous-ensemble
candidat est jugé pertinent ou pas. Le problème se résume donc à choisir un sous-
ensemble (Q ⊆ P ) tel qu’il optimise le critère d’évaluation J . Selon le critère choisi,
J peut être une fonction à maximiser ou à minimiser.

En classification supervisée, la sélection d’un sous-ensemble de variables de taille
minimale permet de réduire la complexité du problème en s’assurant que :

– les performances de la règle de classement ne diminuent pas trop voire même
augmentent ;

– la distribution des données, dans l’espace restreint, doit être aussi proche que
possible de la distribution des données dans l’espace des p variables d’origine.

5.2.2 Les étapes de la sélection de variables

Algorithmes de recherche

Le problème de sélection d’un sous-ensemble de q variables parmi les p variables
avec p >> q est un problème combinatoire avec une complexité Np. Plusieurs
études ont été effectuées pour tenter de réduire cette complexité, en considérant par
exemple, les combinaisons possibles comme étant un graphe. L’espace de recherche
est réduit en utilisant des heuristiques pour parcourir ce graphe [145]. Ces heu-
ristiques retournent, sous certaines conditions, une solution optimale du problème
ou une solution sous-optimale (ex. les algorithmes séquentiels [68], les algorithmes
flottants [210]).

(a) Les méthodes séquentielles

Les algorithmes séquentiels consistent à rajouter ou à éliminer itérativement
des variables. On peut, commencer avec un ensemble de variables vide et ajou-
ter, à chaque étape, une variable à celles déjà sélectionnées (Sequential Forward
Selection, SFS). On peut aussi, en partant de l’ensemble de toutes les variables,
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éliminer à chaque étape une variable parmi celles déjà sélectionnées (Sequential
Backward Selection, SBS).
Ces deux méthodes sont connues pour leur simplicité de mise en oeuvre et leur
rapidité, la complexité étant polynomiale O(p2). La SFS commence la sélection
avec un ensemble vide de variables, elle est donc moins complexe que l’algo-
rithme SBS pour des problèmes de grande dimension. Cependant, les deux
méthodes ne permettent pas d’explorer tous les sous-ensembles possibles de
variables et ne permettent pas un retour arrière pendant la recherche. Dans
les deux cas, la solution obtenue n’est pas optimale. Une façon pour réduire
ce problème de sous-optimalité des algorithmes SFS et SBS est d’alterner les
procédures SFS et SBS permettant ainsi d’ajouter des variables et puis d’en
éliminer d’autres ;

(b) Les méthodes flottantes

Les méthodes flottantes (Sequential Floating Search methods) consistent à ap-
pliquer après chaque étape forward (resp. backward) autant d’étapes backward
(resp. forward) nécessaires pour que le sous-ensemble résultant améliore le cri-
tère d’évaluation. Le nombre de variables ajoutées ou éliminées à chaque étape
est déterminé dynamiquement en fonction de la valeur du critère d’évaluation
J . Par conséquent, aucun paramètre n’est à régler au préalable.

D’autres méthodes de recherche tentent de réduire le temps de calcul, soit en
incluant une recherche aléatoire de sous-ensembles de variables [114, 161, 162]. Soit
en insérant le processus de sélection dans l’algorithme d’apprentissage. Dans cette
dernière approche, les variables sont supposées indépendantes et l’évaluation d’une
variable à chaque niveau de l’arbre ne tient donc pas compte de son interaction avec
d’autres variables du graphe.

En reconnaissance des formes, les algorithmes de sélection sont généralement
groupés en deux catégories : les algorithmes optimaux et les algorithmes sous-
optimaux. Ces méthodes peuvent plus ou moins êtres associées à n’importe quelle
mesure d’évaluation [148, 150].

Évaluation des variables

Pour sélectionner un sous-ensemble de variables, il faut disposer d’une mesure
permettant d’évaluer sa pertinence. Cependant, la notion de pertinence est une
notion entièrement relative au problème traité [21]. L’objectif, selon [138] et [145],
est de trouver toutes les variables fortement pertinentes et une partie des variables
faiblement pertinentes. Malheureusement, en pratique il est impossible de faire la
nuance entre pertinence forte et pertinence faible. Généralement, deux approches
sont couramment utilisées pour évaluer la pertinence d’un sous-ensemble de variables
sélectionnées [30] :

– dans les approches de type filtrage (filters), la sélection se fait en utilisant des
critères d’évaluation fondés uniquement sur les données et indépendamment
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du classifieur. Les variables sont filtrées avant les phases d’apprentissage et
de classification. Ces critères sont souvent regroupés en trois catégories : les
mesures de distance, les mesures d’information et les mesures de dépendance ;

– contrairement aux premières approches, les approches enveloppantes (wrap-
pers) tiennent également compte de la règle de classement (classifieur) dans
le calcul du critère d’évaluation. Elles intègrent la méthode de sélection dans
la construction du classifieur. Les paramètres nécessaires à la règle de classe-
ment sont estimés à partir de l’ensemble des variables sélectionnées. Le critère
d’évaluation est simplement la probabilité d’erreur et dépend fortement du
couple (données, règle de classement). De ce fait, le critère choisi diminue la
capacité en généralisation des approches enveloppantes. Un autre inconvénient
concerne le coût de calcul qui est très élevé, dans ce cas, car la sélection boucle
sur le processus d’apprentissage.

Les filtres n’ont pas les défauts des wrappers. Ils sont beaucoup plus rapides et
reposent sur des considérations plus théoriques. Ils permettent de mieux comprendre
les relations de dépendance entre variables. Mais, comme ils ne prennent pas en
compte les biais de l’algorithme de classification, les sous-ensembles de variables
générés donnent un taux de reconnaissance plus faible.

Pour donner un score à un sous-ensemble, une première solution est de donner
un score à chaque variable indépendemment des autres et de faire la somme de
ces scores. Pour évaluer une variable, l’idée est de déterminer sa corrélation avec la
variable de classe. Malheureusement cette approche dite feature ranking n’élimine
pas les variables redondantes, d’autre part il est possible que des variables peu
corrélées avec la classe deviennent utiles lorsqu’on les considère dans le contexte des
autres variables. L’autre solution, dite subset ranking, consiste à évaluer un sous-
ensemble dans sa globalité. On se rapproche ici de l’apprentissage de la structure de
réseau bayésien.

Il existe un intermédiaire entre feature ranking et subset ranking utilisé avec de
bons résultats dans le cadre de la CFS (correlation based feature selection) par Mark
Hall [109]. C’est cette méthode qui sera utilisée pour la sélection de variables dans
la partie ??.

Le score d’un sous-ensemble est construit en fonction des corrélations variable-
classe et des corrélations variable-variable selon la formule suivante :

rθs =
krθi√

k + k(k − 1)rij
.

avec rθs le score du sous-ensemble de cardinal k, rθi la moyenne arithmétique des
corrélations entre θ et les variables i et rij la moyenne des k2 intercorrélations entre
variables. Cette équation exprime que le score du sous-ensemble augmente si les
variables sont fortement corrélées avec θ et diminue si elles sont fortement corrélées
entre elles.

De plus cette formule est valable dans le cadre de scores normalisés (i.e. de va-
riance unitaire). L’idée est de dire qu’un bon sous-ensemble est constitué de variables
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hautement corrélées avec la classe (pour ne pas garder les indépendantes), et peu
corrélées entre elles (pour éviter la redondance). Il s’agit d’une approximation car
on ne prend en compte que les interactions d’ordre 1. Pour plus d’information le
lecteur peut se référer à l’article [109].

La corrélation entre deux variables peut être définie de plusieurs façons. On
peut utiliser par exemple le coefficient de corrélation statistique ou bien un test
d’indépendance statistique comme le test du chi-carré χ2. Il est également possible
d’utiliser la notion d’information mutuelle. D’autres méthodes d’évaluation de sous-
ensembles sont possibles. Des méthodes récentes combinant les wrappers et les filtres
sont présentées dans [107].

Dernièrement, Pena et al ont proposé en 2007 un nouvel algorithme sous contraintes
basé sur les Réseaux Bayésiens pour l’apprentissage de la couverture de Markov dans
de "très" gros volumes de données. Une évaluation empirique a été menée sur plu-
sieurs bases de données synthétiques et réelles de UCI Repository, dont la base
Thrombin constituée de 140000 variables ! Il lève donc un verrou scientifique : la
passager à l’échelle. Aux JFRB 2008 à Lyon 29-30 Mai, Rodrigues de Morais et
al.montrent également comment passer à l’échelle avec ce genre d’algorithmes en
améliorant encore les performances quand les nombres d’instance est faiblle (data-
efficiency). Les variables sont discretes mais il existe des façons simples de discrétiser
les variables continues en fonction de l’objectif (discretisation supervisée).

Critères d’arrêt

Une fois l’algorithme de recherche et le critère d’évaluation choisis, il faut un
critère pour arrêter la recherche et définir le sous-ensemble de variables sélection-
nées. Le choix de ce critère d’arrêt est très important car les résultats de la méthode
de sélection en dépendent fortement. Cependant, ce choix reste très diffcile à faire
en pratique. Il existe plusieurs manières pour le fixer. On peut, par exemple, déci-
der d’arrêter la procédure de recherche lorsqu’un nombre maximum de variables à
sélectionner ou d’itérations à exécuter est atteint [148]. Néanmoins, fixer préalable-
ment le nombre de variables à sélectionner est pratiquement difficile, ce qui rend son
utilisation comme critère d’arrêt rare.

Une autre façon pour fixer le critère d’arrêt, est de se baser sur le critère d’éva-
luation en fixant un seuil sur J . Dans ce cas, la procedure de recherche est arrêtée
lorsque ce denier est atteint ou lorsque l’ajout ou la suppression d’une nouvelle va-
riable, dans les algorithmes séquentiels, n’améliore pas la mesure J [189]. Si le critère
d’évaluation utilisé est monotone (croissant ou décroissant) vis-à-vis du nombre de
variables, on peux choisir d’arrêter la recherche par exemple lorsque son évolution
θ = J(Sq−1

J(Sq
) tend vers 1.

Lorsque la dimension des données n’est pas trop élevée, une bonne heuristique,
dont la complexité est suffisamment raisonnable est de calculer pour les différents
sous-ensembles sélectionnés une estimation de la probabilité d’erreur. L’ensemble
des variables sélectionnées est celui qui donne les meilleures performances.
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La probabilité d’erreur peut être estimée comme dans les approches envelop-
pantes à l’aide d’une procédure de validation croisée ou de Bootstrap. Cette stra-
tégie nécessite alors un ré-apprentissage du modèle pour chaque sous-ensemble de
variables candidat.

5.3 Extraction des variables

La méthode de sélection de variables cherche à sélectionner le meilleur sous-
ensemble dans l’espace original de variables qui maximise la séparabilité entre les
classes. L’extraction des variables permet de déterminer la meilleure combinaison
des variables originales en projetant l’espace d’origine de dimension p dans un sous-
espace de dimension réduite q. Parmi ces méthodes on cite :

– l’analyse en composantes principales (ACP) ;
– la décomposition en valeurs singulières (DVS) ;
– la poursuite de projection (PP).

Dernièrement la décomposition en valeurs singulières (DVS) a été largement uti-
lisée dans les domaines de traitement du signal et l’imagerie pour la réduction de
la dimension pour la classification [105, 106, 126, 108, 263, 264, 173]. De ce fait, on
s’intéresse dans ce qui suit à présenter et argumenter la méthode de réduction de
dimension à l’aide de la DVS.

5.3.1 Décomposition en valeurs singulières

Définitions

La décomposition en valeurs singulières (DVS) est très populaire dans l’analyse
statistique de données et le traitement du signal. L’existence de la DVS a été établie
par le géomètre Italien Beltrami en 1873, 20 ans seulement après la conception de
la matrice comme un multiple de quantité par Cayley.

Pour toute matrice X ∈ RM×N , rectangulaire réelle, il existe des matrices ortho-
gonales U ∈ RM×M et V ∈ RN×N , [100, 249], telles que

U tXV = Σ (5.1)

où Σ est une matrice pseudo-diagonale. À partir de l’équation (5.1), X peut s’écrire
comme suit

X = UΣV t. (5.2)

L’équation (5.2) représente la décomposition en valeurs singulières de la matrice X
où U et V contiennent respectivement les vecteurs singuliers de gauche et droite de
X. Cette décomposition est unique et cela est assuré par la contrainte d’orthogonalité
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des matrices U et V . La matrice Σ ∈ RM×N est pseudo diagonale et possède sur sa
diagonale les valeurs singulières σii de la matrice X ordonnées de façon décroissante
[100] tel que :

UU t = I,

V V t = I,

σ11 ≥ σ22 ≥ ... ≥ σpp ≥ 0, avec p = min (m,n).

I est matrice identité et σij = 0 si i 6= j et σij ≥ 0 sinon ; pour simplifier la
notation on note la i-ème valeur singulière σii par σi. Les σi sont les racines carrées
non négatives des valeurs propres de la matrice X tX.

Une fois la décomposition réalisée, le rang r de la matrice décomposée est égal
au nombre de σi non nulles, telque :

σ1 ≥ σ2 ≥ ... ≥ σr > σr+1 = σr+2 = ... = σp = 0,

ceci définit alternativement le rang de l’espace nul de X, et qui est égal au nombre
de valeurs singulières nulles. On peut alors noter la matrice X comme suit :

X =
r∑
i=1

σi(uiv
t
i), (5.3)

où ui et vi sont respectivement les colonnes et les lignes des matrices U et V . Les σi
sont les valeurs singulières associées à ces vecteurs. On peut voir, dans l’expression
(5.3), que la DVS décompose la matrice X en une somme pondérée de matrices de
rang 1. Une matrice de rang p peut donc se décomposer, de façon unique, en une
somme de r matrices de rang 1.

La DVS permet ainsi d’estimer le rang et l’identification de l’espace nul de la
matrice. Cet espace peut être défini pour les vecteurs singuliers de gauche et de
droite, et l’espace engendré par ces vecteurs correspond aux valeurs singulières pour
lesquelles σi = 0.

En plus, comme la DVS décompose une matrice qui n’est pas forcément carrée,
ainsi, il est possible de décomposer directement la représentation de distribution
temps-échelle sans l’utilisation de la matrice de covariance. Ainsi, la décomposition
DVS directe maintient toutes les informations appropriées sur les espaces nul, lignes
et colonnes de la matrice de données dans une forme compacte. Comme la DVS
décompose une matrice pas forcément carrée sans avoir besoin du calcul de la matrice
de covariance, la base résultante n’est pas aussi sensible aux problèmes de gamme
dynamique que l’ACP. Théoriquement, il n’est pas possible d’inverser une matrice
qui n’est pas carrée. Ainsi, l’implémentation de la DVS est un compromis entre la
définition théorique et la forme souple en pratique, en introduisant la notion du
pseudo-inverse d’une matrice.
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5.4 La décomposition en valeurs singulières des ma-
trices des coefficients en ondelettes CWTk

L’analyse des signaux temps-échelle par la DVS repose sur le type de la distribu-
tion temps-échelle utilisée. De préférence, cette distribution doit être linéaire et avec
une bonne résolution. Certains auteurs ont jugés que l’utilisation des valeurs sin-
gulières suffit largement pour représenter les distributions temps-fréquence (DTF)
des signaux [79, 126]. Alors que d’autres, évoquent la limite des valeurs singulières
du fait qu’elles n’apportent pas d’information significative concernant le comporte-
ment des composantes spectrales dans la matrice temps-fréquence. Pour y remédier,
ils préfèrent utiliser les vecteurs singuliers pour la caractérisation des signatures à
partir d’une distribution temps-fréquence et estiment qu’ils peuvent apporter plus
d’informations que les valeurs singulières [106, 105, 108].

C’est la propriété d’orthogonalité mutuelle des matrices U et V qui les a poussé
à s’intéresser à ces vecteurs singuliers au lieu des valeurs singulières. Les valeurs
singulières σi représentent l’importance des vecteurs singuliers dans la composition
de la matrice. D’une autre manière, les vecteurs singuliers correspondant aux valeurs
singulières élevées ont plus d’informations pertinentes sur la structure de la RTF que
les autres vecteurs singuliers. Cette approche basée sur les vecteurs singuliers utilise
une estimation de la fonction de distribution de ces vecteurs associée à la distribution
temps-fréquence des signaux pour l’extraction de caractéristiques pertinentes. Ce
problème de choix d’utilisation des valeurs ou des vecteurs singulières, a été traité et
amplement détaillé dans [13] pour l’analyse des signaux Dopler. Nous nous sommes
inspirés de ce travail dans notre étude. Ainsi, dans un premier temps, seules les
valeurs singulières ont été utilisées comme vecteurs forme caractéristiques pour les
matrices temps-échelle CWTk. Ces vecteurs formes sont utilisés dans l’étape de
classification, (cf. 6). Dans un deuxième temps, l’intérêt des vecteurs singuliers par
rapport aux valeurs singulières pour l’extraction de caractéristiques à partir des
RTE des signaux vibratoires a été vérifiée. Ils existe différentes façons de manipuler
les vecteurs singuliers obtenus à partir d’une distribution temps-fréquence. Nous
présentons quelques approches dans le paragraphe 5.5.

Les éléments utilisés dans la suite sont essentiellement alimenté par la lecture de
[79, 126, 106, 105, 108, 43, 13].

5.4.1 Formulation du problème

Rappelons que la matrice CWTk, de dimension M × N avec M >> N , est la
matrice des coefficients d’ondelettes associée au couple de galets CGk, (cf. 4.3.2).
Chaque matrice CWTk peut être décomposée en

CWTk = UΣV t,

où U de taille M × M et V (N ×N) sont deux matrices orthogonales appelées
respectivement matrice de gauche et de droite. Σ de dimensionM×N est la matrice
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diagonale telle que Σ = (σ1, σ2, ..., σN). La composante σij = 0 si i 6= j et σii ≥ 0
avec σ1 ≥ σ2 ≥ ... ≥ σN . Les σi représentent les valeurs singulières de la matrice
CWTk.

Lorsqu’on décompose une représentation temps-fréquence X quelconque, les co-
lonnes ui de la matice U et les colonnes vi de V sont décorrélées deux à deux
et représentent respectivement les caratéristiques temporelles et fréquentielles de
X [43]. L’écriture

X =

min(n,m)∑
i=1

σiuiv
t
i .

montre que la représentation temps-fréquence s’écrit sous forme de somme de repré-
sentations de type uivTi auxquelles on associe une amplitude σi. Chaque caractéris-
tique fréquentielle ui correspond donc à une caractéristique temporelle vi et à une
énergie σ2

i .

Pour simplifier les calculs et réduire le nombre de composantes mises en jeu on ne
conserve qu’un certain nombre de caractéristiques fréquentielles et temporelles qui
préserve la plus grande partie de l’énergie du signal, par exemple 90%. Cela revient
à considérer maintenant

S = UqΣqV
t
q ,

où Σq est la matrice carrée diagonale contenant les q premières colonnes et lignes
de Σ, et Uq et Vq sont les matrices contenant les q premières colonnes de U et V , où
q vérifie ∑q

i=1 σ
2
i∑min(n,m)

i=1 σ2
i

≥ 90%.

5.4.2 Étude de la décomposition en valeurs singulières d’un
passage complet

La DVS d’un passage sur la voie

Pour valider le choix de l’analyse par SVD discutée précédemment, prenons un
scalogramme, avec les trois bandes de fréquences, d’un signal vibratoire issu de
l’installation sur la voie, figure 5.2(au dessus). La reconstruction de la matrice en
utilisant les dix premières valeurs singulières et les vecteurs singuliers correspondants
de gauche et de droite de la décomposition SVD du scalogramme, figure 5.2(au
dessus), est représentée sur la figure 5.2(au dessous).

Nous remarquons clairement que la compression des données (réduction) ne mo-
difie quasiment pas l’aspect du scalogramme initial (≈ 99% d’énergie est retenue).
Les deux matrices de gauche et de droite représentent, dans notre cas, respective-
ment les échelles et le temps et les σi représentent leur poids.
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Fig. 5.2 – Scalogramme initial d’un passe (au dessus) et le même scalogramme après
avoir conservé les dix composantes (p = 10).

Considérons maintenant seulement la bande de fréquences intermédiaire [Frot ≤
ν ≤ 350] Hz, figure 5.3(a), du même scalogramme. Cette fois-ci, les 5 premières va-
leurs singulières et les vecteurs singuliers correspondants des caractéristiques spec-
trales et temporelles suffisent pour reconstruire et avoir toute l’information portée
sur le scalogramme, figure 5.3(b). Nous retrouvons les même pics avec pratiquement
la même intensité que ceux existants sur le scalogramme, figure 5.3(a).

Voyons maintenant ce qui se passe, de plus près, pour les caractéristiques spec-
trales U et temporelles V issues de la SVD. La figure 5.4(b) représente les deux
premiers vecteurs des caractéristiques spectrales (échelles) et temporelles.

Le scalogramme, figure 5.4(a), correspond à un signal vibratoire aquis avec l’ins-
tallation sur la voie. Sur chaque essieu arrière est monté un couple de galets avec un
défaut local : trous, usure 50%, usure 100% et enfin usure 100% avec des trous. Les
essieux avant sont tous composés de couples de galets sans défauts à part les essieux
MI1 et ME2 qui comportent une usure structurelle respectivement l’usure patatoïde
et l’existence de vis fixé sur le bandage. Un défaut local se manifeste au niveau de
la bande de fréquences 10.76 ≤ ν ≤ 350 Hz. Sur le scalogramme correspondant
dans cette même bande de fréquence, figure 5.4(a), il existe un ensemble de pics au
nombre de 4 au niveau des échelles (7 ≤ a ≤ 12) qui caractérise ces défauts locaux.
Le comportement spectral des défauts locaux est bien reflété par les deux premiers
vecteurs des caractéristiques spectrales, figure 5.4(b), qui montrent une augmenta-
tion significative d’énergie dans le même intervalle (7 ≤ a ≤ 12). La localisation
temporelle et la durée sont aussi montrées par les deux premiers vecteurs de droite.
De plus, la différence en amplitude entre les 4 types de défauts locaux est aussi bien
montrée sur la figure 5.4(b).
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(a)

(b)

Fig. 5.3 – (a) La bande de fréquences intermédiaire (défauts locaux). (b) Recons-
truction du scalogramme correspondant à la bande de fréquences intermédiaire à
partir des 5 premières composantes.

La DVS d’un passage sur l’ADV

La figure 5.5(a) représente un signal vibratoire acquis avec l’installation sur
l’ADV et le scalogramme associé. Le passage est effectué dans le sens ME2 avec
l’essieu ME2 en tête (côté pivot) et en configuration 2, (cf. 3.4.2). Les essieux ME2
avant et arrière, MI1 arrière et ME1 arrière sont composés de couples de galets
sans défauts. Par contre, sur l’ensemble des essieux MI2 avant et arrière, MI1 avant
et ME1 avant est monté, respectivement, un défaut avec usure : à 75%, à 100%,
patatoïde et un défaut de type trous.

Les deux premiers vecteurs singuliers des caractéristiques spectrales, figure 5.5(b),
représentent l’évolution d’énergie dans la bande intermédiaire (7 ≤ a ≤ 12) corres-
pondant aux défauts locaux. Regardons maintenant ce qui se passe au niveau des
deux premiers vecteurs de droite qui représentent le comporetement temporel au
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(a)

(b)

Fig. 5.4 – (a) Le signal vibratoire pour un passage acqui avec l’installation sur la voie
et son scalogramme approprié. (b) Les deux premières caractéristiques spectrales et
les poids temporels correspondants issues de la SVD.
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niveau de chaque essieu. Notons R1, R2, R3, R4, R5, R6, R7 et R8 l’ensemble des
régions correspondant aux couples de galets CGk, k = 1, ..., 8 sur le premier et le
deuxième vecteur singulier des caractéristiques temporelles tels que CG3, CG4, CG6
et CG8 sont avec défaut de type, respectivement, usure à 100%, usure à 75%, usure
patatoïde et trous. Nous distinguons, d’une manière générale, que dans les régions
R3, R4, R6 et R8 le signal est plus amplifié. Les perturbations remarquées dans ces
régions sont justifiées par l’importance du défaut. Les deux régions les plus marquées
sont R3 et R8 et correspondent respectivement à une usure à 100% et les trous. Les
autres régions R1, R2, R5 et R7 correspondent aux couple de galets sans défauts.

Le comportement temporel d’un galet sans défaut par rapport à un galet avec
défaut ainsi que son importance sont bien reflétés par le premier vecteur singulier
des caractéristiques temporelles. Sur la figure 5.6 nous remarquons bien une diffé-
rence nette entre les segments correspondant aux couples de galets sans défauts,
figure 5.6(R1, R5 et R7), et ceux correspondants aux couples de galets défectueux,
figure 5.6(R3, R4 et R8).

À ce stade, le comportement des vecteurs singuliers se montre assez prometteur
pour donner de bons résultats de classification. Pour l’étape de classification, nous
appliquons la DVS, cette fois-ci, sur les segments des scalogrammes SCGk corres-
pondants aux couples de galets CGk, k ∈ 1, ..., 8. Nous nous attendons à ce que
ce même comportement et la différence entre un galet sans et avec défaut soit bien
reflétée à la fois par les valeurs et les vecteurs singuliers. Nous espérons ainsi que les
résultats obtenus à partir de la décomposition en valeurs singulières des segments
SCGk puissent être utilisés comme un moyen de caractérisation des signaux vibra-
toires. Un ensemble réduit de caractéristiques pertinent peut même augmenter la
séparabilité entre les classes d’usures et ainsi, fournir un meilleur taux de classifica-
tion avec un coût d’analyse de données réduit [132]. Cette hypothèse est vérifiée et
illustrée dans le chapitre 6.
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(a)

(b)
Fig. 5.5 – (a) Le signal vibratoire acquis avec l’installation sur l’ADV et son sca-
logramme associé. (b) Les deux premières caractéristiques spectrales et les poids
temporels correspondants issues de la SVD.
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(a)

(b)

(c)

Fig. 5.6 – Segments du premier vecteur singulier des caractéristiques temporelles
correspondants aux couples de galets : (a) R1 sans défaut et R3 usure à 100%, (b)
R4 usure à 75% et R5 sans défaut, (c) R7 sans défaut et R8 avec trous.
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5.5 Définition de signatures basées sur les vecteurs
singuliers

5.5.1 Introduction

La classification des signaux non-stationnaires pour la détection et l’identification
des défauts est devenue, ces dernières années, le problème le plus considérablement
étudié. D’un point de vue purement statistique, le test du Ratio de Wald [268] peut
être considéré comme une contribution importante au développement des techniques
en-ligne. Il convient également de mentionner les travaux de Basseville et Nikifo-
rov [20]. Cependant, la plupart des méthodes de détection des défauts disponibles
dans la littérature [202] sont fondées sur le calcul du résiduel où l’on dispose d’un
modèle pour le système et on peut comparer la sortie réelle avec celles produites par
le modèle. Dans le cas où le modèle du système n’est pas disponible, de nombreux
chercheurs préconisent la construction d’un modèle mesuré en utilisant les données
d’entrée et de sortie (RdF). Dans de telles situations, ces travaux se basent sur les
techniques de traitement de signal pour accentuer l’effet du défaut et le rendre plus
apparent à l’opérateur.

F. Chowdhury et J.L Aravena dans [50], ont examiné le cas particulier des sys-
tèmes de transmission de puissance et ont proposé une approche de modèle libre
basée sur le traitement de banc de filtres et la définition de "vecteurs d’informa-
tion instantanée" pour la détection et l’identification des défauts. Dans une autre
référence [12], les mêmes auteurs ont montré qu’un banc de filtres peut séparer un
signal en plusieurs composantes orthogonales et permet la définition de bandes de
fréquences étroites où l’effet d’un défaut est facilement repérable. Par contre, cette
décomposition ne se prête pas facilement à la mise en oeuvre d’un algorithme au-
tomatique de détection des changements. Dans leurs récents travaux de recherches,
ces auteurs se basent sur l’utilisation de pseudos-signatures de puissance pour la
détection et l’identification de signaux non-stationnaires. Cette méthode a été intro-
duite par Venkatachalam Vidya en 1998 et amplement détaillée dans son rapport de
thèse [265]. L’originalité de ces travaux réside dans le fait que l’auteur a introduit
la notion d’indépendance entre les signatures calculées pour une classe de signaux
non-stationnaires, la position et la longueur de l’événement (défaut).

Dans ces premiers travaux [263], l’auteur a proposé une nouvelle méthode basée
sur la transformation en ondelettes continue et en définissant des représentations
appelées "pseudo-signatures de puissance". Ces signatures capturent l’information à
différents échelles, indépendamment de la longueur (la durée), l’endroit et la gran-
deur du signal (ou le défaut). Ces signatures caractérisent, essentiellement, la distri-
bution de l’énergie de l’échelle d’une manière indépendante du temps. Les signatures
sont alors invariantes aux intervalles temporels et les segments du signal sont tous
caractérisés par la même signature. Ceci est une caractéristique extrêmement im-
portante, et qui n’est généralement pas considéréé dans les travaux de classification.
Dans [264], l’auteur a fait le rapprochement entre la DVS et l’aspect théorique de sa
méthode. Ainsi, il a proposé une approche simple pour déterminer cette signature
en utilisant une décomposition en valeurs singulières (SVD) de la transformation en
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ondelettes continue (TOC), et en extrayant les composantes principales [53].

Pour un signal x ∈ L2(R) avec CWT , cxψ ∈ H = L2(R2, C−1
ψ

dadb
a2 ), où ψ est

admissible, la méthode consiste à approximer cxψ(a, b) par le produit de deux éléments
séparable de la forme

cxψ(a, b) = sxψ(a)rxψ(b).

où sxψ ∈ S = L2(R, C−1
ψ

da
a2 ), et rxψ ∈ R = L2(R, db). La fonction sxψ correspond à

la pseudo signature de puissance du signal x.

Plusieurs auteurs se sont inspirés de ces travaux pour développer des détecteurs
de changement. Dans [167], M. Luo, J.L Aravena et Fahmida N. Chowdhury ont
proposé une méthode basée sur la définition de coefficients de corrélations basée
sur les pseudo-signatures de puissance (PPS) dans le domaine de la sécurité des
avions. Le banc d’essai est le modèle de la NASA pour un avion de type Boeing
747 implémenté dans l’environnement DASMAT par Gary Balas de l’université du
Minnesota. La méthode utilisée est décrite dans la partie 5.5.3.

Une autre technique basée sur la fonction de distribution de probabilité des
vecteurs singuliers (FDPVs) a été introduite par Groutage dans [105]. Puisque les
vecteurs singuliers sont orthonormés, leurs éléments élevés au carré peuvent être vus
comme des valeurs de la fonction de densité de probabilité (FDP). Cette dernière est
utilisée comme la signature caractéristique du signal. Cette technique est illustrée
dans le paragraphe 5.5.4.

Dans le même esprit, nous avons testé l’efficacité de cette méthode sur nos si-
gnaux. Nous avons essayé de trouver une signature commune pour une classe donnée.
Nous avons vu, dans la phase du découpage temporel, (cf. 3.4.2), que la longueur
du signal d’un même défaut dépend non seulement de sa position - le signal d’un
défaut monté sur un essieu extrême est plus long que celui monté sur un essieu
intermédiaire - mais aussi de la vitesse du tramway (L = V/T ). Nous pensons par
conséquent que l’utilisation de cette approche, basée sur des signatures indépendam-
ment de la durée du signal, est un bon moyen pour unifier les signatures pour une
classe donnée et améliorer les performances du classifieur. Les paragraphes suivants
illustrent les méthodes citées préalablement sans trop les détailler.

5.5.2 La pseudo signature de puissance (PPS)

Rappels et définitions

L’idée de base est de créer des signatures qui caractérisent la distribution de
l’énergie d’un signal qui sont indépendantes de la durée effective de chaque com-
posante du signal (défaut). Cette méthode se base sur le concept de la distribution
spectrale de l’énergie existante dans le scalogramme issu de la transformée en on-
delettes continue (TOC) du signal. Elle propose une représentation qui permet de
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définir une "distribution d’énergie instantanée", appelé la pseudo signature de puis-
sance.

Rappelons que la transformée en ondelettes continue (TOC) est destinée à fournir
une analyse multirésolution naturelle d’une fonction x ∈ L2(R) donnée dans le plan
temps-échelle grâce aux paramètres de temps, b, et d’échelle a, (cf. 4.1.4). La TOC
de la fonction x ∈ L2(R) est donnée par

cxψ(a, b) = 〈x, ψx(a, b)〉 =

∫ +∞

−∞
x(t)ψa,b(t)dt. (5.4)

où ψa,b est la fonction dilatée et translatée de l’ondelette mère ψ(t) ∈ L2(R).
Elle est définie par ψa,b = |a|

1
2 ψ
(
t−b
a

)
. Formellement la TOC peut être représentée

comme une projection

Γ : L2(R)→ H = L2

(
R2, c−1

ψ

dadb

a2

)
,

de rang M où M est un sous-ensemble fermé de H [61]. La propagation de l’énergie
de la TOC dans le plan temps-échelle est définie par la distribution d’énergie appelée
scalogramme.

L’énergie du signal sur un support, R, donnée est défini comme

E
x(R)
ψ = C−1

ψ

∫ ∫
(a,b)∈R2

SCx
ψ(a, b)

dadb

a2
. (5.5)

Le scalogramme de la fonction x(t), cxψ(a, b), est donné par

SCx
ψ(a, b) =

∣∣cxψ(a, b)
∣∣2 . (5.6)

Ainsi, le scalogramme peut être utilisé comme la fonction de densité d’énergie
temps-échelle.

Le principe de la méthode

Considérons le signal x ∈ L2(R) avec la TOC cxψ(a, b) où ψ est une ondelette
admissible. Le scalogramme SCx

ψ associé à cxψ peut être considéré comme la fonc-
tion de puissance temps-échelle correspondante et la fonction SCx

ψ(., b) comme "la
distribution de puissance d’échelle à l’instant b".

Examinons maintenant l’intervalle [b1, b2] sur lequel SCx
ψ(a, .) est continue. En

se basant sur le théorème de la valeur moyenne pour l’intégrale1, Il existe alors
1Si la fonction f(.) est continue sur un intervalle [a,b], alors il existe un nombre µ ∈ [a, b] tel que

f(µ)(b− a) =
∫ b

a
f(t)dt.
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b0 ∈ [b1 − b2] telle que

SCx
ψ(a, b0) =

∫ b2

b1

∣∣cxψ(a, b)
∣∣2

b2 − b1

db.

Si l’ondelette ψ a un support compact, alors pendant que l’échelle diminue la
valeur de SCx

ψ(a, b0) est essentiellement indépendante des valeurs de x(t) en dehors
de l’intervalle t1 < b < t2. Ainsi la distribution de puissance d’échelle peut être
estimée par les scalogrammes des petits segments du signal. Pour un ensemble petit
d’échelles, elle serait essentiellement indépendante de la longueur de l’enregistrement
(signal) [265]. L’idéal serait de disposer d’une ondelette telle que, pour une classe
donnée de signaux, la transformée en ondelettes correspondante est séparable, c’est-
à-dire

cxψ(a, b) = sxψ(a)rxψ(b). (5.7)

Par conséquent, la distribution de puissance d’échelle à l’instant b0 pourait être
donnée par

SCx
ψ(a, b0) =

∣∣sxψ(a)
∣∣2 ∫ b2

b1

∣∣rxψ(b)
∣∣2

b2 − b1

db. (5.8)

Il est clair que la distribution normalisée serait essentiellement indépendante
de b0. Ainsi, la fonction d’échelle sxψ(a), convenablement normalisées, pourait être
utilisée comme une signature de puissance indépendante du temps pour caractériser
une classe de signaux.

La faisabilité de ce concept est renforcée par le fait que si l’on s’éloigne des si-
gnaux de L2(R), on peut trouver des fonctions dont la TOC "formelle" est séparable.
Cela revient à déterminer alors une fonction d’ondelette ψ ∈ L2(R) admissible qui
admet un résultat similaire pour des fonctions de L2(R) telle que notée dans l’équa-
tion (5.7). Comme il a été démontré par le théorème suivant [265],

Théorème 5.5.1

Pour n’importe quelle fonction non triviale x ∈ L2(R), et une fonction d’ondelette
admissible (non triviale) donnée ψ ∈ L2(R), l’espace des transformées en ondelettes
continue (TOCs) de x ne contient aucun élément de la forme donnée par cxψ(a, b) =

s(a)r(b), où s ∈ L2(R, C−1
ψ

da
a2 ), et r ∈ L2(R, db).

Il a été prouvé dans [264] que théoriquement il n’existe aucune ondelette ad-
missible qui admet une fonction séparable de la transformée en ondelette continue
(TOC). Par conséquent, le théorème établit la nécessité d’obtenir seulement une
fonction d’approximation séparable pour une TOC donnée. Il faut donc utiliser des
décompositions qui satisferont l’équation (5.7) d’une manière approximative. La
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distribution d’énergie instantanée fournit par sxψ(a), convenablement normalisée, est
ensuite définie comme "la pseudo-signature de puissance" du signal.

Dans la pratique, la génération de ces pseudos signatures de puissance repose
sur la décomposition en valeurs singulières (SVD) des matrices de dimensions finies.
Cette méthode est dérivée de la décomposition de la TOC d’un signal comme une
somme de termes séparables. Cette analyse se fonde sur les résultats suivants [265].

Proposition 5.5.2

La transformée en ondelettes continue peut toujours être exprimée sous la forme

cxψ(a, b) =
∑
i

σisi(a)ri(b). (5.9)

Pour chaque i, si(a) ∈ H = L2(R, C−1
ψ

da
a2 ), ri(b) ∈ L2(R, db). L’ensemble des

fonctions {si}i et {ri}i sont complètes dans respectivement H et L2.

La première composante principale de cxψ, notée PC
[
cxψ
]
, est donnée par σ1s1(a)r1(b).

La fonction s1 peut ensuite être utilisée pour définir la pseudo signature de puissance
associée au signal x(t).

La proposition 5.5.2 fournit ainsi, une décomposition de la fonction cxψ(a, b)
comme une somme de termes séparables. Cette décomposition est similaire à la dé-
composition DVS appliquée aux matrices de dimensions finies. Le calcul est consi-
dérablement simplifié si la détermination des pseudos signatures de puissance est
réduite à un problème standard de matrice DVS. Dans [265], l’auteur a montré que
sous certaines conditions, une discrétisation de la matrice TOC dans le temps et en
échelle appropriée peut être effectuée de la manière suivante

[U, S, V ] = SV D(TOC).

où la TOC devient la matrice d’exemples, V la matrice d’échelle et U la matrice
du temps. En particulier la première colonne de la matrice V devient une approxima-
tion discrète de la pseudo signature de puissance du signal x(t). Il convient de noter
ici que cette discrétisation de la TOC ne correspond pas à une transformation en
ondelettes discrète. La transformation discrète conventionnelle créée par une analyse
multi-résolution a tendance à ignorer les détails du signal. En fait, pour la détection
des défauts, les détails sont souvent les plus utiles pour l’étude du comportement des
composantes du signal. La méthode de discrétisation présentée dans cette section,
permet de se concentrer sur n’importe quelle gamme d’échelle et en se basant sur
les détails du signal.

La mise en oeuvre de la méthode

Pour illustrer cette procédure sur nos signaux, prenons par exemple la moyenne
de 50 pseudo-signatures de puissance pour les trois classes : "sans défaut", "trous" et
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"usure à 75%". Les vecteurs moyens résultants pour chaque classe et chaque capteur
sont illustrés sur les figures 5.7(a), (b) et (c). Nous constatons en premier lieu que
pour une classe donnée, les trois capteurs ont pratiquement le même comportement.
Les trois pseudo-signatures correspondant à une classe sont globalement semblables.
En deuxième lieu, les trois pseudo-signatures moyennes correspondantes aux trois
classes ont un comportement différent. Nous pensons, par conséquent, que l’utilisa-
tion de ces PPS dans l’étape de la classification pourra augmenter le taux de bonne
classification.

Regardons maintenant les deux figures 5.8 et 5.9. La classe Usure normale re-
groupe les deux classes de défaut Trous et Usure 75%. Nous pouvons remarquer que
sur certains intervalles d’échelles, les PPS correspondant aux couples de classes :
(Sans usure, usure normale) et (Trous, usure75%) prises pour un capteur donné,
sont facilement séparables. Ainsi, une sélection intelligente d’échelle dans ces inter-
valles peut maximiser la séparation entre les trois signatures, donc entre les classes.
Le taux de classification ne sera que meilleur. Nous allons voir dans le chapitre 6,
si cette hypothèse est vérifiée ou pas. Une deuxième méthode de réduction de di-
mension peut être considérée ; basée sur les méthodes automatiques de réduction
de variables décrites dans la partie 5.2. La sélection de variables est appliquée sur
chaque capteur par capteur et par expert afin de maximiser le taux de reconnais-
sance.

Pour le premier expert et pour chaque capteur, figure 5.8(a), figure 5.8(b) et
figure 5.8(c), la PPS est la moyenne de 100 PPS correspondantes aux couples de
galets non défectueux. La deuxième signature est la moyenne calculée à partir d’un
mélange de 100 PPS correspondant à la classe Trous et la classe Usure 75% (50 PPS
de chacune), figure 5.9(a), figure 5.9(b) et figure 5.9(c). Nous remarquons que, pour
les trois capteurs, les deux signatures sont facilement séparables dans l’intervalle
d’échelle [9− 11]. La même observation est constatée pour le deuxième expert.

5.5.3 Coefficient de corrélation et indicateur de distance ba-
sée sur la PPS

Définition de la méthode

Dans leurs article [167], M. Luo, J.L Aravena et Fahmida N. Chowdhury pro-
posent l’utilisation de la technique de la matrice DVS (PPS) décrite plus haut, (cf.
5.5.2), pour déterminer l’état d’un vol. Ils supposent que les données pour un vol
normal sont disponibles et peuvent être traitées afin de déterminer les pseudos-
signatures de puissance pour des conditions normales. Une première alternative
consistait à calculer, au cours d’un vol réel, la TOC pour les données issues d’un
capteur et, pour un instant t donné, déterminer un coefficient de corrélation avec la
pseudo-signature de puissance. Si la valeur du coefficient de corrélation est élevée,
par conséquent, la distribution de puissance d’échelle est semblable à celui de la
pseudo signature puissance d’un état normal de vol. Par opposition, un petit coeffi-
cient de corrélation indique une situation anormale. Le coefficient de corrélation est
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(a)

(b)

(c)

Fig. 5.7 – Vecteur moyen de 50 vecteurs singuliers des caractéristiques spectrales
(échelles) pour le premier (a), le deuxième (b) et le troisième (c) capteur.
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(a)

(b)

(c)

Fig. 5.8 – Vecteur moyen de 50 vecteurs singuliers des caractéristiques spectrales
(échelles) pour les classes : sans défaut et usure normale pour le premier (a), le
deuxième (b) et le troisième (c) capteur.
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(a)

(b)

(c)

Fig. 5.9 – Vecteur moyen de 50 vecteurs singuliers des caractéristiques spectrales
(échelles) pour les classes : sans défaut, trous et usure à 75% pour le premier (a), le
deuxième (b) et le troisième (c) capteur.
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défini et calculé comme suit

ρ =
〈Y.V1〉
‖Y ‖

. (5.10)

où Y est la transformée en ondelettes continue (TOC) du vol de test. La ma-
trice V est la matrice d’échelle et V1 représente le premier vecteur singulier d’un
vol normal, c’est à dire sa pseudo signature de puissance. Cependant, l’utilisation
du premier vecteur singulier V1 comme la pseudo-signature de puissance pour l’état
du vol a donné une approximation très pauvre par rapport à la TOC. Ce résultat
souligne la nécessité d’approximer la transformée en ondelettes continue avec une
somme de termes séparables. Une deuxième alternative a été ensuite proposée pour
améliorer les PPS en envisageant des approximations avec des termes supplémen-
taires. Cette approche peut être considérée comme la définition d’un "sous-espace
de signatures". Pour simplifier les calculs, seulement les deux premiers termes d’ap-
proximation ont été utilisés, mais cela n’empêche pas l’extension de la méthode à
plus de termes.

Supposons que la TOC peut être exprimée sous la forme

cxψ(a, b) = σ1s1(a)r1(b) + σ2s2(a)r2(b).

À n’importe quel instant b0 nous pouvons constater que la fonction cxψ(., b0) est
une combinaison linéaire des deux fonctions s1(.) et s2(.).

Dans un état normal, sans défaut, la TOC doit appartenir au sous-espace de
signatures correspondant à un état normal. Ainsi, le calcul de la distance à ce sous-
espace peut être utilisé pour mesurer les écarts. Plus l’écart est important plus l’état
dans lequel évolue le système s’éloigne de la normale.

Prenons maintenant les deux vecteurs singuliers V1 et V2 issus de la décomposition
en valeurs singulières de la TOC d’un état normal. Ces deux vecteurs forment une
base orthogonale du sous-espace des signatures. Pour chaque vecteur Y la projection
de Y sur le plan des signatures de l’état normal est de la forme α1V1 + α2V2. Les
coefficients sont déterminés comme des projections sur les vecteurs de base peuvent
être déterminés à partir de

〈Y.V1〉 = α1, et 〈Y.V2〉 = α2.

La distance entre Y et le plan des signatures de l’état normal est ensuite obtenue
à l’aide de la formule suivante

d =

√
‖Y ‖2 − (α2

1 + α2
2).

Les auteurs de cet article soulignent l’importance des échelles et du choix du type
d’ondelettes utilisée. La transformée en ondelettes qui a donné de bons résultats sur
leurs tests est de type Daubechies Db8 avec 128 échelles.
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5.5.4 Fonction de distribution de probabilité des vecteurs sin-
guliers

Définition

Une autre approche a été présentée par Groutage dans [106] pour l’extraction
de caractéristiques des signaux non-stationnaires. Cette approche est basée sur l’ap-
proximation de la RTF en un nombre fini de rectangles. Dans la RTF, la région possé-
dant une densité d’énergie uniforme est représentée par un rectangle. Ces rectangles
sont identifiés par des vecteurs de 5 éléments [t̄; f̄ ; t̂; f̂ ; σ̂], où t̄ et t̂ représentent la
localisation et la durée en temps respectivement, f̄ et f̂ représentent la localisation
et la largeur en fréquence dans la RTF ; et σ̂ représente l’importance du rectangle
dans la composition de la RTF. La position et les dimensions des rectangles sont
calculés à partir des premiers et seconds moments de la fonction de densité extraite
des vecteurs singuliers de la RTF. Cependant cette approche, selon H. Hassanpour,
M. Mesbah et B. Boashash, possède trois inconvénients [108] :

1. elle utilise un nombre fixe de caractéristiques (rectangles) pour caractériser une
région de la RTF. Or, en utilisant un nombre limité de rectangles, la méthode
peut ne pas être adéquate pour identifier la totalité des caractéristiques des
RTF ;

2. s’il y a plus d’un maximum local dans la fonction de densité, le premier et le
second moments de la fonction de densité ne peuvent pas montrer la position
et la largeur du maximum local. Cette technique peut être efficace si :
(a) le plan temps-fréquence est simple pour l’approximation par des rectangles

en nombre limité ;
(b) la densité d’énergie du signal n’est pas uniformément concentré à diffé-

rentes localisations de la RTF.

3. il peut y avoir plus d’un vecteur singulier de gauche et de droite qui sont
nécessaires pour l’approximation de la RTF. Donc, le moment extrait à partir
de seulement un vecteur singulier de gauche et un de droite n’est pas suffisant
pour trouver la localisation, la durée, et la bande de fréquences dans le plan
temps-fréquence. Par conséquent, dans une autre référence [105], les auteurs
améliorent leur approche en respectant les trois critères cités précédemment.

Formulation

Posons CWTk la matrice des coefficients d’ondelettes correspondant à un couple
de galets CGk. En appliquant une décomposition en valeurs singulières, cette matrice
peut être écrite comme suit

CWTk = UΣV T .

où U(M×M), Σ(M×N) et V(N×N). La fonction de distribution de probabilité
(FDP) peut être composée à partir des colonnes individuelles des matrices U et
V associées aux vecteurs singuliers des caractéristiques temporelles et spectrales
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(échelles). Par exemple, la FDP correspondant à la première colonne de la matrice
U, fU1, est donnée par

fU1 =
{
u2

11, u
2
12, ...u

2
1M

}
,

où u1i représente le ième élément de U1 et
∑M

i=1 u
2
1i = 1. La fonction de distri-

bution de probabilité correspondante est calculée comme suit

FU1 = {v1, v2, ...vM} ,

où vj =
∑j

i=1 u
2
1i, pour j = 1, ...,M .

Contrairement à la première, cette approche se base sur les deux matrices U
et V pour approximer la matrice TOC. Pour illustrer cette sélection de caractéris-
tiques, prenons la DVS d’un ensemble de matrices temps-fréquence correspondant
aux signaux vibratoires avec et sans défauts.

Les figures 5.10 et 5.11 présentent les fonctions de distribution calculées à partir
des deux premiers vecteurs fréquentiels (échelles) et temporels pour respectivement
un couple de galet sans défaut et un couple de galet avec défaut (usé à 75%). Nous
avons comparé ensuite les DFP calculée pour l’ensemble des classes : sans défaut,
usure à 75%, usure à 100% et Trous deux à deux. Le résultat est présenté dans les
figures 5.12 et 5.13. Nous pouvons constater sur ces figures que sur certaine bande
d’échelles, les différentes classes sont clairement séparables. Nous pensons qu’une
sélection basée sur les échelles peut améliorer nettement les résultats de la classifica-
tion. Les deux dernières méthodes sont attractives et seront testées ultérieurement
dans nos travaux de recherches.
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(a)

(b)

Fig. 5.10 – La FDP calculée à partir des deux vecteurs singuliers des caractéristiques
spectrales (échelles) pour (a) un galet sans usure et un galet usé à 75% (b).
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(a)

(b)

Fig. 5.11 – La FDP calculée à partir des deux vecteurs singuliers des caractéristiques
temporelles pour (a) un galet sans usure et un galet usé à 75% (b).
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(a)

(b)

(c)

Fig. 5.12 – Comparaison des deux FDPs calculées à partir des deux premiers vec-
teurs singuliers des caractéristiques spectrales (échelles) pour la classe sans défaut
avec celle de la classe d’usure à 75% (a), la classe d’usure à 100% (b) et la classe
Trous (c).
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(a)

(b)

(c)

Fig. 5.13 – Comparaison entre les FDPs de l’ensemble des trois classes comparées
deux à deux. La classe d’usure à 75% et la classe Trous (a), 100% et Trous (b) et la
classe d’usure à 100% et l’usure à 75% (c).
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Conclusion

L’objectif de ce chapitre était de trouver la meilleure façon pour réduire la di-
mension des données associées à chaque couple de galets. Ainsi touver une signature
de taille réduite qui le caractérise, par conséquent le différencie des autres couples
de galets appartenant aux autres classes. Pour cela nous avons, dans un premier
temps, passé en revue quelques méthodes de sélection de variables pour la réduc-
tion de dimension, (cf. 5.2). Les différentes approches de sélection se distinguent par
l’algorithme de recherche et le critère d’évaluation utilisés. Les nombreuses études
comparatives effectuées dans ce domaine affirment qu’il n’existe pas de méthode
idéale. La plupart de ces méthodes s’appuient sur des heuristiques qui parcourent
de manière limitée l’espace de toutes les combinaisons de variables possibles, ce qui
ne garantit pas toujours de trouver la solution optimale. Les résultats dépendent
également du discriminateur utilisé après l’étape de sélection : un sous-ensemble de
variables qui est optimal pour un discriminateur donné ne l’est pas nécessairement
pour un autre discriminateur.

Dans un second temps, nous avons présenté une deuxième technique de réduc-
tion de dimension, l’approche d’extraction de caractéristiques, (cf. 5.3). Nous nous
sommes concentrés sur la décomposition en valeurs singulières. Cette dernière repose
sur l’étude des matrices U, V, et Σ issues de l’application de la DVS à l’ensemble
des scalogrammes obtenus grâce à l’étape de paramétrisation des signaux (cf. 4). La
DVS propose un moyen très intéressant de réduction de variables. Pour l’étape de
la classification, nous pouvons explorer les résultats de la DVS de deux manières :
soit effectuer une classification en se basant sur les premières valeurs singulières σp,
soit en utilisant les vecteurs singuliers de gauche et de droite correspondants aux
premières valeurs singulières σp. L’étude de ces vecteurs singuliers donne à première
vue un outil performant pour la séparation des classes. Cette approche est basée
sur la définition de signatures appelées "pseudo-signatures de puissance" pour les
classes de signaux non-stationnaires indépendemment de la longueur du signal (la
durée). Nous avons aussi décrit brièvement deux approches qui se basent sur ces
signatures PPS de deux manières différentes pour la détection et l’identification des
défauts. La première technique décrite dans la partie 5.5.3 propose, dans un premier
temps, la définition d’un coefficient de corrélation entre les pseudos signatures d’un
état normal et anormal. Dans un deuxième temps, le même auteur, propose le cal-
cul de la distance entre la pseudo signature d’un état normal et le signal test pour
identifier l’état dans lequel évolue le système. Une deuxième technique basée sur
la fonction de distribution de probabilité des vecteurs singuliers (FDP), proposée
dans [188, 105, 108], a été ensuite détaillée dans la partie 5.5.4. Cette dernière se
base sur les deux matrices de temps et de l’échelle pour construire les signatures. Les
différentes signatures issues de cette étape de réduction de dimension sont ensuite
utilisées pour la classification. La réussite de cette dernière repose entièrement sur
la qualité de ces signatures.
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6Classification supervisée

6.1 Introduction

Nous consacrons ce dernier chapitre à la phase finale du processus de diagnostic,
la classification. Nous nous intéressons plus particulièrement à la classification su-
pervisée à partir des bases de données construites lors de l’étape d’acquisition, (cf.
3). De nombreux tests ont été menés sur plusieurs jeux de données, valeurs et vec-
teurs singuliers, pour montrer l’efficacité de chacune des deux approches : avec les
valeurs singulières et avec les vecteurs singuliers. Nos travaux relatifs à la définition
des signatures obtenus à partir des vecteurs singuliers sont basés seulement sur le
premier vecteur des caractéristiques spectrales (échelles) selon la méthode décrite
dans le précédent chapitre, (cf. 5.5.2). Nous nous sommes concentrés sur les classi-
fieurs de type SVM pour effectuer l’étape de classification. Toutefois, nous confortons
notre choix en comparant plusieurs méthodes de classification. Leurs performances
ont été estimées à travers les taux de bon classement et d’autres mesures classiques
d’erreurs. Plusieurs types de classifieurs ont été mis en oeuvre et comparés : les
MLPs (cf. 2.5.3), les RBFs (cf. 2.5.4), les arbres de décision (Id3 et J48), (cf. 2.4.2),
le modèle logistic et les SVM 2.6. Enfin pour améliore la précision des classifieurs,
nous avons utilisé deux méthodes de construction d’ensembles de classifieurs : la
méthode adaboost (cf. 2.5.5) et le prédicteur bagging proposée par Leo Breiman
dans [36].

L’étape de classification a été mise en oeuvre à l’aide du logiciel de data mining
Weka[272]. Weka est un open source très riche programmé en java et regroupe un
ensemble d’outils qui peuvent être utilisés pour la classification, la régression et le
clustering. L’utilisation de cet outil nous a permis de comparer plusieurs méthodes
de classification pour pouvoir au final garder la meilleure pour notre système de
diagnostic. Comme on vise la performance, pour la partie classification par les SVMs
nous avons choisi d’utiliser la boite à outils SVM développée au laboratoire PSI sous
Matlab [164]. Deux types de noyaux ont été testés avec différentes valeurs pour les
paramètres afin de choisir ceux qui donnent les meilleurs performances. Les résultats
obtenus sont détaillés dans la partie 6.6.

Le chapitre est divisé en cinq grandes parties. La première partie rappelle briève-
ment la démarche globale de diagnostic suivie dans notre travail, (cf. 6.2). Après une
brève introduction de l’ensembles des mesures d’erreurs utilisées pour mesurer la per-
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formance des classifieurs, la deuxième partie sera divisée en trois pricipaux sous pa-
ragraphes. À défaut d’expérience et de méconnaissance des classes de défauts réelles
nous avons utilisé l’ensemble des classes : "Sans défaut, Usure100%, Usure75%, Trous
et l’usure Patatoïde". Nous avons effectué une classification 1 − Contre − 1 pour
comparer les défauts entre eux et mieux comprendre leurs comportements. De façon
un peu naïve, nous avons pensé que procéder ainsi va nous permettre de regrouper
les semblables et voir en éliminer les fausses classes de défauts. Toutefois, l’expé-
rience nous a montrée qu’il y a une différence entre les passages du tramway dans
le sens ME1 et le sens ME2. Ce constat nous a obligé de prendre en compte séparé-
ment les signaux résultant de chaque sens. Dans les deux cas les deux configurations
sont considérées, la configuration C2 - où les défauts sont montés sur les essieux
avants (galets directeurs) - et la configuration C1 - où les défauts sont montés sur
les essieux arrières (galets suiveurs). Par conséquent, l’étape de la classification a été
mise en oeuvre pour chaque sens de marche. Les deux configurations C1 et C2 ont
été prises, dans un permier temps, séparément, (cf. 6.3.2(A)), et mélangées dans un
deuxième temps, (cf. 6.3.2(B)). Nous avons vérifier, dans le dernier paragraphe de
cette partie, si le sens de la marche avait réelement un impact sur les résultats de la
classification, (cf. 6.3.2(C)). Dans ces trois cas, seules les valeurs singulières ont été
utilisées en entrée du classifieur.

Lors d’une réunion effecuée le 06 Juillet 2006, l’exploitant - la T2C - a précisé,
qu’à ce stade du projet et sans connaissance a priori des défauts pouvant surgir,
l’idéal est d’avoir un outil de diagnostic et d’aide à la décision qui permet de détecter
la présence d’un défaut. Par conséquent, nous avons traduit ce besoin en diagnostic
en deux phases. Détecter l’existence du défaut dans une première phase, et après
l’identification du type de défaut dans la deuxième phase. L’ensemble des classes de
défauts et la nouvelle démarche de dignostic suivie sont présentés dans la troisième
partie du chapitre, (cf. 6.4).

Entre temps, d’autres travaux de recherches ont montrés l’intérêt des vecteurs
singuliers issus de la SVD, dans le domaine des signaux vibratoires, par rapport
aux valeurs singulières. Cherchant a améliorer notre méthode de diagnostic pour
trouver la meilleure signature representant un défaut, nous avons essayer d’utiliser
les vecteurs singuliers pour la classification et en tirer les avantages de cette méthode.
Ainsi, nous avons comparer dans la quatrième partie, (cf. 6.5), les résultats de la
classification obtenus à l’aide des différents classifieurs en utilisant, dans un premier
temps, les valeurs singulières en entrée du classifieur, (cf. 6.5.1), et dans un deuxième
temps, les pseudo-signatures de puissance, (cf. 6.5.2), définies dans la partie 5.5.2.

Enfin, nous avons consacré la dernière partie du chapitre à l’étude des classifieurs
de type SVM [260]. Leur performance a été comparée à celle des classifieurs utilisés
précédemment : MLP, RBF.
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6.2 Démarche utilisée pour le diagnostic

Rappelons que le détecteur SYSCOGA sur l’ADV, (cf. 3.2.2), est constitué de
trois capteurs permettant chacun de mesurer les accélérations lors du passage du
Translohr. Ce dernier, circule dans les deux sens ME1 avec l’essieu ME1 en tête et
ME2 avec l’essieu ME2 en tête. Deux montages de couples de galets, configurations
C1 et C2 tableau 6.1, ont été utilisés pour les deux sens de marche. L’ensemble
des défauts étudiés sont montés sur l’essieu arrière dans la configuration C1 et sur
l’essieu avant dans la deuxième configuration sauf les deux défauts "Usure100%" et
"Trous". Le premier est toujours monté sur un essieu arrière (ME1AR et MI2AR) par
contre le second est monté sur un essieu avant (ME2AV et ME1AV ).

Configuration C1 Configuration C2
Gauche Droite Gauche Droite

ME1 Avant Sans défauts Sans défauts Trous Sans défauts
ME1 Arrière Sans défauts Usure100% Sans défauts Sans défauts
MI1 Avant Sans défauts Sans défauts Patate Sans défauts
MI1 Arrière Sans défauts Usure75% Sans défauts Sans défauts
MI2 Avant Sans défauts Sans défauts Usure75% Sans défauts
MI2 Arrière Sans défauts Patate Usure100% Sans défauts
ME2 Avant Sans défauts Trous Sans défauts Sans défauts
ME2 Arrière Sans défauts Sans défauts Sans défauts Sans défauts

Tab. 6.1 – Configurations C1 et C2 utilisées sur site.

Reprenons le schéma global du processus de diagnostic, partant de l’étape d’ac-
quisition jusqu’à la classification, figure 6.1 :

1. pour chaque passage du Translohr, le système d’aquisition fournit trois signaux
vibratoires. Chacun résulte de la somme des deux axes latéral et vertical d’un
capteur, figure 6.1(1) ;

2. ensuite, une transformée en ondelettes continue est appliquée sur chaque signal
(module traitement du signal), figure 6.1(2) ;

3. une fois calculée, nous procédons au découpage temporel et fréquentiel de
la matrice des coefficient d’ondelettes obtenue. À l’aide des dates de réfé-
rences fournies par les deux cellules photoélectriques, (cf. 3), nous appliquons
le découpage temporel et fréquentiel, décrit dans la partie 4.3.2, pour trouver
la position exacte des 8 couples de galets sur le signal complet. En consé-
quence, nous obtenons, pour chaque capteur, l’ensemble des segments Si =
{SCG1, ..., SCGk} correspondants aux couples de galets CGk, avec k = 1, ..., 8.
À l’issu de cette étape, à un couple de galets CGk correspondent 3 matrices
de coefficients d’ondelettes CWTCapi, i = 1, 2, 3 représente les numéros des
capteurs, figure 6.1(3) ;

4. avant d’entamer l’étape de classification une phase de réduction de dimen-
sion par décomposition en valeurs singulières est appliquée sur chaque matrice
CWTCapi. Seules les premières valeurs singulières σp sont retenues pour la
classification. Nous récupérons à la fin de cette étape, pour chaque CGk, trois
vecteurs formes x1k, x2k et x3k correspondant respectivement aux capteurs 1,
2 et 3, avec k = 1, ..., 8, figure 6.1(4) ;
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5. en se basant sur ces vecteurs formes en entrée, le module de classification
fournit, pour un couple de galets CGk, l’ensemble de décisions DCapiCGk
avec k = 1, ..., 8 et i = 1, ..., 3, figure 6.1(5) ;

6. la décision finale Df pour un CGk est la fusion des trois décisions issues des
trois capteurs Df =

⋃
{DCap1CGk,DCap2CGk,DCap3CGk}, figure 6.1(6).

Cela nécessite l’emploi d’une stratégie permettant de fusionner les décisions
prises par les trois capteurs, pour un galet donné CGK, pour parvenir à une
décision finale. La procédure de vote majoritaire a été choisie pour nos trai-
tements. Les ambiguités, dans notre cas, sont prises comme des erreurs de
classification. Si par exemple, deux capteurs sur les trois jugent que le premier
couple de galets est "Sans défaut", alors cette classe a reçu 2 votes, et elle
l’emporte sur les autres classes. Ainsi le premier couple de galets est classé
Sans défaut.

Les étapes de 4 à 6 sont effectuées pour les k couples de galets. Les deux dernières
étapes, 5 et 6, sont illustrées dans ce présent chapitre.

Les usures ou les défauts utilisés durant les essais ont été élaborés manuellement.
L’ensemble des classes testées sont :

– classe de couples de galets sans défauts (neuf ou non usé) ;
– l’usure parallèle qui représente un gommage du bandage : à 75% et à 100% ;
– l’usure aléatoire qui regroupe les trous et l’usure papatoïde.

La base de données complète contient un ensemble de signatures propres aux
galets sans défauts et celles correspondant aux 4 défauts : Usure100%, Usure75%,
Trous et l’usure Patatoïde. Chaque défaut est représenté par une matrice de coef-
ficients d’ondelettes CWT (N ×M), constituée de 677376 variables si le défaut est
monté sur un couple de galet extrême et de 733824 variables s’il est monté sur un
essieu intermédiaire. Ce nombre trop élevé de paramètres est ensuite réduit grâce
à l’application de la DVS sur les matrices CWT. Chaque défaut est représenté,
comme mentionné précédemment, par les cinq première valeurs singulières. Deux
sens de marches ME1 et ME2 avec les deux configurations C1 et C2 ont été tes-
tés. Le nombre d’exemples utilisés pour les 5 classes est identique. Quatre bases de
données sont construites et utilisées dans le paragraphe suivant :

– ME1C1 (400× 5) ;
– ME1C2 (250× 5) ;
– ME2C1 (255× 5) ;
– ME2C2 (250× 5).

Nous avons comparé pour un sens donné ME1 ou ME2, dans un premier temps,
le comportement des deux à deux. Nous exposons quelques résultats de la classi-
fication multi-classe, en adoptant l’approche "1-vs-1", obtenus avec les différentes
méthodes utilisées par classe, par sens et par configuration, (cf. 6.3.2(A) et (B)).
Pour la partie 6.3.2(A) les deux configurations ont été prises séparément. Le com-
portement d’un même défaut a été testé en étant monté sur un essieu arrière (couple
suiveur), avec C1, ensuite sur un essieu avant (couple directeur), avec C2. Dans le
paragraphe 6.3.2(B), nous avons mélangé les deux configurations C1 et C2 pour voir
si cela influe sur le taux global de la classification.
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Enfin, les défauts à détecter en priorité, leurs formes et leurs types ont été gros-
sièrement définis par l’exploitant. Nous discutons ce point en illustrant la stratégie
de diagnostic adoptée dans la partie 6.4.

6.3 Analyses et résultats

La technique la plus populaire pour l’estimation de l’erreur de généralisation
est la validation croisée qui est utilisée indépendamment de la nature de la machine
d’apprentissage utilisée. Pour nos tests nous avons utilisé une procédure simple d’es-
timation de l’erreur de généralisation dite k-fold et décrite dans la partie 2.3.3. Elle
consiste à diviser l’ensemble des données en k sous ensembles mutuellement exclusifs
de taille approximativement égale. L’étape d’apprentissage est effectuée en utilisant
k − 1 sous-ensembles et le test est effectué sur le sous-ensemble restant. Cette pro-
cédure est répétée k fois et chaque sous-ensemble est utilisé une fois pour le test.
La moyenne des k taux d’erreur obtenus estime l’erreur de généralisation. Dans ce
qui suit, nous présentons les résultats de l’identification de l’état des galets de gui-
dage (classification) en utilisant la procédure 5-fold. Nous avons utilisé l’approche
de classification multi-classes "1-contre-1", (cf. 6.3.2).

Les paragraphes suivants resument les performances de bonne classification ob-
tenues pour chaque sous-classifieur. Pour tous les classifieurs, le taux de bonne dé-
tection est estimé par la procédure 5-fold. Pour chacun des sous-classifieurs sont
indiqués les valeurs du taux de bonne classification (CC). Pour comparer leur per-
formance nous avons utilisé des critères classiques comme le coefficient Kappa (κ),
les mesures d’exactitude : les vrais et les faux positifs (TP et FP), les vrais et les
faux négatifs (TN et FN), la précision et le rappel (Recall). L’ensemble de ces me-
sures sont détaillés en annexe, (cf. C.1 et C.2). Néanmoins, nous les introduisons
brièvement dans le paragraphe suivant pour faciliter la compréhension du chapitre.

6.3.1 Performance des classifieurs

1. Le taux de bonne classification (CC%) : c’est le nombre d’exemples bien
classés en pourcentage du nombre total d’exemples ;

2. Kappa statistic (κ) : ce coefficient mesure le degré de concordance de deux ou
de plusieurs juges. Le jugement représente la classe d’un exemple et les juges
représentent le classifieur et la classe réelle de l’exemple. "L’accord/désaccord"
entre les juges se lit directement dans la matrice de confusion. Ce coefficient
est maximal, κ = 1, quand les deux jugements sont les mêmes ;

3. Matrice de confusion : pour une classe, un classifieur, et un exemple donné,
quatre cas peuvent se présenter :
– l’exemple est de cette classe, et le classifieur ne se trompe pas : c’est un vrai
positif (TP) ;

– l’exemple est de cette classe, mais le classifieur se trompe : c’est un faux
négatif (FN) ;
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– l’exemple n’est pas de cette classe, mais le classifieur la lui attribue quand
même : c’est un faux positif (FP) ;

– l’exemple n’est pas de cette classe, et le classifieur ne le range pas non plus
dans cette classe : c’est un vrai négatif (TN).

Ces quatre valeurs sont regroupées dans la matrice de confusion (coïncidence).
Chaque colonne de la matrice représente le nombre d’occurrences d’une classe
estimée, et chaque ligne représente le nombre d’occurrences d’une classe réelle.
À partir de la matrice de confusion on peut calculer d’autres mesures comme
par exemple le TP Rate et FP Rate ;

4. Rapport des vrais positifs ou la sensibilité (TP Rate) : c’est le rapport
entre le nombre des exemples bien classés et le nombre total d’éléments qui
devraient être bien classés. Il correspond à 1 si les exemples d’une classe donnée
sont bien classés ;

5. Rapport des faux positifs ou la spécificité (FP Rate) : il correspond à
1− FP Rate ;

6. La précision : c’est le rapport entre le nombre de vrais positifs et la somme
des vrais positifs et des faux positifs. Si elle vaux 1, cela veut dire que tous les
exemples classés positifs l’étaient vraiment ;

7. Le rappel : si tous les exemples positifs ont été trouvés, le rappel vaux 1 ;
8. La quantité "F-Measure" : elle permet de regrouper en un seul nombre les

performances du classifieur pour une classe donnée ;
9. l’indice de Youden : il est égal à (sensibilit+ spcificit− 1). Si cette indice

se rapproche du 1 donc le test (classification) est "efficace" ;
10. le coefficient Q de Yule : il mesure l’intensité de la liaison entre les deux

variables (Classes/Signes). Il est égal à Q = (TP ∗ TN − FP ∗ FN)/(TP ∗
TN + FP ∗ FN) et l’intensité est :
• nulle si Q = 0 ;
• négligeable si Q ∈ [0.01− 0.09] ;
• légère si Q ∈ [0.10− 0.29] ;
• modérée si Q ∈ [0.30− 0.49] ;
• forte si Q ∈ [0.50− 0.69] ;
• très forte si Q ∈ [0.70− 1].

Pour plus de détails sur le calcul de ces mesures le lecteur peut se référer au
annexe C.

6.3.2 La classification multi-classe avec l’approche 1-vs-1

Quelque soit le sens et la configuration utilisées les sous-classifieurs de type MLP
fournissent, dans la majorité des cas, les meilleurs résultats. Pour la classe sans dé-
faut, chaque configuration comportait un mélange des deux cas, tableau 6.1. Dans
la première configuration C1, il y avait 4 couples de galets sans défaut dont un seul
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est suiveur (ME2arr). Dans la C2, il y avait eventuellement 4 couples de galets sans
défaut, par contre cette fois-ci, avec un seul couple directeur (ME2av). Dans l’en-
semble des exemples de classification, (cf. 6.3.2), nous n’avons pas fait la différence
entre un couple de galets directeur (CGD) ou un couple de galets suiveur (CGS).

A - Les deux configurations C1 et C2 sont prises séparément

Dans ce premier cas, une base de données est construite par sens, pour une
configuration, un capteur et une classe donnée. Nous avons constaté, qu’avec
l’ensemble des sous-classifieurs, la classe "Usure 100%" est reconnue globale-
ment à 100% indépendemment du sens de la marche. Cette classe est facile-
ment détectable bien qu’elle soit toujours montée sur un essieu arrière, couple
de galets suiveur dans les deux configurations. En fait, cette usure "maxi"
(sans bandage) est tout de suite ressentie par le conducteur lui-même ainsi
que les usagers. Par conséquent, le détecteur SYSCOGA ne trouve aucun pro-
blème pour la séparer des autres classes même d’une usure à 75%. Dans le
sens ME1, avec les deux configuration C1 et C2, l’ensemble des classifieurs : le
modèle logistic, MLP, RBF, Adaboost, Bagging et les arbres de décison (J48
et Id3) séparent l’usure 100% des autres classes - l’usure 75%, Trous et l’usure
patatoïde - avec un taux global de classification égal à 100%, (cf. tableau 6.4),
sauf dans certains cas.
La classe "Sans défaut" est aussi séparée de la classe "Usure 100%" à 100%
sauf pour les deux classifieurs RBF et l’arbre de décision de type J48 qui
fournissent, avec la configuration C1, 99.37% (1 erreur) de taux de reconnais-
sance, tableau ??. Adaboost et Bagging fournissent, avec la configuration C1,
98.75%. Enfin, les arbres de décisions de type Id3 fournissent 97.5% de taux de
reconnaissance. Dans le sens ME2, avec la configuration C2, le classifieur de
type MLP donne les meilleurs résultats. Il sépare nettement la classe d’usure
100% des autres classes avec un taux de classification égal à 100%.
Lors des tests, nous avons remarqué qu’un simple classifieur de type arbres
de décision donne de bon résultats. Ce dernier est simple à gérer et à mettre
en oeuvre, par contre sa complexité dépend fortement de celle du problème
posé. Néanmoins, l’objectif de ce classifieur est de trouver le/les test(s) à ef-
fectuer sur les valeurs singulières (σ1, σ2, ..., σp). Nous pouvons ainsi nous basé
sur l’ensemble des tests définis pour affecter un vecteur forme donné à la
bonne classe d’appartenance. Prenons un exemple de classification du couple
de classes (Sans défauts, Usure 100%) effectuée à l’aide d’un arbre de déci-
sion de type J48. Dans le sens ME1 avec la configuration C2, pour les deux
premiers capteurs, un simple test appliqué sur la première valeur singulière σ1

suffit pour séparer les deux classes avec un taux de reconnaissance égal à 100%.
L’utilisation des arbres de décision facilite largement la tâche de la classifica-
tion. Cependant, de telles approches ne permettent pas la gestion du caractère
évolutif d’un état normal ou anormal du système. Ainsi ce type d’approche
n’est pas approprié pour notre cas du fait que le système de guidage est un
système dynamique, évolutif. Un comportement jugé anormal, par le système
de diagnostic, peut être dû à un comportement normal du système de guidage
(l’appui, l’emplacement, sens, etc.).
L’expert "Usure 100%/Usure Patatoïde" fournit pour l’ensemble des classi-
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Classification Un-contre-Un (1vs1)
Les classifieurs

Logistic MLP RBF
``````````````̀Classes

Configurations 1 2 1 2 1 2

Usure 100% 100 100 100 100 99.37 100
Usure 75% 84.37 93 86.87 94 90 94

Trous 91.25 92 91.25 90 90.62 85
Patatoïde 81.25 95 88.12 94 76.87 93

Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Usure 100% 98.75 100 98.75 100 100 99 99.37 100
Usure 75% 92.5 95 90.62 94 90 95 70.62 95

Trous 90 89 91.87 86 93.12 85 87.37 86
Patatoïde 76.87 93 83.75 94 83.75 93 66.25 94

Tab. 6.2 – Taux global de classification pour la classe Sans défaut dans le sens ME1.

Les classifieurs
Logistic MLP RBF

``````````````̀Classes
Configurations 1 2 1 2 1 2

Usure 100% 98.04 100 97.06 100 97.06 100
Usure 75% 86.28 97 85.3 95 83.33 96

Trous 93.14 91 93.14 91 92.16 92
Patatoïde 100 99 100 100 100 98

Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Usure 100% 97.06 100 97.06 99 98.04 99 74.51 100
Usure 75% 74.51 93 83.3 96 71.5 93 67.6 96

Trous 93.14 92 92.16 91 92.16 93 86.3 85
Patatoïde 98.04 100 99.02 100 99.02 99 98.04 96

Tab. 6.3 – Taux global de classification pour la classe Sans défaut dans le sens ME2.

fieurs, dans le sens ME1, 100% de taux de reconnaissance. Ainsi, qu’elle soit
montée sur un couple de galets suiveur (l’essieu MI2Arr), dans la configu-
ration C1, ou sur un couple de galets directeurs (l’essieu MI1Av), dans la
configuration C2, l’usure Patatoïde est facilement séparable de l’usure 100%.
Par contre, dans le sens ME2, seulement le classifieur de type MLP fournit
100% de taux de bonne classification, voir tableaux 6.4 et 6.5.
Les deux experts "Sans défaut/Usure Patatoïde" et "Usure 75%/Usure Pata-
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Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Usure 75% 100 100 100 100 99.37 99 97.87 100
Trous 100 100 100 100 98.75 100 96.87 100

Patatoïde 98.75 100 98.75 100 99.37 99 98.12 100

Tab. 6.4 – Taux global de classification pour la classe Usure100% dans le sens ME1.

Les classifieurs
Logistic MLP RBF

``````````````̀Classes
Configurations 1 2 1 2 1 2

Usure 75% 98.04 99 98.04 100 98.04 100
Trous 99.02 100 98.04 100 96.08 100

Patatoïde 96.08 98 97.04 100 89.21 99

Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Usure 75% 98.04 100 97.06 99 98.04 99 76.4 98
Trous 96.08 99 95 99 97.06 99 72.55 93

Patatoïde 92.16 98 92.16 98 90.2 98 72.55 99

Tab. 6.5 – Taux global de classification pour la classe Usure100% dans le sens ME2.

toïde" à leur tour séparent facilement la classe Patatoïde de la classe de galet
Sans défaut ainsi que la classe des galets usés à 75%. Ils fournissent, dans le
sens ME2, un taux de reconnaissance égal à 100% pour l’ensemble des classi-
fieurs et les deux configurations. Le premier expert dans la configuration C2
se trompe seulement de 1% avec le modèle logistic et de 2% avec le classi-
fieur RBF. Les résultats obtenus pour ces deux experts sont illustrés dans les
tableaux 6.3 et 6.7.
Concernant la classe "Trous", l’expert "Usure 75%/Trous" dans le sens ME2,
avec la configuration C2 (cf. tableau 6.7), représente un bon exemple. Les
deux types de défaut sont montés sur des couples de galets directeurs. La
force de l’appui ainsi que l’importance du défaut ne changent pas. Les trous
sont montés sur l’essieuME1Av et l’usure 75% est montée sur l’essieuMI2Av.
Les classifieurs : MLP et RBF ont fournit un taux de classification (CC) égal
à 97%, (cf. tableau 6.7). Dans le cas où l’un des deux défauts est monté sur
un essieu avant et l’autre sur un essieu arrière, le taux de classification est
meilleur. Prenons par exemple le sens ME1 avec la configuration C1, dans
ce cas les trous sont montés sur l’essieu ME2Av et l’usure 75% est montée
sur l’essieu MI1Arr. Le classifieur SVM, avec la méthode de résolution SMO,
fournit le meilleur résultat avec un taux de classification égal à 99.37%, (cf.
tableau 6.6). Les mesures d’erreur ainsi que les matrices de confusions obtenues
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pour chaque capteur sont détaillées dans les tableaux 6.10 et 6.11.

Classification Un-contre-Un (1vs1)
Les classifieurs

Logistic MLP RBF
``````````````̀Classes

Configurations 1 2 1 2 1 2

Trous 98.75 95 98.75 93 98.12 94
Patatoïde 93.12 94 94.37 97 92.5 94

Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Trous 99.37 90 98.75 89 98.75 92 94.37 84
Patatoïde 89.37 92 90 91 90 93 84.37 91

Tab. 6.6 – Taux global de classification pour la classe Usure75% dans le sens ME1.

Les classifieurs
Logistic MLP RBF

``````````````̀Classes
Configurations 1 2 1 2 1 2

Trous 100 96 99.02 97 97.06 97
Patatoïde 100 100 100 100 100 100

Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Trous 98.04 98 99.02 96 99.02 96 90.02 94
Patatoïde 100 100 100 99 98.04 98 97.06 98

Tab. 6.7 – Taux global de classification pour la classe Usure75% dans le sens ME2.
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Classification Un-contre-Un (1vs1)
Les classifieurs

Logistic MLP RBF
``````````````̀Classes

Configurations 1 2 1 2 1 2

Patatoïde 84.37 94 82.5 95 85 94

Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Patatoïde 80 94 78.75 93 76.87 95 78.75 89

Tab. 6.8 – Taux global de classification pour la classe Trous dans le sens ME1.

Les classifieurs
Logistic MLP RBF

``````````````̀Classes
Configurations 1 2 1 2 1 2

Patatoïde 96.08 96 96.8 96 95 93

Les classifieurs
Adaboost Bagging J48 Id3

``````````````̀Classes
Configurations 1 2 1 2 1 2 1 2

Patatoïde 94.12 94 93.13 93 93.13 95 94.12 84

Tab. 6.9 – Taux global de classification pour la classe Trous dans le sens ME2.

Classifieur : MLP – Configuration C2
Classe TP Rate FP Rate Précision Recall F-Measure ROC Area

Premier capteur : CC = 97%, κ = 0.94
1 0.96 0.02 0.98 0.96 0.97 0.996
2 0.98 0.04 0.96 0.98 0.97 0.996

Deuxième capteur : CC = 100%, κ = 1
1 1 0 1 1 1 1
2 1 0 1 1 1 1

Troisième capteur : CC = 97%, κ = 0.94
1 0.96 0.02 0.98 0.96 0.97 0.995
2 0.98 0.04 0.96 0.98 0.97 0.995

Tab. 6.10 – Les mesures de l’erreur estimée avec le classifieur MLP pour l’expert
"Usure75%/Trous".
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Fig. 6.1 – Les différentes étapes du processus de diagnostic.
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Premier capteur
a b ⇐ classer comme
48 2 a = Usure 75%
1 49 b = Trous

Deuxième capteur
a b ⇐ classer comme
50 0 a = Usure 75%
0 50 b = Trous

Troisième capteur
a b ⇐ classer comme
48 2 a = Usure 75%
1 49 b = Trous

Tab. 6.11 – Tableaux des matrices de confusions obtenues, avec le classifieur MLP,
pour l’expert "Usure75%/Trous", pour les trois capteurs.

Pour l’expert "Usure à 75%/Trous", pour le premier et le troixième capteurs
les 49 exemples (vecteurs formes), de la classe b = "Trous", sont bien classés
donc la valeur du TP Rate = 49/50 = 0.98. Cependant, un seul exemple est
mal classé parmi ceux appartenant à la classe b = "Trous" et 48 exemples
qui n’appartient pas à cette classe n’ont pas été reconnus comme tels donc la
valeur FP Rate = 2/50 = 0.04.

B - Influence des variations de configurations

Dans cette partie, nous avons mélangé les deux configurations C1 et C2 pour un
sens de marche donné. Par conséquent, une seule base de données est construite
par sens et par capteur pour une classe donnée. Le tableau 6.12 expose les
résultats de la classification pour la classe sans défauts (Neuf ou non usé) dans
les deux sens ME1 et ME2 .

Classification Un-contre-Un (1vs1)
``````````````̀Classes

Les classifieurs Logistic MLP RBF

Dans le sens ME1
Usure 100% 100 100 99.61
Usure 75% 73.46 88.08 85.4

Trous 86.54 88.07 87.30
Patatoïde 77.30 91.16 78.08

Dans le sens ME2
Usure 100% 100 100 100
Usure 75% 78.22 91.6 78.22

Trous 91.1 91.6 87.62
Patatoïde 97.03 97.03 97.03

Tab. 6.12 – Les résultats de classification pour la classe "Sans défaut", dans les sens
ME1 et ME2 avec les deux configurations 1 et 2 mélangées.

Les résultats de la classification exposés dans le tableau 6.13 montrent qu’à
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part pour la classe usure 100% et l’usure patatoïde, le taux de classification
est légèrement détérioré. Prenons par exemple les résultats de la classification
obtenus à l’aide des sous-classifieurs MLP. Le tableau 6.13 illuste et compare
les résultats obtenus avec et sans mélange de configurations dans le sens ME1
et ME2. Dans le premier cas seule la configuration C2 est considérée. Dans
le deuxième cas, la base de données testée est constituée du mélange d’un
nombre égal d’exemples obtenus avec la configuration C1 (défaut sur les galets
suiveurs) et de la configuration C2 (défaut sur les galets directeurs).

Classe : "Sans défaut" – Classifieur : "MLP"
Dans le sens ME1 Dans le sens ME2

XXXXXXXXXXXXClasses
Mélange Non Oui Non Oui

Usure 100% 100 100 100 100
Usure 75% 94 88.08 95 91.6

Trous 90 88.07 91 91.6
Patatoïde 94 91.16 100 97.03

Tab. 6.13 – Comparaison entre les résultats de la classification sans et avec mélange
des deux configurations obtenus, avec un MLP, pour la classe "Sans défaut".

Cela peut s’expliquer et se justifier de deux manières :
– Un même défaut se comporte différemment dans une configuration ou une

autre, C1 ou C2. Ainsi, l’aspect du signal d’un même défaut, l’amplitude,
l’énergie et l’étalement, n’est pas le même et dépend plus au moins de la
position du défaut sur l’essieu, avant ou arrière ;

– Les deux classes d’usure patatoïde et 100% sont des usures majeures et fa-
cilement repérables. Le fait d’être montée sur un couple suiveur (C1) ou
directeur (C2) n’influe pas sur le taux de la classification.

C - Influence du sens de la marche

Dans la suite nous allons vérifier si notre première hypothèse préalablement
annoncée dans la partie 3.4.2 à savoir - h1 : le taux de classification sera meilleur
dans le sens ME2 - est confirmée ou pas par les résultats obtenus dans l’étape
de la classification. Pour cela, nous avons choisi la configuration 2 où les défauts
sont tous montés sur les essieux avant sauf l’usure100% qui est sur le MI2arr.
Le tableau 6.14 expose et compare les résultats de la classification pour la
classe sans défauts (galets neufs ou non usés) dans les deux sens de marche. Le
taux de classification est toujours meilleur dans le sens ME2 mais pas comme
nous l’avions imaginé. Nous nous attendions à un grand écart, ce qui n’est pas
le cas.

Nous pensons que le taux de la classification dépend plus de la gravité du dé-
faut et moins de son emplacement. Il est évident que la manière dont le couple est
positionné, directeur ou suiveur, dégrade légèrement l’importance de l’usure mais à
un degré plus au moins variable. Il est tout à fait logique qu’un défaut léger, une
usure à 5% par exemple, ne soit pas perçu comme telle s’il est monté sur un couple
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Classification Un-contre-Un (1vs1)
Les classifieurs

Logistic MLP RBF
XXXXXXXXXXXXClasses

Le sens ME1 ME2 ME1 ME2 ME1 ME2

Usure 100% 100 100 100 100 100 100
Usure 75% 93 97 94 95 94 96

Trous 92 91 90 91 85 92
Patatoïde 95 100 94 100 93 100

Tab. 6.14 – Le taux global de classification pour la classe "Sans défaut" : Compa-
raison entre les deux sens de marche, ME1 et ME2, avec la configuration 2.

suiveur. Toutefois, cette dégradation n’est pas pour l’instant quantifiée. Nous avons
vu que l’usure normale à 75%, dans le sens ME1, a été détectée à l’aide du classifieur
de type MLP avec un taux de 90% avec la configuration C1 contre 95% avec C2.

À la fin de l’étape d’analyse des signaux et avec le peu d’information que nous
avions sur le comportement réel du système de guidage (système de vérins), d’une
part, et sur le comportement des défauts eux même d’autre part, nous nous atten-
dions à avoir un écart entre le taux de reconnaissance d’un même défaut en confi-
guration C1 et en configuration C2. Cette hypothèse - h2 : le taux de classification
sera meilleur avec la configuration C2 - annoncée précédemment dans la partie 3.4.2
est certes confirmée mais elle est conditionnée par l’importance du défaut et reste
limitée.

Toutefois, nous somme convaincus qu’afin de maximiser le taux de reconnais-
sance de n’importe quelle classe sans défaut ou avec défaut, que ce soit minime ou
majeur, le détecteur SYSCOGA doit prendre en compte l’hypothèse h2 où les dé-
fauts sont montés sur les essieux avant, couple de galets directeurs. Pour un sens de
marche donné, le détecteur doit fournir seulement le rapport d’état des couples
de galets directeurs. Autrement dit dans un sens, seuls les couples GDSens1 =
(CG1, CG3, CG5, CG7) sont diagnostiqués et l’ensembleGDSens2 = (CG2, CG4, CG6, CG8)
sera pris en compte dans l’autre sens. Un même couple de galets sera fort proba-
blement vu plusieurs fois dans la journée par le système de diagnostic, cela dépend
de la fréquence de roulement. Pour l’instant c’est le sentiment que nous avons et
nous espérons qu’au delà d’un cycle de vie complet du galet (25000 km), d’autres
contraintes et paramètres entrerons en jeux. L’ensemble des défauts, leur comporte-
ment ainsi que leur évolution ne sera plus inconnue.
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6.4 Spécifications de la T2C

6.4.1 Types de défauts retenus

Lors de la dernière réunion du 06 Juillet 2006 avec l’exploitant, la T2C, a sou-
ligné qu’à ce stade du projet, il n’a aucune connaissance préalable des défauts qui
peuvent se manifester dans le cas réel ni de leur évolution dans un environnement
spécifique à la piste du site Clermont-Ferrand. La chaussée utilisée est différente de
celle de la piste d’essais de la société Lohr Industrie à Duppigheim (Strasbourg). De
ce fait, la T2C ne peut pas exprimer ses besoins ni spécifier, à cette date, les types
d’usures, leurs dégrés et leurs importance. L’essentiel est de pouvoir détecter une
usure normale qui peut regrouper, par exemple, l’usure parallèle (gommage du ban-
dage) et les trous et l’usure accidentelle qui peut se manifester par un éclatement du
galet (bandage) ou même l’absence du patin, etc. Malheureusement ce dernier type
d’usure n’est pas considéré dans ce travail faute d’une base d’exemples de signaux
correspondant à ce type d’usure.

L’usure Patatoïde, à notre avis, ne peut pas correspondre à une usure réelle
et fort probablement ne sera jamais rencontrée dans un cas réel (bandage brûlé
avec un chalumeau pour les essais). L’usure maxi à 100% est un état extrême de
l’usure parallèle (gommage) et correspond à l’absence complète du bandage. Sa
signature est très énergétique et sa détection ne pose pas de réel problème. Cela
se traduit par un taux de classification, dans un sens ou dans un autre, toujours à
≈ 100%. Détecter une usure avec cette importance ne constitue, à notre avis, qu’un
intérêt limité pour l’exploitant. Le système doit détecter une usure, par exemple
parallèle, avant d’atteindre cet état extrême. Il reste cependant à préciser le niveau
à partir duquel l’usure est considérée suffisamment importante pour être détecter.
L’exploitant et la société Lohr industrie doivent donc désigner un niveau d’usure. Ce
réglage doit être ni trop sévère ni assez souple afin de mieux gérer les fausses alarmes.
Par exemple si l’usure parallèle à 25% est nocive pour le système de guidage et/ou
augmente considérablement le niveau acoustique, ce degré d’usure peut être alors
considérer comme un niveau déclencheur. D’une autre manière, l’exploitant peut
définir un intervalle de confiance, [Valmin − Valmax]. Une fois la valeur minimale
d’usure franchie, le tramway peut rouler sous surveillance. L’usure est dans ce cas
considérée comme acceptable jusqu’à ce qu’elle dépasse la borne maximum d’usure
tolérée.

6.4.2 Nouvelle démarche suivie et données utilisées

En considérant l’usure patatoïde et l’usure à 100% comme inintéressantes pour
notre étude, seules les classes suivantes sont retenues :

• classe sans défaut ( galets neufs ou non usés) ;

• classe d’usures normales :
– usures parallèles : usure75% ;
– usures aléatoires : les trous.
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Ce problème de classification peut être résolu de deux manières. La plus pratique,
est de considérer un problème à 2 classes, sans défaut et usures normales, et répondre
ainsi aux besoins actuels de l’exploitant. Dans le cas où la connaissance de la nature
de défaut est souhaitée, une deuxième étape peut être mise en oeuvre. La procédure
de reconnaissance d’une sous classe de défauts est réalisée à partir du moment où le
couple de galets est jugé défectueux. La détection du défaut et l’identification de sa
nature, usure75% ou trous, s’effectue d’une manière séquentielle. En conséquence,
une structure de détection séquentielle, avec deux sous-détecteurs, a été définie,
figure 6.2.

Fig. 6.2 – Le processus de classification choisi.

L’intérêt de cette approche est que la quantité de données, le temps de calculs
et de traitements effectués reste proportionnelle à la difficulté du problème de clas-
sification à résoudre à chaque niveau. Ce gain se verra mieux avec un nombre de
classes important (par exemple > 3).

Pour chaque capteur, nous effectuons le même processus de classification illustré
dans la figure 6.2. La décision finale Df pour un CGk est alors le résultat de la
fusion des trois décisions issues des trois capteurs, DCapt1, DCapt2, DCapt3 suivant
la stratégie du vote majoritaire. Les ambiguités, dans notre cas, sont prises comme
des erreurs de classification.

Le premier bloc effectue une séparation entre la classe sans défaut et la classe
d’usures normales. Un galet est tout suite classé sans ou avec défaut. S’il est défec-
tueux, le deuxième bloc précise la nature de l’usure. Le deuxième sous détecteur sert
ainsi à repérer les trous des usure75%. Bien que ces deux derniers défauts ce mani-
festent en hautes fréquences, (10.75 ≤ ν ≤ 350) Hz, ils sont bien séparables. Nous
allons dans les paragraphes suivants mettre en oeuvre cette démarche de classifica-
tion en utilisant, dans un premier temps, les bases de données construites à partir
des 5 premières valeurs singulières, (cf. 6.5.1). Dans un deuxième temps, l’étape de
classification est effectuée à l’aide des pseudo-signatures calculées à partir du premier
vecteurs singulier de gauche suivant la méthode de Venkatachalam décrite dans (cf.
5.5.2). Les résultats obtenus sont exposés dans la partie 6.5.2. Nous retenons pour
les paragraphes suivants seulement les deux types de classifieurs : MLP et RBF.



160 CHAPITRE 6. CLASSIFICATION SUPERVISÉE

6.5 Détection de la présence d’un défaut

6.5.1 Classification avec les valeurs singulières

Pour l’étape de la classification nous avons utilisé les deux bases de données
Base1 = Sans défauts/Usure normale et Base2 = Trous/Usure 75% construites à
partir des 5 premières valeurs singulières. La classe "Usure normale" regroupe la
classe : Usure75% et Trous. La classe sans défaut regroupe les couples de galets
montés sur un essieu arrière (ME1arr et MI1arr). Pour la configuration C2, seule
ME1av comporte un couple de galets sans défaut et sera donc utilisé pour la classifi-
cation. La première base de données est constituée de 200 exemples d’apprentissage,
100 de chaque classe. Tandis que la deuxième base est composée de 50 exemples de
la classe Trous et 50 de la classe Usure 75%, au total 100 exemples. Le tableau 6.15
présente les taux globaux de classification obtenus avec la méthode Leave-One-Out
(LOO) à l’aide des classifieurs : MLP et RBF. Nous remarquons que le réseau de
neurones de type MLP a donné le meilleur résultat pour les deux experts. Pour le
premier, un galet sans défaut est reconnu à 90% et dans le cas "Trous/Usure 75%",
l’expert se trompe simplement de 5% entre un galet avec trous et un galet usé à 75%.
Voyons maintenant si l’utilisation des pseudo-signatures de puissances, (cf. ??), avec
les même classifieurs va améliorer ce taux de classification.

``````````````̀Classes
Les classifieurs MLP RBF

Configuration 2
Sans défauts/Usure normale 90 87

Usure75%/Trous 92 94

Tab. 6.15 – Taux global de classification dans le sens ME1 avec la configuration C2.

6.5.2 Classification avec les pseudo-signatures de puissances

Nous avons évoqué dans la partie 5.5.2 la possibilité d’améliorer les résultats de
la classification en utilisant les vecteurs singuliers de gauche (échelles) et de droite
(temps) issus de la décomposition en valeurs singulières des scalogrammes comme
signature d’une classe donnée. Ainsi, au lieu de travailler avec les 5 premières va-
leurs singulières, nous allons dans la suite utiliser les pseudo-signatures de puissance
(PPS), calculées suivant la méthode décrite dans la partie 5.5.2 en entrée du classi-
fieur.

Pour effectuer l’étape de classification à partir des pseudo-signatures deux bases
de données ont été construites. Pour la première phase de classification, l’expert
"Sans défaut/Usure normale" est entraîné sur les PPS des deux classes sans défaut
et usure normale. Cette dernière classe regroupe les deux classes de défaut "Trous"
et "Usure 75%". La première base de données résultante est de dimension (200×21).
Cette première phase de classification est suivie d’une deuxième phase de classifi-
cation qui permet l’identification du type d’usure (Trous ou usure 75%). L’expert
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"Trous/Usure 75%" est entraîné seulement sur les données des deux classes consi-
dérées. La base de données construite cette fois-ci est de dimension (100 × 21). Le
nombre d’exemples, Ni, par classe dans les deux cas est petit Ni << 10 ∗ p, avec N
le nombre de vecteurs formes (observations) et p représente le nombre de variables
par vecteur. Cela nécessite le passage par une étape de réduction de dimension, (cf.
5.2), pour améliorer les performances des classifieurs et augmenter ainsi le taux de
bonne classification. De même, pour effectuer l’étape de sélection nous avons uti-
lisé le logiciel Weka. Quatre méthodes de sélection automatique de variables ont été
mises en oeuvre et comparées afin de garder celle qui fournit les meilleurs résultats
de classification. Une fois de plus le logiciel Weka nous a permis de comparer plu-
sieurs méthodes de sélections en utilisant plusieurs critères de recherche et d’arrêt.
La méthode CFS, quelque soit les critères de recherche et d’arrêt sélectionné, a per-
mis de sélectionner la ou l’ensemble des variables qui maximise la séparation entre
les classes apprises par expert. Cette technique évalue la valeur d’un sous-ensemble
d’attributs en considérant la capacité prédictive individuelle de chaque variable avec
le degré de redondance entre eux. Les sous-ensembles de variables qui sont fortement
corrélés avec la classe ayant la basse inter corrélation sont préférés.

Regardons maintenant si cette méthode de sélection automatique de variables
donnent le même résultat que la sélection manuelle de l’intervalle de confiance, (cf.
5.5.2), pour les deux experts "Sans usure/Usure normale" et "Trous/Usure 75%".
Est-ce que l’intervalle d’échelle [9 − 11], préalablement sélectionné manuellement,
sera aussi choisi par les méthode de sélection automatique ?.

La CFS a fourni globalement pour l’ensemble des cas testés, critères de recherche
et d’arrêts, les mêmes résultats :

– pour le premier capteur, l’ensemble des valeurs sélectionnées [1, 4, 5, 7, 14] cor-
respondent aux valeurs d’échelles [12, 11.25, 11, 10.5, 8.75] ;

– pour le deuxième capteur les valeurs sélectionnées sont [1, 6, 13, 14]. Elles cor-
respondent aux échelles [12, 10.75, 9, 8.75] ;

– pour le troisième capteur, une seule valeur a été sélectionnée. Elle correspond
à l’échelle 10.75.

Les cinq premières valeurs choisies restent cohérentes avec notre intervalle de
confiance [9− 11] préalablement sélectionné à partir des PPS moyennes.

Les résultats de classification obtenus, en utilisant les variables sélectionnées
à l’aide de la méthode CFS avec le critère d’arrêt : "BestFirst bidirectionnelle",
sont illustrés dans le tableau 6.16. Les taux de classification obtenus, par capteur,
avec le classifieur de type "RBF" sont légèrement meilleurs que ceux obtenus avec
un "MLP" pour les deux experts. Non seulement le taux de la classification est
meilleur que celui obtenu avec les valeurs singulières, tableau 6.15, mais le temps
de calcul est nettement amélioré surtout pour les MLPs. Les deux tableaux 6.17
et 6.18, comparent les temps de calcul passés dans l’étape de classification avec un
MLP et un RBF, par expert et pour chaque capteur, dans un premier temps, avec
les valeurs singulières et ensuite après une sélection de variables à partir du premier
vecteur singulier des caractéristiques spectralles.

Pour le premier expert, le réseau de neurones de type MLP a donné le meilleur



162 CHAPITRE 6. CLASSIFICATION SUPERVISÉE

résultat. Un galet sans défaut est reconnu à 97.5%. Pour le deuxième expert, le RBF
a fournit le meilleur taux de bonne classification. L’expert se trompe de 2% entre
un galet avec trous et un galet usé à 75%, à savoir 98% le taux global de bonne
classification. Les résultats obtenus avec le réseau RBF pour le deuxième expert
sont détaillés dans les deux tableaux 6.19 et 6.20.

CC% pour le premier expert : "Sans défaut/Usure normale"
hhhhhhhhhhhhhhhhhhhhLes Critères d’arrêt

Les classifieurs
MLP RBF

BestFirst B 97.5 97
CC% pour le deuxième expert : "Trous/Usure à 75%"

hhhhhhhhhhhhhhhhhhhhLes Critères d’arrêt

Les classifieurs
MLP RBF

BestFirst B 97 98

Tab. 6.16 – Le taux de bonne classification pour les deux experts ("Sans dé-
faut/Usure normale" et "Trous/Usure à 75%") dans le sens ME1 avec la confi-
guration C2, en utilisant le premier vecteur singulier des caractéristiques spectrales
après une étape de sélection de variables.

Le temps de calcul CPU (s) : l’expert "Sans défaut/Usure normale"
hhhhhhhhhhhhhhhhhhDonnées en entrée

Les capteurs 1 2 3

σ 1.19 1.11 0.96
CFS(U) 0.56 0.56 0.3

Le temps de calcul CPU (s) : l’expert "Trous/Usure à 75%"
hhhhhhhhhhhhhhhhhhDonnées en entrée

Les capteurs 1 2 3

σ 0.55 0.53 0.51
CFS(U) 0.14 0.16 0.23

Tab. 6.17 – Comparaison entre le temps de calcul de la classification, avec un MLP,
en utilisant les 5 premières valeurs singulières et les variables sélectionnées à partir
du premier vecteur singulier de gauche (échelles).

Le classifieur RBF pour l’expert "Trous/Usure 75%" se trompe sur la classifica-
tion, pour le premier capteur, de 4 vecteurs formes sur les 100 existants. Ainsi, il
classe deux couples de galets comme étant avec trous, alors qu’ils sont usés à 75%.
Donc les deux exemples ne sont pas de la classe a = "Trous", mais le classifieur
la leur attribue quand même, c’est un Faux Positif, FP = 2. Il juge que les deux
autres exemples sont usés à 75% alors qu’ils sont avec trous. Les deux exemples
appartiennent à la classe a = "Trous" mais le classifieur se trompe, c’est un Faux
Négatif, FN = 2. De la même manière, pour le deuxième et le troisième capteur,
deux couples de galets seulement sont mal classés. Un couple a été classé comme usé
à 75% alors qu’il est avec trous et inversement, l’autre couple a été jugé avec trous
alors qu’il est usé à 75%, FP = FN = 1. Ces valeurs sont regroupé dans la matrice de
confusion, définie en annexe (cf. C.2). En apprentissage supervisé, cette matrice sert
à mesurer la qualité d’un système de classification. Chaque colonne de la matrice
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Le temps de calcul CPU (s) : l’expert "Sans défaut/Usure normale"
hhhhhhhhhhhhhhhhhhDonnées en entrée

Les capteurs 1 2 3

σ 0.18 0.24 0.28
CFS(U) 0.2 0.11 0.03

Le temps de calcul CPU (s) : l’expert "Trous/Usure à 75%"
hhhhhhhhhhhhhhhhhhDonnées en entrée

Les capteurs 1 2 3

σ 0.04 0.04 0.02
CFS(U) 0.02 0.02 0.03

Tab. 6.18 – Comparaison entre le temps de calcul de la classification, avec un RBF,
en utilisant les 5 premières valeurs singulières et les variables sélectionnées à partir
du premier vecteur singulier de gauche (échelles).

représente le nombre d’occurrences d’une classe estimée, tandis que chaque ligne
représente le nombre d’occurrences d’une classe réelle, (cf. tableau 6.19).

Premier capteur
a b ⇐ classer comme
48 2 a = Trous
2 48 b = Usure à 75%

Deuxième capteur
a b ⇐ classer comme
49 1 a = Trous
1 49 b = Usure à 75%

Troisième capteur
a b ⇐ classer comme
49 1 a = Trous
1 49 b = Usure à 75%

Tab. 6.19 – Les matrices de confusions calculées avec l’expert RBF "Trous/Usure à
%75" pour les trois capteurs. Les valeurs utilisées en entrées sont ceux sélectionnées,
à partir du premier vecteur singulier, avec la méthode CFS (BestFirstB)

Le tableau 6.20 regroupe l’ensemble de mesures de l’erreur, estimées pour l’expert
RBF "Trous/Usure à %75", confirme ces résultats. Le coefficient κ est égal à 0.92
pour le premier capteur et 0.96 pour le deuxième et le troisième capteur. Rappelons
que ce coefficient mesure le degré de concordance, dans notre cas, de deux juges.
C’est à dire la différence entre l’accord constaté entre les deux juges, et l’accord qui
existerait si les juges classaient les exemples au hasard. Le jugement, c’est la classe
d’un exemple, et les deux juges sont le classifieur et la classe réelle de l’exemple.
Pour les trois capteurs le coefficient κ a une grande valeur, donc presque tous les
exemples sont sur la diagonale (matrice diagonale), l’accord dans ce cas entre les
deux juges est excellent. Le paragraphe C.1, en annexe, donne plus de détails sur le
calcul du coefficient kappa κ.

En se basant sur les résultats, présentés dans le tableau 6.19, on peut aussi calculé
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les mesures d’exactitude par classe et par expert, (cf. tableau 6.20).

Classifieur : RBF – L’expert "Trous/Usure à %75" - CFS (BestFirstB)
Classe TP Rate FP Rate Précision Recall F-Measure ROC Area

Premier capteur : κ = 0.92
1 0.96 0.04 0.96 0.96 0.96 0.942
2 0.96 0.04 0.96 0.96 0.96 0.942

Deuxième capteur :κ = 0.96
1 0.98 0.02 0.98 0.98 0.98 0.98
2 0.98 0.02 0.98 0.98 0.98 0.974

Troisième capteur :κ = 0.96
1 0.98 0.02 0.98 0.98 0.98 0.976
2 0.98 0.02 0.98 0.98 0.98 0.976

Tab. 6.20 – Les mesures de l’erreur estimées pour le classifieur RBF, avec les valeurs
sélectionnées à partir du premier vecteur singulier de gauche obtenus avec la méthode
CFS (BestFirstB), de l’expert "Trous/Usure à %75".

Par exemple, pour l’expert "Trous/Usure à 75%", pour le deuxième et le troixième
capteurs les 49 exemples (vecteurs formes), de la classe a = "Trous", sont bien clas-
sés donc la valeur du TP Rate = 49/50 = 0.98. Cependant, un seul exemple est
mal classé parmi ceux appartenant à la classe a = "Trous" et 49 exemples qui
n’appartient pas à cette classe n’ont pas été reconnus comme tels donc la valeur
FP Rate = 1/50 = 0.02. L’ensemble de ces mesure de l’erreur sont détaillés en an-
nexe, (cf. C). On peut estimer les sensibilités et spécificités, définis en annexe, (cf. C),
correspondant à cet expert "Trous/Usure à 75%" à partir de la matrice de confusion.
Prenons par exemple la matrice de confusion du deuxième et du troisième capteur
qui est la même, (cf. 6.21).

a b ⇐ classer comme
49 1 a = Trous
1 49 b = Usure à 75%

Tab. 6.21 – La matrice de confusion calculées avec l’expert RBF "Trous/Usure
à %75" pour le deuxième et le troisième capteur. Les valeurs utilisées en entrées
sont ceux sélectionnées, à partir du premier vecteur singulier, avec la méthode CFS
(BestFirstB)

La sensibilité correspond au rapport des vrais positifs (TP Rate) donc le rapport
entre le nombre des exemples bien classés et le nombre total d’éléments qui devraient
être bien classés. Elle correspond, dans ce cas, à Se = TP Rate = TP/(TP +
FN) = 49/(49 + 1) = 0.98. Le paramètre de spécifité quand à lui correspond à
Sp = TN/(TN + FP ) = 49/(49 + 1) = 0.98. L’indice de Youden est égal à 0.96.
Cet indice se rapproche du 1 donc le test (classification) est "efficace". Pour l’expert
"Trous/Usure à 75%", le coefficient de Yule Q = 1 donc la liaison entre les résultats
attendus (les classes) et les résultats observés est très forte. Cela veut dire que
les deux classes "Trous" et "Usure à 75%" sont très différents (séparables) et leur
présence est rapidement détectée.
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Conclusion sur les méthodes MLP, RBF, ...

Bien que performant sur beaucoup de problèmes, la principale lacune, des mé-
thodes discriminantes telles que le MLP et le réseau RBF, est la difficulté d’adapter
adéquatement l’architecture du classifieur (réseau de poids) au problème de clas-
sification, (cf. 2.5). L’autre maillon faible des méthodes, est leur sensibilité à la
dimensionalité des données. Comme nous l’avons noté dans le paragraphe 2.6, le
SVM procure un cadre théorique qui résout le problème du choix du nombre de
paramètres puisque celui se fait automatiquement. L’efficacité du SVM à traiter des
données de nature et de complexité arbitraire a été établie sur beaucoup d’applica-
tions de reconnaissance de formes. Sa robustesse vis à vis de la dimensionalité des
données et son pouvoir accru de généralisation, font que le SVM est nettement plus
avantageux.

Smola et Wahba [243, 246] ont démontré qu’associer un noyau particulier à un
SVM revient à considérer une pénalisation différente de l’erreur d’apprentissage en
maximisant la marge. Ce qui nous permet de dire que la maximisation de la marge
dans l’espace augmenté est une forme de régularisation de l’apprentissage.

Nous nous intéressons dans la section suivante aux machines à vecteurs supports
(SVM). Afin de montrer leur performance, nous allons comparer les taux de classifi-
cation obtenus avec les MLPs et les RBFs avec celles fournis par les SVMs. Pour la
mise en oeuvre des SVMs, nous utilisons la toolbox SVM développée au laboratoire
PSI sous Matlab [164] et l’algorithme de base SMO, pour le calcul des SVMs, intégré
dans le logiciel Weka.

De la même manière, les taux de classification sont donnés pour les deux experts :
"Sans usure/Usure normale" et "Trous/Usure %75". L’étape de la classification
est effectuée, dans un premier temps, à l’aide des bases de données construites à
partir des 5 premières valeurs singulières, et dans un deuxième temps, avec celles
construites à partir des pseudo-signatures de puissances.

6.6 Classification par SVM

Un système de classification par SVM nécessite le réglage de paramètres tels
que le paramètre de pénalisation C ou le choix d’un type de noyau et de sa para-
métrisation. Ces paramètres sont typiquement réglés au moyen d’une procédure de
validation croisée. Cette procédure nécessite l’exécution de plusieurs instances d’ap-
prentissage et de test en explorant un ensemble de valeurs possibles des différents
paramètres, pour retenir celles donnant les meilleurs résultats de classification.

Une alternative moins coûteuse et plus avantageuse dans les situations où les
données à disposition sont limitées, consiste à trouver les paramètres optimaux à
partir d’un unique ensemble d’apprentissage en exploitant des critères qui tentent
de prédire le comportement du classificateur en généralisation (c’est-à-dire sur de
nouveaux exemples de test). Deux critères de ce type ont été utilisés : l’estimation du
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risque réel (l’erreur en généralisation) et la borne VC. Ces deux caratéristiques ont
été présentées dans des travaux antérieurs comme efficaces pour l’obtention de bons
réglages des classificateurs SVM. Joachims [137] propose de minimiser l’erreur sur un
ensemble de valeurs possibles des paramètres pour déterminer les valeurs adéquates
du paramètre C et le choix du noyau. Il présente cette erreur comme un critère
possible pour sélectionner la valeur de C et les paramètres du noyau. Schölkopf et
al. [242] préconisent d’élire pour cela le jeu de paramètres réalisant la plus petite
dimension VC (notée h) afin d’obtenir la borne la plus petite sur le risque. Nous
envisageons dans la suite l’utilisation du premiers critère pour le réglage des SVM.
Les paramètres retenus sont ceux qui minimisent l’erreur de généralisation.

6.6.1 Paramètres d’optimisation du calcul des SVM

Nous commençons par étudier le comportement des SVM vis à vis du paramètre
de pénalisation C. De nombreux tests préliminaires ont été effectués en utilisant les
deux noyaux polynômial et gaussien et des valeurs de C que nous avons fait varier
par puissances de 10, en prenant C = {1, 10, 100, 1000, 10000}. Cela nous a conduit
à restreindre l’étude à des valeurs de C dans l’ensemble C ∈ [5 − 100]. Les mêmes
comportements que ceux qui sont décrits ici sont retrouvés pour des valeurs plus
grandes de C et d’autres noyaux.

Des expériences préliminaires ont été effectuées sur les trois classes : "Sans dé-
faut", "Trous" et "Usure à 75%" à partir des données des bases d’apprentissage.
Deux machines à vecteurs supports sont ainsi apprises pour les paires "Sans dé-
faut/Usure normale" et "Trous/Usure à 75%", pour chaque ensemble de valeurs de
C, le degré du polynôme δ et la largeur de la gaussienne σ. Nous obtenons dans
chaque cas une estimation de l’erreur en généralisation à l’aide de la procédure
Leave-One-Out (LOO). Ainsi nous pouvons en déduire le taux global de la bonne
classification.

Nous souhaitons maintenant, en nous fixant une valeur de C, sélectionner le
noyau et sa paramétrisation les plus appropriés, en nous basant sur les critères
d’erreur. Rappelons qu’à priori les meilleures configurations réalisent une dimension
VC minimale et une erreur minimale. Nous considérons dans la suite les noyaux,
polynômial

k(x, y) =
(x.y
d

)δ
, (6.1)

et RBF gaussien

k(x, y) = exp

(
−‖x− y‖

2

dσ2

)
. (6.2)

Les choix intéressants de σ se situent dans l’intervalle [0, 1]. Nous présentons
les cas σ ∈ [0.02, 0.03, 0.04, 0.05, 0.06, 0.07, 0.07, 0.08, 0.09, 0.1, 0.2, 0.3, 0.5, 0.7, 1] qui
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sont assez représentatifs. Nous réalisons l’apprentissage des deux SVM ("Sans dé-
faut/Usure normale", "Trous/Usure à 75%") pour les différents choix du paramètre
δ, pour le noyau polynômial, et du paramètre σ pour le noyau gaussien, en mesu-
rant l’erreur de généralisation sur les deux bases de données construites. Les deux
parties 6.6.2 et 6.6.3 présentent respectivement les résultats de classification obtenus
avec la procédure LOO, dans un premier temps, avec les valeurs singulières, et dans
un deuxième temps, avec les pseudo-signatures de puissances (PPS).

6.6.2 Classification SVM avec les valeurs singulières

Les figures 6.3 et 6.4 illustrent les résultats obtenus avec le noyau polynômial,
pour les deux experts. Le nombre d’erreurs de généralisation est donné pour le couple
de paramètres (δ, C) avec δ ∈ [1, 2, 3, 4, 5] et C ∈ [1− 100]. Pour le premier expert,
"Sans défaut/Usure normale", nous remarquons que l’ensemble des paramètres qui
donnent les meilleurs résultats pour le premier, le deuxième et le troisième cap-
teurs sont (δ = 2, C = 95), (δ = 3, C = 60) et (δ = 1, C = 4) correspondant
respectivement à 91%, 93.5% et 88% de taux de bonne classification. Pour l’expert
"Trous/Usure à 75%", les paramètres (δ = 1, C = 30), (δ = 1, C = 60) et (δ =
1, C = 7) fournissent les meilleurs résultats pour les trois capteurs, avec respective-
ment un taux de bonne classification de 94% pour le capteur 1, 98% pour le capteur
2 et 96% pour capteur 3. Le nombre d’erreurs est fourni par expert et pour les trois
capteurs. Rappelons que les bases de données sont de dimension (200×5) et (100×5)
pour respectivement le premier et le deuxième expert.

Nous remarquons que le nombre d’erreurs commises par chaque expert :

– est plus lié au paramètre δ du noyau polynômial ;
– varie beaucoup dans le cas d’un expert "Sans défaut/Usure normale" alors

qu’il reste assez statique dans le cas de l’expert "Trous/Usure à 75%", (cf.
figures 6.3 et 6.4) ;

Les tableaux 6.22 et 6.23 résument les résultats obtenus avec un noyau gaussien
pour respectivement l’expert "Sans défaut/Usure normale" et l’expert "Trous/Usure
à 75%" avec les bases de données construites à partir des 5 premières valeurs sin-
gulières. Le nombre d’erreurs est calculé pour l’ensemble de paramètres croisés
σ ∈ [0 − 1] et C ∈ [5 − 100]. Nous remarquons, pour les 3 capteurs, que pour
n’importe qu’elle valeur de la largeur du noyau gaussien σ ∈ [0.02− 0.1] et quelque
soit les valeurs du paramètre de pénalisation C ∈ [5−100] le nombre d’erreurs reste
statique. Prenons par exemple le premier expert "Sans défaut/Usure normale", pour
une valeur de σ égale à 0.06, le classifieur se trompe sur 54 exemples sur les 200
exemples de la base de données du premier capteur. Le nombre d’erreurs reste sta-
tique et ne dépend que de la valeur de σ. Tandis que pour des valeurs un peu plus
grande de σ ∈ [0.2− 1], le nombre d’erreurs commises dépends des deux paramètres
C et σ. Ce même résultat est constaté sur les 3 capteurs et les deux experts "Sans
défaut/Usure normale" et l’expert "Trous/Usure à 75%", (cf. tableaux 6.22 et 6.23).
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(a)

(b)

(c)

Fig. 6.3 – Le nombre d’erreurs obtenu pour l’expert "Sans défaut/Usure normale",
en utilisant les 5 premières valeurs singulières, avec le couple de paramètres (δ, C)
pour le premier (a), le deuxième (b) et le troisième (c) capteur.
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(a)

(b)

(c)

Fig. 6.4 – Le nombre d’erreurs obtenu pour le deuxième expert "Trous/Usure à
75%", en utilisant les 5 premières valeurs singulières, avec le couple de paramètres
(δ, C) pour le premier (a), le deuxième (b) et le troisième (c) capteurs.



170 CHAPITRE 6. CLASSIFICATION SUPERVISÉE

Le premier expert : (Sans défaut/Usure normale)
``````````````̀Sigma (σ)

Les capteurs 1 2 3

C Nb Err C Nb Err C Nb Err
0.02 5-100 196 5-100 198 5-100 190
0.03 5-100 83 5-100 180 5-100 82
0.04 5-100 67 5-100 142 5-100 76
0.05 5-100 62 5-100 103 5-100 63
0.06 5-100 54 5-100 56 5-100 62
0.07 5-100 50 5-100 50 5-100 53
0.08 5-100 48 5-100 41 5-100 45
0.09 5-100 45 5-100 48 5 46
0.1 5-100 41 5-10 45 5-100 46
0.2 5 26 5 31 5 39
0.5 5 22 20 15 5 30
0.7 10 19 30 14 5 29
1 5 20 100 15 5 29

Tab. 6.22 – Nombre d’erreurs de classification pour l’expert "Sans défaut/Usure
normale" dans le sens ME1 avec la configuration C2 : 5 premières valeurs singulières
- C ∈ [5− 100].

Le deuxième expert : (Trous/Usure à 75%)
``````````````̀Sigma (σ)

Les capteurs 1 2 3

C Nb Err C Nb Err C Nb Err
0.02 5-100 100 5-100 100 5-100 100
0.03 5-100 97 5-100 93 5-100 96
0.04 5-100 78 5-100 39 5-100 82
0.05 5-100 41 5-100 34 5-100 73
0.06 5-100 33 5-100 29 5-100 59
0.07 5-100 30 5-100 25 5-100 50
0.08 5-100 27 5-100 21 5-100 34
0.09 5-100 28 5-100 18 5-100 18
0.1 5-100 28 5-100 16 5-100 17
0.2 5 19 5 10 5 9
0.5 5 12 30-40 3 5 9
0.7 30-40 10 100 3 5 7
1 100 10 100 2 20 4

Tab. 6.23 – Nombre d’erreurs de classification pour l’expert "Trous/Usure à 75%"
dans le sens ME1 avec la configuration C2 : 5 premières valeurs singulières - C ∈
[5− 100].
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Le tableau 6.24 expose les meilleurs résultats de bonne classification obtenus avec
les paramètres (σ,C) optimisés avec la procédure LOO.

CC% obtenus avec le noyau gaussien
Experts E1 E2

hhhhhhhhhhhhhhhhhhLes paramètres
Les capteurs 1 2 3 1 2 3

Sigma (σ) 0.7 0.7 0.7 1 1 1
C 10 30 5 100 100 20

Nb Err 19 14 29 10 2 4

Tab. 6.24 – Comparaison entre les résultats obtenus, avec les valeurs singulières,
pour les deux experts E1 : "Sans défaut/Usure normale" et E2 : "Trous/Usure à
75%" dans le sens ME1 avec la configuration C2 : C ∈ [5− 100] et σ ∈ [0− 1].

Les taux de bonne classification (CC%) correspondants, par expert sont les sui-
vants :

• le premier expert :
– Capteur 1 , CC = 90.5% avec (σ = 0.7, C = 10) ;
– Capteur 2 , CC = 93% avec (σ = 0.7, C = 30) ;
– Capteur 3 , CC = 85.5% avec (σ = 0.7, C = 5) ;

• le deuxième expert :
– Capteur 1 , CC = 90% avec (σ = 1, C = 100) ;
– Capteur 2 , CC = 98% avec (σ = 1, C = 100) ;
– Capteur 3 , CC = 96% avec (σ = 1, C = 20) ;

``````````````̀Classes
Les classifieurs MLP RBF SMO SVM

Configuration 2
Sans défauts/Usure normale 90 87 88 90.5

Usure75%/Trous 92 94 95 96

Tab. 6.25 – Comparaison entre les taux de classification obtenus avec les MLP,
RBF, SMO et les SVMs.

Le tableau 6.25 compare les résultats obtenus par un classifieur SVM avec un
noyau gaussien par rapport à ceux obtenus à l’aide des MLPs et les RBFs. Le taux
de classification obtenu à l’aide des machines SVM avec le noyau polynômial ou
gaussien, tableau 6.25, sont meilleurs que ceux obtenus avec les autres classifieurs
RBF et SMO. Par contre ce taux de classification est pratiquement le même, 90%,
obtenu avec un classifieur de type MLP. Les paramètres du noyau sont optimisés par
capteur et pour chaque expert. Un couple de galets sans défaut est reconnu à 90.5%
d’un couple de galets avec usures normales (trous et/ou usé à 75%). La séparation
entre les couples usés à 75% et les couples avec trous sont nettement meilleure, avec
un taux de 96% de reconnaissance obtenu avec un SVM contre 92%, 94% et 95%
obtenus respectivement avec un MLP, un RBF et un SMO. Ces résultats confirme
l’efficacité des SVMs par rapport aux autres classifieurs étudiés.
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6.6.3 Classification SVM avec les pseudo-signatures de puis-
sances

Comme pour les premiers classifieurs, nous allons dans la suite effectuer l’étape
de classification en utilisant les mêmes bases de données construites à partir des
pseudo-signatures de puissance. Nous nous attendons à une amélioration du taux de
classification puisqu’avec les valeurs singulières, les SVMs ont fourni des résultats
meilleurs par rapport aux autres classifieurs, MLP et RBF. Dans les deux cas, la
classification a été effectuée sans passer par une étape de réduction de la taille du
premier vecteur singulier de gauche.

Les figures 6.5 et 6.6 exposent les résultats obtenus avec le noyau polynômial,
pour les deux experts. Le nombre d’erreurs de généralisation est donné pour le couple
de paramètres (δ, C) avec δ ∈ [1, 2, 3, 4, 5] et C ∈ [1 − 100]. Pour l’expert "Sans
défaut/Usure normale", les meilleurs résultats pour le premier, le deuxième et le
troisième capteurs sont obtenus avec l’ensemble des paramètres (δ = 3, C = 5), (δ =
5, C = 40) et (δ = 2, C = 10) correspondant respectivement à 98%, 99% et 98%
de taux de bonne classification. Pour l’expert "Trous/Usure à 75%", les paramètres
(δ = 3, C = 5), (δ = 2, C = 10) et (δ = 1, C = 5) fournissent les meilleurs résultats
pour les trois capteurs, avec respectivement un taux de bonne classification égal à
99% pour le capteur 1, 99% pour le capteur 2 et 99% pour capteur 3. Le taux global
de classification est égal alors à 98% pour l’expert "Sans défaut/Usure normale" et
99% pour l’expert "Trous/Usure à 75%".

Le nombre d’erreurs commises par chaque expert dans ce cas est :

– plus lié au paramètre δ du noyau polynômial qu’au paramètre de régularisation
C ;

– contrairement au premier cas, avec valeurs singulières, il reste assez statique
pour les deux experts, (cf. figures 6.5 et 6.6).

Enfin, nous remarquons que les résultats obtenus avec le premier vecteur singulier
de gauche sont largement meilleurs que ceux obtenus avec les valeurs singulières. Le
tableau 6.26 compare les résultats dans les deux cas.

CC% obtenus avec le noyau polynômial
XXXXXXXXXXXXLes données

CC% E1 E2

Sigma (σ) 90.5% 96%
U 98% 99%

Tab. 6.26 – Comparaison entre les résultats obtenus dans le sens ME1 configuration
C2, avec les valeurs singulières σ, et ceux obtenus avec le premier vecteur singulier
de gauche U (échelles). Avec E1 : "Sans défaut/Usure normale", E2 : "Trous/Usure
à 75%", δ ∈ [1, 2, 3, 4, 5] et C ∈ [1− 100].

De la même manière, pour le noyau gaussien, le nombre d’erreurs est calculé
pour l’ensemble de paramètres croisés σ ∈ [0−1] et C ∈ [5−100]. Nous remarquons
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(a)

(b)

(c)

Fig. 6.5 – Le nombre d’erreurs obtenu pour le premier expert "Sans défaut/Usure
normale", en utilisant le premier vecteur singulier de gauche (les échelles), avec le
couple de paramètres (δ, C) pour le premier (a), le deuxième (b) et le troisième (c)
capteur.
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(a)

(b)

(c)

Fig. 6.6 – Le nombre d’erreurs obtenu pour le deuxième expert "Trous/Usure à
75%", en utilisant le premier vecteur singulier de gauche (les échelles), avec le couple
de paramètres (δ, C) pour le premier (a), le deuxième (b) et le troisième (c) capteur.
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que les deux experts se comporte de la même manière que celle constatée dans
le cas des valeurs singuliers. Pour n’importe qu’elle valeur de la largeur du noyau
gaussien et quelque soit les valeurs du paramètre de pénalisation C ∈ [5 − 100]
le nombre d’erreurs reste globalement statique. Prenons par exemple le deuxième
expert "Trous/Usure à 75%" pour une valeur de σ égale à 0.02 et ∀C ∈ [5 − 100],
le classifieur se trompe sur 4 exemples sur les 100 exemples de la base de données
du premier capteur. Le nombre d’erreurs reste généralement statique et ne dépend
que des valeurs de σ. Ce même résultat est constaté sur les 3 capteurs et les deux
experts.

Le tableau 6.27 expose les meilleurs résultats de bonne classification (CC%)
obtenus avec les paramètres (σ,C) optimisés avec la procédure LOO. Les taux de
bonne classification et le nombre d’erreurs sont fourni par expert et par capteur.
L’étape de la classification a été effectuée dans l’espace initial (p = 21) sans passer
par une étape de réduction de dimension. Les deux bases de données, Base1 =
Sans défauts/Usure normale et Base2 = Trous/Usure 75%, en entrée du classifieur
sont donc de dimension (200 × 21) et (100 × 21). Le taux global de classification
pour le premier expert est de 98% et pour le deuxième expert est de 99%. Ce taux
de classification est le même que celui obtenu avec le noyau polynômial, (cf. 6.26).

CC% obtenus avec le noyau gaussien
Experts E1 E2

hhhhhhhhhhhhhhhhhhLes paramètres
Les capteurs 1 2 3 1 2 3

Sigma (σ) 0.2 0.5 1 0.2 0.5 0.5
C 5 25 50 25 15 20

Nb Err 1 4 2 1 1 1
CC% 99% 96% 98% 99% 99% 99%

Tab. 6.27 – Comparaison entre les résultats obtenus, avec le premier vecteur singu-
lier de gauche (échelles), dans le sens ME1 configuration C2 pour les deux experts.
Avec E1 : "Sans défaut/Usure normale", E2 : "Trous/Usure à 75%", C ∈ [5− 100]
et σ ∈ [0− 1].

D’une manière générale, l’ensemble des résultats obtenus, soit avec les valeurs sin-
gulières soit avec le premier vecteur singulier de gauche, montrent l’intérêt des clas-
sifieurs SVMs par rapport aux autres classifieurs (MLPs, RBFs, etc.). Ils confirment
ainsi que les SVMs permettent de répondre aux problèmes centraux de la théorie
de l’apprentissage statistique cités préalablement en fin de la partie (cf. 6.5). Sa
robustesse vis à vis de la dimensionalité des données de l’espace initial de classifi-
cation est donc démontrée. Par conséquent, il nous semble convenable de choisir les
SVMs pour la construction finale de notre système de classification. En plus de ces
performances, il nous paraît plus prometteur et en tout cas mieux justifié d’un point
de vue théorique.
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Conclusion

Dans ce chapitre, nous avons présenté les performances des différents classifieurs
testés pour le diagnostic de l’état des galets de guidage. La première partie du cha-
pitre a été dédiée à l’étude des classes initiales : "Sans défaut", "Usure 100%",
"Usure 75%", "Trous", "Usure patatoïde". Suite à un ensemble d’analyses effec-
tuées sur ces classes seulement deux classes de défauts sont considérées recevables.
Ainsi seules les classes "Sans défaut", "Usure 75%" et les "Trous" sont retenues
pour la démarche finale de diagnostic. Pour effectuer l’étape de classification, l’ap-
proche multi-classes "1-Contre-1" a été mise en oeuvre. L’approche de classification
"1-Contre-1" permet de construire des experts et d’optimiser ainsi les paramètres
des sous classifieurs deux à deux en se basant seulement sur les deux classes prises
en compte. C’est cette approche de classification multi-classe qui a été retenue pour
la construction du système final de diagnostic. Les performances de plusieurs clas-
sifieurs : les MLPs (cf. 2.5.3), les RBFs (cf. 2.5.4), la méthode adaboost (cf. 2.5.5),
le prédicteur bagging [36], les arbres de décision (Id3 et J48), (cf. 2.4.2), le mo-
dèle logistic, ont été ainsi comparées. Dans cette première partie, seules les valeurs
singulières ont été considérées en entrée des classifieurs. Dans la majorité des cas,
les MLPs ont fournies les meilleurs performances. Nous avons remarqué aussi que,
pour un sens de marche donné ME1 ou ME2, les taux de reconnaissance dépendent
fortement du type de défaut et de son importance.

L’étape de classification a été mise en oeuvre en utilisant les deux classes : "Sans
défaut" et "Usure normale". La classe usure normale regroupe les deux types de
défauts "Usure 75%" et les "Trous". Deux experts, "Sans défaut/Usure normale"
et "Trous/Usure 75%", ont été définis. Le diagnostic de l’état d’un couple de galets
a été effectué en deux phases de classification successives. La première consistait à
définir l’état des galets, sans défaut ou défectueux. Dans le cas où l’état du couple
de galets est jugé défectueux, la deuxième phase de classification sert à identifier la
nature du défaut : "Trous" ou "Usure à 75%".

Une fois les classes de défauts et la démarche finale de classification définis, nous
avons introduit, dans la deuxième partie du chapitre, la notion des pseudo-signatures
de puissances (PPS). Cette approche d’extraction de caractéristiques basée sur la
décomposition en valeurs singulières et qui repose sur l’étude des pseudo-signatures
de puissances (vecteurs singuliers) donne des résultats satisfaisants concernant la
discrimination des signaux. De plus, elle propose un moyen de réduction de dimen-
sion assez important. Seulement le premier vecteur singulier de gauche (échelles),
issu de la décomposition en valeurs singulières des matrices de coefficients d’onde-
lettes (CWTk), est nécessaire pour représenter l’information utile contenue dans le
plan temps-échelle. Par conséquent, ce premier vecteur singulier a été pris en compte
pour définir les signatures PPS. Nous avons observé que les taux de reconnaissance
étaient systématiquement plus élevés en les comparant avec ceux obtenus en utilisant
les premières valeurs singulières en entrée des classifieurs.

La dernière partie du chapitre est consacrée à l’étude des classifieurs SVMs.
De la même manière que pour les autres classifieurs (MLP et RBF), nous avons
aussi comparé les résultats de la classification obtenus, dans un premier temps, avec
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les valeurs singulières et ceux obtenus, dans un deuxième temps, avec le premier
vecteur singulier de gauche. Avec les SVM le passage par une deuxième étape de
réduction de dimension, pour réduire la taille du premier vecteur singulier de gauche,
devient inutile. La robustesse de ces machines vis-à-vis de la dimension de l’espace
de représentation les démarque des autres classifieurs tels que les MLPs et les RBFs.

Pour l’optimisation des SVMs, nous avons effectué un test croisé sur les para-
mètres de régularisation C et le noyau à partir des données d’apprentissage, sans
passer par une étape de test. Les paramètres qui minimisent l’erreur en généralisa-
tion sont ceux retenus pour la classification. Cette première étape de test consistait
à faire un balayage d’un intervalle de valeurs pour le couple de paramètres C et le
noyau pour pouvoir retenir celui qui donne les meilleurs résultats de classification.
Cette procédure est effectuée par expert et pour chaque capteur. Par conséquent,
6 couples de paramètres (C, Noyau) ont été définis. Nous avons remarqué que des
noyaux différents lorsqu’ils sont correctement paramétrés, donnent lieu à des résul-
tats de classification similaires.
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Conclusions et perspectives

Dans cette thèse, nous avons apporté une contribution à la problématique du
diagnostic dans le domaine du transport ferroviaire. Le travail mené au cours de
cette thèse a permis d’obtenir un système de diagnostic automatique de l’état des
galets de guidage d’un tramway sur pneumatiques, le "Translohr". Les objectifs de
l’automatisation du système de diagnostic sont de détecter précisément le galet qui
cause l’anomalie et d’identifier le type de défaut. La nouveauté du système de gui-
dage par rail central, les délais imposés par les industriels ainsi que les modifications
successives de l’installation n’ont pas permis la modélisation physique complète du
système mécanique directement. Par conséquent, nous avons choisi d’utiliser une
approche de surveillance et de diagnostic par reconnaissance de formes à partir de
l’enregistrement de signaux vibratoires sur le rail. L’ensemble des signaux utilisés a
été enregistré dans des conditions réelles grâce à un système d’acquisition nommé
"détecteur SYSCOGA" (SYStème de Contrôle des Galets), propriété industrielle de
la société Signal Développement.

Nous avons consacré le premier chapitre à la description du Translohr et de son
système de guidage. Ce nouveau mode de transport utilise des galets de guidage
par rail central. L’usure du bandage composite des galets peut être la source de
nuisances sonores et n’implique en aucun cas - selon le constructeur - une panne
du système de guidage. L’enjeu de ce travail de thèse était de proposer un système
de surveillance et de diagnostic permettant d’identifier automatiquement les défauts
dès leur apparition afin d’éviter des dommages qui pourraient s’aggraver et causer
d’importantes nuisances voire l’arrêt de fonctionnement. Le caractère automatique
de ce système est un point essentiel en termes de coûts de fonctionnement et de
main d’oeuvre. Une des limitations inhérentes au projet et à son cahier des charges
provenait d’un manque d’expérience et de connaissance à priori des différents types
d’usures pouvant surgir dans un environnement réel. Nous avons dû nous référer à
un ensemble de défauts qui ont été élaborés manuellement par les techniciens de la
société Lohr Industrie. C’est un exemple parmi d’autres des difficultés rencontrées
dans un travail de recherche motivé par une problématique industrielle innovante.

Le deuxième chapitre concernait l’étude des méthodes de diagnostic par recon-
naissance des formes. Nous avons présenté, dans un premier temps, les deux étapes
principales sur lesquelles repose tout système de surveillance, à savoir la perception
et le diagnostic. Nous avons ensuite dressé un état de l’art des méthodes de diag-
nostic en nous concentrant plus particulièrement sur les méthodes de diagnostic par
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reconnaissance des formes. La dernière phase du processus est une étape de classifi-
cation supervisée les classes de défauts étant supposées connues. Nous avons rappelé
les ingrédients des approches de discrimination non-paramétrique les plus utilisées
dans la littérature. Il s’agissait de bien connaître les avantages et limitations des
différentes méthodes envisageables.

L’usure partielle ou complète du bandage - galet défectueux - engendre un chan-
gement de la stimulation mécanique du rail par le système de guidage. Les vibrations
engendrées sont généralement plus fortes que celles correspondant à un fonctionne-
ment normal. Il s’avère que l’état d’usure d’un galet se caractérise par une signature
vibratoire particulière. L’idée conductrice de ce travail était de construire un sys-
tème de surveillance et d’aide à la décision permettant de déterminer à l’aide de ces
signatures vibratoires si un couple de galets présente ou non un défaut.

Pour l’enregistrement des signaux vibratoires, nous avons utilisé un système d’ac-
quisition, nommé "détecteur SYSCOGA" proposé par la société Signal Developpe-
ment, partenaire de ce projet. Le détecteur SYSCOGA mesure les accélérations
(tridimensionnelles) du rail lors du passage du Translohr. Deux installations de la
version finale du détecteur SYSCOGA ont été testées : sur la voie et sur l’appa-
reil de voie (ADV). Suite à des contraintes liées aux normes de sécurité ferroviaire,
seule la dernière, sur l’ADV, a été retenue et implémentée sur la piste de Clermont
Ferrand. L’analyse des signaux vibratoires nous a révélé plusieurs informations sur
le comportement du tramway sur le comportement des couples de galets pour un
sens de passage donné. Avec le recul, il apparaît qu’une des difficultés de cette thèse
provenait du manque de contrôle que nous avions sur la nature des expériences à
effectuer, sur la méthode d’acquisition, ainsi que sur le choix des types de défauts à
considérer. Même si nous avons réussi à imposé, à mon avis tardivement, quelques
points pour la bonne poursuite du projet, j’ai parfois manqué de poids dans certaines
prises de décision.

Deux types de défauts ont été définis et retenus dans notre étude, locaux et
structuraux. Un défaut local touche la surface du galet (bandage) et se manifeste en
hautes fréquences, soit aux petites échelles inféreiures à 10 cm environs. Le deuxième
type de défauts se manifeste en basses fréquences et peut correspondre par exemple à
une déformation de la structure du galet à l’échelle de son diamètre. Un même galet
peut comporter ces deux types de défauts en même temps. Les deux composantes
du signal n’évoluent pas forcément de la même manière et leur comportement varie
selon qu’elles sont en hautes ou en basses fréquences. Il fallait de plus être capable
de localiser dans le temps une information de nature fréquentielle. Nous avons choisi
d’utiliser les méthodes temps-échelles, et c’est la transformée en ondelettes continues
qui a été retenue dans notre étude. Grâce à son comportement dynamique, lié au
zoom adaptatif de l’échelle, la transformées en ondelette continue permet de suivre
les singularités et les instationnarités du signal analysé. Un état de l’art des méthodes
temps-fréquences les plus adaptées pour l’analyse des signaux non stationnaires a
fait l’objet du chapitre 4. Nous avons comparé les propriétés de la transformée en
ondelettes continue à celles de deux autres méthodes, la transformée de fourier à
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fenêtre glissante et l’analyse de Wigner-Ville. La transformée en ondelette continue
assure une résolution fréquentielle relative constante à toutes les fréquences, basses
ou hautes, c’est la raison principale de notre choix.

Un premier découpage fréquentiel du scalogramme, issu de l’application de la
transformée en ondelette au signal vibratoire, nous a permis de spécifier les bandes
d’échelles utiles pour la suite des traitements. Nous avons aussi procédé à un dé-
coupage temporel pour déterminer la position exacte de chaque couple de galets
sur le signal vibratoire complet. À l’issue de cette étape, à chaque couple de galets
correspond une matrice de coefficients d’ondelettes (un extrait du scalogramme).
Nous avons dans un premier exploré une méthode de segmentation par binarisation
d’images selon la méthode d’Otsu, mais sans succès. Nous avons préféré nous tourner
vers les méthodes de classification à partir de vecteurs formes issus d’une réduction
de dimension basée sur la sélection et/ou l’extraction de variables.

Les trop grandes dimensions des matrices de coefficients d’ondelette, essentielle-
ment dues à une fréquence d’acquisition trop grande (choisie par SD), les rendaient
peu intéressantes en vue de la classification. Le chapitre 5 revient sur la sélection
et/ou l’extraction de variables. Nous nous sommes intéressés aux méthodes d’ex-
traction de caractéristiques et plus particulièrement à la décomposition en valeurs
singulières (DVS) des matrices temps-échelle. Une fois appliquée, elle décompose la
matrice de données en valeurs et vecteurs singuliers. Plusieurs travaux antérieurs ont
proposé différentes manières d’exploiter ces deux informations (valeurs et vecteurs
singuliers) pour la caractérisation de la matrice de données. Nous avons utilisé, dans
un premier temps, les valeurs singulières, et dans un deuxième temps les vecteurs
singuliers en entrée du module de classification. Un intérêt particulier a été réservé
aux vecteurs singuliers. L’utilisation de ces descripteurs en classification s’est avérée
très efficace.

La dernière partie du manuscrit est consacrée à la présentation de notre système
complet de diagnostic automatique et d’aide à la décision. De nombreuses expéri-
mentations menées sur nos données - matrices temps-échelle - ont permis de montrer
que notre méthode, la combinaison de la décomposition en valeurs singulières et la
transformée en ondelette continue, est capable de fournir des variables pertinentes
pour la classification des signaux vibratoires avec plusieurs méthodes, et notamment
les machines à noyau SVM. Même si cette combinaison n’est pas une nouveauté en
soi, sa mise en oeuvre rigoureuse, son utilisation dans le domaine ferroviaire et la
nouveauté du système de guidage étudié rend notre application tout à fait originale.
Pour effectuer l’étape de classification, les performances de plusieurs méthodes ont
été comparées afin de retenir la meilleure.

Plusieurs outils de classification ont été testés sur nos données. Un intérêt très
particulier a été réservé aux machines à vecteurs de support (SVMs). Leurs perfor-
mances ont été comparées à celles des méthodes connexionnistes, tels que les MLPs
et les RbFs. Le point intéressant concernant les SVMs est quelles effectuent systé-
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matiquement une réduction de données en entrées pour résoudre un grand nombre
de problèmes de classification. Cela est obtenu grâe au processus de projection des
données de l’espace initial à un espace augmenté de dimension supérieure. Il resort
de notre étude que les meilleurs résultats ont été obtenus avec les SVMs. Pour l’op-
timisation des SVMs, nous nous sommes intéressés à l’optimisation du paramètre de
régularisation C et des paramètres du noyau pour la sélection du meilleur modèle.
Globalement la valeur du paramètre C sert à fixer le compromis entre la minimi-
sation de l’erreur d’apprentissage et la maximisation de la marge. L’influence de ce
paramètre s’est avérée limitée dans notre contexte.

L’étape de classification a été exécutée grâe a un ensemble de sous classifieurs
avec l’approche "Un-Contre-Un". En entrée des classifieurs, nous avons utilisé les va-
leurs singulières puis, dans un deuxième temps, les vecteurs singuliers. Les résultats
obtenus sont très satisfaisants et sont exposés dans la partie 6.5.2.

6.6.4 Perspectives

Le travail effectué dans cette thèse laisse un nombre de perspectives ouvertes.
Malgré les difficultés rencontrées au démarrage du projet, et tout au long de cette
thèse, nous nous sommes appliqués à ce que notre système réponde aux exigences
imposées par les industriels. Un stage ingénieur de 5 mois a d’ailleurs eu lieu en 2006
avec pour but de fournir une maquette logicielle complète de la chaîne de traitement,
indépendante de tout logiciel commercial. Une maquette d’interface destinée à la
T2C (Transports en Commun Clermontois) a aussi été élaborée. La responsabilité
du développement final et de la mise en oeuvre industrielle revient à la société Signal
Développement.

Il est probable que le signal vibratoire peut être exploité pour comprendre le
comportement d’autres composantes du système de guidage et peut-être même du
système de roulement du tramway. De manière générale, comme beaucoup d’appli-
cation de la reconnaissance des formes au diagnostic, nous nous sommes heurtés au
problème de l’insuffisance de la connaissance à priori sur le système étudié. Dans
une application réelle, certains défauts ne peuvent pas être étudiés pour des raisons
de sécurité d’une part et de coûts d’autre part. En effet, le manque d’un couple de
galets, qui est un état dangereux, constitue un vrai état de défaillance et peut certai-
nement provoquer des dommages irréversibles. Malheureusement, nous n’avons pas
pu testé notre système de diagnostic sur ce type de défaut. Il pourrait être judicieux
de prendre en compte ce type de défaut dans les futures applications.

Idéalement, un processus de diagnostic par reconnaissance des formes doit être
adaptatif et prédictif. On pourra souhaiter passer du diagnostic simple et instantané
à un diagnostic tenant compte de l’historique du système. L’adaptabilité du système
permettrait de suivre l’évolution d’un défaut d’une classe à une autre. Il peut s’agir
d’une évolution vers une classe connue ou inconnue. La plupart du temps l’évolu-
tion du système sera prévisible, par exemple d’une classe "Usure à 25%”à une classe
"Usure à 50%”et ainsi de suite jusqu’à atteindre le degré maximal donc l’"Usure
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à 100%”. Il serait bon que le système de diagnostic puisse prendre en compte ce
comportement évolutif du défaut. L’apprentissage d’un processus répétitif peut être
utilisé pour la prédiction et aussi pour la prise de décision de changer un couple de
galets avant d’atteindre l’usure maximale. Quand à l’Usure à 100%, on peut suppo-
ser par exemple qu’elle engendre une fissure du pivot et à terme sa casse. Dans ce cas
l’évolution de l’usure correspond à la création d’une nouvelle classe de défaut. En
effet, le système de diagnostic doit être capable, dans ce cas, de détecter ce nouvel
état ce qui va permettre à l’expert humain d’effectuer une autre phase d’apprentis-
sage afin d’enrichir la base connaissance a priori sur le système de guidage. Cette
notion d’adaptabilité devient intéressante dans le cas o’un ensemble d’état d’usures
réelles sont définis. Cela nécessite d’avoir au moins un cycle de vie d’un galet, ce qui
n’est pas le cas dans notre application.

En plus d’être évolutif, le système de diagnostic doit aussi être capable d’anti-
ciper l’évolution d’un mode de fonctionnement normal, galets sans défauts, vers un
mode anormal, galets défectueux : on accèderait alors à une fonction de pronostic.
Cet aspect prédictif permet d’éviter l’apparition des dommages irréversibles voire
l’arrêt du tramway. Nous pensons que la connaissance de la probabilité qu’un état
de fonctionnement évolue d’une classe à une autre, peut être utilisé afin de prédire
son évolution. Les chaînes de Markov cachées (HMM) par exemple peuvent être
combinées au classifieur utilisé, les SVMs, pour pouvoir calculer la matrice des pro-
babilités. Si une "Usure à 100%" provoque, par exemple, à 80% la casse du pivot
on peut décider de changer le couple de galets usés une fois cette usure est atteinte
ou bien avant. Le système de diagnostic, prend en compte dans ce cas le passé du
système surveillé pour pouvoir prédire l’état ou la classe future. (à valider par Alex)

Nous pensons que la gestion du caractère évolutif de l’usure dans le cas d’un
système dynamique - le système de guidage - pour pouvoir faire un pronostic serait
très intéressant. Ce travail de thèse peut être considéré comme un premier travail
sur ce nouveau système de guidage et pourrait certinement être adapté à d’autres
situations similaires, pour d’autres systèmes sur rail par exemple.
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APlanning prévisionnel du projet
Syscoga

– Chef de projet LOHR : Jean Luc ANDRE ;
– Responsable projet SD : Olivier COSTE ;
– Responsable projet SMTC : Patrice CHARLAT ;
– Doctorant LIMOS et chargé de mission SMTC : Zahra HAMOU MA-

MAR ;
– Encadrement scientifique LIMOS : Alexandre AUSSEM et Pierre CHAI-

NAIS.

Le planning prévisionnel donné en Octobre 2003

Phase 1 : Développement de la méthode "classique"

– Deux campagnes d’une semaine d’essai à Duppigheim, Strasbourg (LOHR
et SD) ;

– Disponibilité du TRANSLOHR (LOHR) ;
– Fourniture des accéléromètres (LOHR) ;
– Mise en place des capteurs sur rail (LOHR) ;
– Préparation des galets avec défauts (LOHR) ;
– Réalisation des mesures (SD) ;
– Analyse des mesures et mise au point de la méthode classique (SD) ;
– Analyse par des méthodes statistiques "évoluées" (DOCTORANT).

Phase 2 : Suivi de la thèse : " méthodes statistiques évoluées"

– 1 réunion par mois sur 3 ans (SD et DOCTORANT) ;
– Rédaction de la thèse (DOCTORANT) ;
– Soutenance de la thèse prévue pour le dernier trimestre 2006 (DOCTO-

RANT).
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Phase 3 : Développement du détecteur prototype Syscoga

– Spécifications matériel (cartes, capteurs, etc.) (SD) ;
– Achats de matériel (cartes, capteurs, etc.) (SD) ;
– Montage et test en labo du prototype (SD) ;
– Intégration éventuelle de la méthode " évoluée " dans le détecteur (SD et

DOCTORANT) ;
– Intégration du détecteur prototype dans le système TRANSLHOR (fixation

mécanique sur le rail, câblage, communication des résultats) (LOHR).

Phase 4 : Mise en place du détecteur Syscoga à Clermont-Ferrand,

– Mise en service du détecteur prototype (LOHR et SD),
– Suivi et retour d’expérience (LOHR et SD).

Phase 5 : Généralisation aux autres sites TRANSLOHR,

– Commercialisation (LOHR),
– Intégration mécanique, communication des défauts (LOHR),
– Fourniture " matériel et logiciel ", mise en service du détecteur (SD).
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BCampagnes d’essais

B.1 Essais Syscoga-II

La campagne d’essais syscoga-II a eu lieu les 03 et 04 mars 2004, avec le démons-
trateur translohr, figure B.1(a), et les même configurations de montage des galets
par essieu utilisées dans syscoga-I. L’objectif étant de pallier les difficultés rencontrés
lors de la première campagne d’essai. La configuration utilisée est composée de deux
cellules photoélectriques posées sur la chaussée, figure B.1(b), et six accéléromètres
(3 latéraux et 3 verticaux) fixés sous la semelle du rail, figure B.1(c). Chaque cellule
est composée d’un émetteur avec faisceau infrarouge invisible, placé entre le rail et la
roue, et d’un réflecteur placé à l’extérieur de la roue, figure B.1(a). L’idée d’utiliser
les signaux acoustique comme information sur l’état des galets de guidage en plus
de l’information vibratoires a été abandonnée lors de ces essais.

B.2 Essais Syscoga-IIbis

La campagne d’essais syscoga-IIbis a été organisée par la société SD en mois de
juillet 2004. L’objectif étant de tester une nouvelle configuration matérielle et de
trouver une bonne isolation par rapport au courant circulant dans le rail. Pour me-
surer de vibrations du rail, trois types de capteurs accélérométriques ont été utilisés :

– un accéléromètre tri-axe comportant une pastille isolante, vissé sur le rail,
– un accéléromètre bi-axe, collé sur une pastille de mica elle-même collée sur le

rail,
– un accéléromètre mono-axe, collé directement sur le rail, figure B.2
– deux barrières optiques, chacune composée d’une cellule photoélectrique et

d’un réflecteur positionnées au ras du sol pour détecter le passage des ga-
lets/roues.
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(a)

(b) (c)

Fig. B.1 – (a) Le Translohr pour les essais Syscoga-II.(b) Positions des accéléro-
mètres sur le rail. (c) Le système d’acquisition sur site : Installation sur la voie.

B.3 Essais Syscoga-IV

Cette campagne d’essais a eu lieu du 04-06 Avril 2005, la configuration matérielle
utilisée est la même que celle de syscoga-III avec un test d’identification de la rame
et la possibilité de l’intégrer dans le logiciel finale de diagnostic, figure B.3
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(a)

(b)

Fig. B.2 – (a) Installation matérielle sur la voie : les essais Syscoga-IIbis. (b) Posi-
tionnement des accéléromètres sur la voie.
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(a)

(b) (c) (d)

Fig. B.3 – (a) Installation matérielle pour les essais Syscoga-IV. (b) Emplacement
en pleine voie de la boucle coaxiale du système d’identification du numéro de la
rame. (c) et (d) Deux transpondeurs montés à l’avant et à l’arrière de la rame.
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CLes mesures de l’erreur estimée
pour un classifieur

Lorsqu’on construit un classifieur, on peux en même temps calculer un ensemble
de mesures de l’erreur estimée. Ces mesures sont classées dans deux catégories : les
mesures générales et les mesures d’exactitude par classe.

C.1 Les mesures générales

1. Le taux de bonne classification (Correctly Classified Instances (CC))
C’est le nombre d’exemples bien classés en pourcentage du nombre total d’exemples.

2. Kappa statistic (κ)
Le coefficient κ est censé mesuré le degré de concordance de deux ou de plu-
sieurs juges. Dans notre cas, on est toujours dans le cas de deux juges. On
mesure la différence entre l’accord constaté entre les deux juges, et l’accord
qui existerait si les juges classaient les exemples au hasard. Le jugement, c’est
la classe d’un exemple, et les deux juges sont le classifieur et la classe réelle de
l’exemple. "L’accord/désaccord" entre les deux juges se lit directement dans la
matrice de confusion. C’est une mesure dont la valeur est d’autant plus grande
que la matrice est diagonale.
Le coefficient κ se calcule de la façon suivante

κ =
Po − Pe
1− Pe

, (C.1)

où Po représente la proportion de l’échantillon sur laquelle les deux juges sont
d’accord (i.e. la diagonale principale de la matrice de confusion). et

Pe =

∑
i pi − p.i
n2

, (C.2)

où
– pi : somme des éléments de la ligne i ;
– p.i : somme des éléments de la colonne i ;
– n : taille de l’échantillon.
Le coefficient κ prend ses valeurs entre −1 et 1
– il est maximal quand les deux jugements sont les mêmes : tous les exemples

sont sur la diagonale, et Po = 1 ;
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– il vaut 0 lorsque les deux jugements sont indépendants (Po = Pe) ;
– il vaut −1 lorsque les juges sont en total désaccord. Certains auteurs (Lan-

dis et Koch) ont proposé une échelle de degré d’accord selon la valeur du
coefficient κ.

Accord κ
Excellent >0.81

Bon [0.80-0.61]
Modéré [0.4-0.41]
Médiocre [0.4-0.21]
Mauvais [0.20-0]

Très mauvais <0

Sur un exemple dont la matrice de confusion est

a b ⇐ classer comme
49 1 a = 1
1 49 b = 2

Tab. C.1 – Exemple de matrice de confusion.

On a

Po =
49 + 49

100
=

98

100
= 0.98

Pe =
(50 ∗ 50) + (50 ∗ 50)

1002
=

1

2
.

Cette valeur est constante pour tous les classifieurs sur cet ensemble d’exemples
et donc

κ =
0.98− 0.5

1− 0.5
= 0.96.

L’accord dans ce cas est excellent.

C.2 Les mesures d’exactitude par classe

Pour une classe donnée, un classifieur, et un exemple, quatre cas peuvent se
présenter :

1. l’exemple est de cette classe, et le classifieur ne se trompe pas : c’est un vrai
positif (TP) ;

2. l’exemple est de cette classe, mais le classifieur se trompe : c’est un faux
négatif (FN) ;

3. l’exemple n’est pas de cette classe, mais le classifieur la lui attribue quand
même : c’est un faux positif (FP) ;
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Classe prédite wi
prédite non prédite

Exemple xi ∈ wi TP FN
Exemple xi /∈ wi FP TN

Tab. C.2 – Les quatre cas possible pour une classification binaire.

4. l’exemple n’est pas de cette classe, et le classifieur ne le range pas non plus
dans cette classe : c’est un vrai négatif (TN). Le tableau C.2 résume les dif-
férentes situations.

D’une manière générale les résultats d’un classifieur sur des données test sont
résumés dans la matrice de confusion (coïncidence) :

Classe réelle
Classe prédite TP FP

FN TN

Tab. C.3 – La structure d’une matrice de confusion.

1. Rapport des vrais positifs (TP Rate)
C’est le rapport entre le nombre des exemples bien classés et le nombre total
d’éléments qui devraient être bien classés. Il correspond à

TP Rate =
Nombre de vrais positifs

Nombre de vrais positifs + Nombre de faux négatifs
,

=
TP

TP + FN
.

Sensibilité = TP Rate.

Si les exemples d’une classe donnée sont bien classés, pas de faux négatifs,
donc le TP Rate = 1.

2. Rapport des faux positifs (FP Rate)
Il correspond à

FP Rate =
Nombre de faux positifs

Nombre de faux positifs + Nombre de vrais négatifs
,

=
Nombre de faux positifs

Nombre d’exemples n’étant pas de cette classe
,

=
FP

FP + TN
.

Spécifité = 1− FP Rate = TN
TN+FP .

La matrice de confusion permet de calculer TP Rate et FP Rate et vis versa.
Dans la terminologie de l’apprentissage supervisé, cette matrice connue sous
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les termes "matrice d’erreur", "tableau de contingence" ou "matrice d’erreur
de classification", est un outil servant à mesurer la qualité d’un système de
classification. Chaque colonne de la matrice représente le nombre d’occurrences
d’une classe estimée, et chaque ligne représente le nombre d’occurrences d’une
classe réelle.
Prenons l’exemple du tableau C.1. Les 49 exemples de la classe a sont bien
classés mais le dernier est mal classé donc TP Rate = 49

50
= 0.98. Un exemple

est mal classé parmi ceux appartenant à la classe a et 49 exemples qui n’appar-
tient pas à la classe a n’ont pas été reconnus comme tels FP Rate = 1

50
= 0.02.

3. La précision
C’est le rapport entre le nombre de vrais positifs et la somme des vrais positifs
et des faux positifs.

précision =
TP

TP + FP
,

si elle vaux 1, cela veut dire que tous les exemples classés positifs l’étaient
vraiment ;

4. Le rappel

Rappel =
TP

TP + FN
,

si le rappel vaux 1 cela signifie que tous les exemples positifs ont été trouvés ;
5. La F-Measure

Cette quantité permet de regrouper en un seul nombre les performances du
classifieur pour une classe donnée. Cette mesure est donnée par

F-Measure =
2 ∗ Rappel ∗ Précision
Rappel + Précision

,

=
2 ∗ TP

2 ∗ TP + FP + FN
.

Le coefficient κ peut être ainsi calculé à partir de cet ensemble de mesures
comme suit

κ =
2 (TP ∗ TN + FP ∗ FN)

[(TP + FN) (FN + TN) + (TP + FP ) (FP + TN)]
.

6. La courbe ROC
Un graphe ROC (Receiver Operating Characteristic) représente le compromis
entre les bénefices (Vrais Positifs) et les pertes (Faux Positifs). Elle permet
donc d’étudier les variations de la spécificité et de la sensibilité d’un test pour
différentes valeurs du seuil de discrimination. Le terme de courbe ROC peut
être envisagé comme une "courbe de caractéristiques d’efficacité". Chaque clas-
sifieur discret produit un point (taux FP,taux VP), figure C.1.
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Fig. C.1 – La courbe ROC.

Type d’erreurs :

– erreur de type 1 (alpha), les faux positifs : probabilité d’accepter l’hy-
pothèse alors qu’elle est fausse ;

– erreur de type 2 (beta), les faux négatifs : probabilité de rejeter l’hy-
pothèse alors qu’elle est vraie ;

– comment arbitrer entre ces types d’erreurs ? ⇒ la courbe ROC.
L’espace ROC :

(i) Le point (0,0) prédit toujours négatif : pas de FP ni de VP ;
(ii) (1,1) prédit toujours positif, donc toute instance est soit FP soit VP ;
(iii) (0,1) : classification parfaite ;
(iv) La diagonale (p,p) prédit au hasard positif avec probabilité p ;
(v) Le triangle sous la diagonale est pire que le hasard. Il est donc souvent
vide dans un graphe ROC.
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